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1. Proje Mevcut Durum Değerlendirmesi (20 puan) 

Bu proje raporunda, dört pozdan çekilen görüntülerde gerçekleştirilen önişlemeler ve model 

eğitimleri detaylı bir şekilde açıklanacaktır. 

 

1.1. Dataların Düzenlenmesi 

TEKNOFEST tarafından paylaşılan dosyalar, excelde verilen etiketlere göre BIRADS için 

BIRADS0, BIRADS12, BIRADS45 olmak üzere üç klasöre ayrılmıştır. Kompozisyon bilgisi 

için A, B, C, D olmak üzere dört klasör hazırlanmıştır. Bu işlemlerin amacı yapay zeka eğitimi 

için kullanılacak olan dosyaların ve etiket isimlerinin düzenlenmesidir.  

 

1.2. DICOM Görüntülerin *.PNG Formatına Dönüştürülmesi  

      Önişlemelerin ve yapay zeka eğitimlerinin gerçekleştirilebilmesi için bir DICOM 

görüntüleyici kullanarak tüm dosyalar *.png formatına dönüştürülmüştür.  

 

      1.3. Görüntü Önişleme  

       Dört poz olan görüntülerin tek seferde analiz edilebilmesi ve sadece meme bölgesinin 

ortaya çıkarılabilmesi için PNG dosyaları önişlemelerden geçirilmiştir. DICOM görüntüleyici 

3 kanallı görüntüler türettiği için resimler renkli formattan gri seviye görüntülere 

dönüştürülmüştür. Ham görüntülerde gürültü azaltma için 3x3 medyan filtre uygulanmıştır. 15 

piksel ve altındaki değerlere sahip pikseller 0 değerine eşitlenmiştir. Otsu eşikleme metodunu 

kullanılan binarizasyon ile görüntüler uygun eşik değerine göre, 1 ve 0 binary formata 

dönüştürülmüştür. Binarizasyon görüntülerde nesneler belirgin bir şekilde ortaya çıkmaktadır. 

1 değerine sahip nesnelerin görüntü işleme metotları ile boşlukları doldurulmuş ve en az 5 

piksel komşuluğu olan nesneler gürültü kabul edilerek resimden çıkarılmıştır. Eşiklenmiş 

görüntülerde meme bölgesinin en büyük nesne olduğu ve en yüksek piksel alan değerine sahip 

olması dikkate alınarak sadece ilgili bölgeyi tüm datada otomatik bir şekilde kesilebilmesi için 

bir metodoloji kullanılmıştır. Eşiklenmiş görüntülerdeki nesneler etiketlenerek piksel cinsinden 

alanları ve bu nesneleri kapsayan en küçük sınırlayıcı kutu koordinatları (bounding box) elde 

edilmiştir. En büyük alana sahip nesnenin (yani meme bölgesinin) koordinat bilgilerine göre 

orijinal görüntünün ilgili bölgesi kesilerek sadece meme nesnesi ortaya çıkarılmıştır. Bu 

işlemlerin amacı resim üzerinde bulunan yazıların (RCC, LCC vb.) atılması, meme bölgesi 

haricinde yapay zeka eğitimlerini lüzumsuz bir şekilde etkileyek arka plan piksellerin 

görüntüden arındırılmasıdır. Her bir meme bölgesi farklı büyüklük ve resim boyutlarına sahip 
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olduğu için, tüm kesilen bölgeler bilinear interpolasyon yöntemi kullanılarak 512x256 olacak 

şekilde resize edilmiştir. LCC ve LMLO görüntüler önişlemelerden sonra yatay bir şekilde 

döndürülmüştür. Şekil 1’de sırasıyla orjinal bir LCC görüntü, binarizasyon, kesme işleminin 

gerçekleştirilmesi, resize işlemi ve yatay döndürme gösterilmektedir.  

     

Şekil 1. Görüntü önişleme aşamaları 

  

Her bir hasta dosyası içerisindeki görüntüler önişlemelerden geçirilerek birleştirilmiş 

512x1024 görüntü boyutlarına sahip tek bir görüntü oluşturulmuştur. LMLO ve RMLO 

görüntülerde pektoral kasın atılması için algoritmalar araştırılmış ancak değişik çok fazla 

görüntü parametresi olduğu için adaptif bir metodoloji geliştirilememiştir. Bazı görüntülerde 

pektoral kas ile beraber koltuk altı ve kol bölgeleri de gözükmektedir. Bu bölgelerin maksimum 

seviyede elimine edilebilmesi için görüntünün üst bölgesinden öncelikle 500 piksellik bir bölge 

kesildikten sonra önişlemeler gerçekleştirilmiştir. Literatür taramalarında çoklukla 

görüntülerde kontrast limitli adaptif histogram eşitleme (CLAHE) [1-3] uygulanmaktadır. Proje 

çalışmasında da önişlemelerden geçirilmiş görüntülere CLAHE uygulanarak adaptif histogram 

eşitleme yapılmıştır. CLAHE metodundaki parametre değerleri 16x16 pencere boyutu 

(numTiles), eksponansiyel dağılım, alfa=1.99, kontrast faktör (Clip Limit) 0.01 olarak 

girilmiştir [1]. Bu işlemle görüntülerde homojen bir piksel dağılımının sağlanması 

hedeflenmektedir. İki farklı dosya oluşturularak CLAHE metodunun ham görüntülere göre 

yapay zekada doğruluk oranını arttırıp arttırmadığı araştırılacaktır. Şekil 2’de 836180307 

numaralı hastanın dört poz ham görüntüleri, Şekil 3’te önişlemelerden geçirilmiş ve 

birleştirilmiş görüntüsü, Şekil 4’te önişlemelerden ve CLAHE metodundan geçirilmiş ve 

birleştirilmiş görüntüsü verilmiştir.  
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Şekil 2. Dört poz ham görüntüler 

 

Şekil 3. Önişlemelerden geçirilmiş ve birleştirilmiş görüntü 

 

Şekil 4. Önişlemelerden ve CLAHE metodundan geçirilmiş ve birleştirilmiş görüntü 
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Önişleme yöntemleri tüm hasta dosyalarında otomatik bir şekilde yapıldığı için yapay zeka 

eğitimini yanlış yönlendirebilecek hatalı birleşimler çalışmadan çıkarılmıştır. BIRADS ve 

kompozisyon klasöründeki birleştirilmiş tüm görüntüler sınıf değerlerine göre %80 eğitim %20 

test olmak üzere ayrılmış ve yapay zeka eğitimi için hazır hale getirilmiştir.  

 

1.4. Eğitim, Test ve Haritalama 

 

 Geliştirilen Python scripti ile seçilen derin öğrenme algoritmaları kullanılarak eğitim 

işlemleri gerçekleştirilmiş hem BIRADS hem de kompozisyon için ağırlık dosyaları 

oluşturulmuştur. Eğitim sonuçları precision, accuracy, recall, F1-skor performans metrikleri ile 

değerlendirilmiştir. GradCAM yöntemi [4] derin öğrenme modelinin görsel açıklamasının 

oluşturulabilmesi için kullanılan bir metottur. Bu yöntem derin öğrenme modelinin görüntünün 

hangi bölgesinden özellik çıkardığını gösteren bir ısı haritası oluşturmaktadır. Bu harita ile 

anomalinin yoğun olduğu bölgeler izlenebilir. Bu noktaların koordinat bilgileri elde edilerek 

kadran bilgisinin elde edilmesi hedeflenmektedir. Ön işlemelerden geçirilmiş sağ ve sol 

birleştirilmiş görüntüler dörder bölgeye ayrılarak GradCAM haritası hangi bölgeye düşüyor ise 

o bölge kadran bilgisi olarak kabul edilecektir. Şekil 5’te bir Grad-CAM denemesi verilmiştir. 

                  

Şekil 5. AlexNET ağırlık dosyası ile bir GradCAM denemesi 

 

1.5. Test Aşaması Akış Diyagramı 

           Yarışma esnasında verilen görüntülerin sınıflandırılması için önişleme, BIRADS 

kategori tahmini, kompozisyon tahmini, GradCAM ile haritalama, kadran bilgisinin tahmini ve 

sonuçların Excel dosyasına kaydedilmesi olmak üzere altı aşamada gerçekleştirilmesi 

hedeflenmektedir. Proje LÖKAP kaspamında Pamukkale Üniversitesi Bilimsel Araştırmalar 

Koordinatörlüğü tarafından kabul edilmiş ve donanımsal destek kabulü alınmıştır. Bu 
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kapsamda yapay zeka uygulamalarında popüler bir şekilde kullanılan NVIDIA Jetson AGX 

Orin Developer Kit taşınabilir donanımının alımına gidilmiştir. Yarışma esnasına bu donanımın 

kullanılması ve Şekil 6’da verilen akış diyagramını tek seferde gerçekleştiren Python scriptinin 

koşturulması hedefelenmektedir.  

 

 

Şekil 6. Final aşaması akış diyagramı 
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1.6. PSR Rapor Değişiklikleri 

 

PSR raporunda, veri dosyalarında kanserli bölge koordinat değerleri verileceği düşünülerek 

ilgili bölgelerin YOLO algoritması ile bulunması ve dokusal özellikler çıkarılarak 

sınıflandırılması hedeflenmişti. Ancak bu bilgiler olmadığı için PSR raporunda verilen 

metodolojilerde bu raporda verildiği gibi değişikliklere gidilmiştir.  

 

2. Özgünlük (30 puan) 

Projede, özgünlük büyük aşamada önişleme metotlarında ve verinin derin öğrenme 

modellerine nasıl verileceği noktalarında ortaya konulmaktadır. Veriler dört farklı pozdan 

oluşmakta ve tüm pozlardan bir adet sonuç türetmesi istenmektedir. Ancak dört farklı 

pozdan bilgi eldesinde farklı problemler ve parametreler ortaya çıkmaktadır. İlk aşamada 

dört farklı pozun ayrı ayrı eğitilmesi ve her birinin ağırlık dosyasının oluşturulması 

hedeflenmiştir. Ancak görüntü üzerindeki harfler, ilgili bölgenin çok küçük veya büyük 

olması, arka plan siyah piksel değerlenin çok fazla olmasından dolayı ilk eğitimlerde çok 

düşük sonuçlar alınmıştır. Aynı zamanda hastanın bir memesinde kanser görülebilirken 

diğer memesinde herhangi bir kitle görülmemektedir. Dolayısıyla farklı poz eğitimlerinde 

bir yönün kanserli olması, diğer yönün kanserli olmaması durumlarından kaynaklı olarak 

etiketlemede büyük bir karmaşa ortaya çıkmıştır. Sağ ve sol görüntülerin tek tek incelenerek 

kitle olup olmadığının verilen dosya üzerinden ayıklanması çok fazla süre alacaktır. Yapılan 

literatür taramalarında verilerin farklı önişleme ve birleştirme tekniklerinin kullanıldığı 

görülmektedir. Suh ve ark. yaptıkları çalışmadan [5] RCC ve RMLO görüntülerini 

birleştirmiş, LCC ve LMLO görüntülerini de birleştirip yatay döndürerek derin öğrenme 

model girişine vermiştir. İkişer olarak birleştirilen görüntülerde tek bir yön kullanılarak 

eğitim işlemi gerçekleştirilmiştir. Kim ve ark. yaptıkları çalışmada [6] ham dört poz verisini 

2x2 olarak birleştirip sisteme vermektedir. Yine çalışmalarda farklı resize boyutlama 

işlemleri yapılmaktadır. Şekil 7a’da Suh ve ark. larının birleştirme yöntemi, Şekil 7b’de 

Kim ve ark. birleştirme yöntemi, Şekil 7c’de bu proje çalışmasında gerçekleştirilen 

birleştirme yöntemi verilmiştir. Her iki çalışmada da doğruluk sonuçlarının iyi olduğu 

belirtilmiştir. Ancak Şekil 7a ve 7b’de verildiği gibi arka plan piksel değerleri atılmamıştır. 

Proje çalışmasında, Bölüm 1’de açıklandığı gibi dört poz görüntüler arka plan bölgeleri 

otomatik bir şekilde atılarak resize işleminden sonra tek bir görüntüde birleştirilmiş, her bir 

hasta için bir sonuç üretilmesi hedeflenmiştir. Sol görüntülerin sağ tarafa döndürülmesi ise 
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birleştirmede tek bir patern oluşturulması, eğitilen modelin hızlı bir şekilde 

sınıflandırmasında hızlı sonuç türetebileceği düşünülerek gerçekleştirilmiştir.  Arka planın 

otomatik bir şekilde atılması ve dört pozun aynı yönde birleştirilmesi bu proje çalışmasının 

en önemli özgün değerini oluşturmaktadır.                        

   

     (a)                                                   (b)                                                      (c) 

                               Şekil 7. (a) Suh ve ark. (b) Kim ve ark. (c) Bu çalışma 

 

Literatürdeki birçok çalışmada CLAHE metodunun uygulandığı izlenmiştir. Bundan 

dolayı ham görüntülerde gerekli önişlemelerden sonra ek olarak CLAHE yöntemi ile 

histogram eşitleme işlemleri gerçekleştirilmiş ve iki ayrı dosya oluşturulmuştur. Bu 

işlemlerdeki amaç adaptif histogram eşitleme yönteminin doğruluk sonuçlarına pozitif 

yönde bir etki oluşturup oluşturmadığının irdelenmesidir.  

 

3. Sonuçlar ve İnceleme (30 puan) 

       BIRADS ve Kompozisyon bilgisinin sınıflandırılması için iki ayrı derin öğrenme ağırlık 

dosyasının oluşturulması hedeflemektedir. %80 eğitim ve %20 test olarak ayrılan görüntüler 

AlexNET, GoogleNET, ResNET, VGGNET ile gerekli parametre ayarları yapılarak model 

eğitimleri gerçekleştirilmiştir. Lietratürde DenseNET ve EfficientNET gibi iyi sonuç veren 

algoritmalar kullanılmasına rağmen eğitim işlemlerinde “Out of Memory” hatası alınmaktadır. 

Bu modeller ile eğitimler NVIDIA Jetson kartının temin edilmesinden sonra eğer final 

aşamasına hak kazanılır ise gerçekleştirilecektir. Tüm modellerde hiper parametre ayarları SGD 

optmizasyon yöntemi [7], mini-batch size 16, öğrenme oranı 1-e6, epoch sayısı 50 olarak 

girilmiştir. Sonuçlar accuracy, precision, recall, F1-skor perfomans değerlendirme metrikleri 

ile hesaplanmıştır. Tablo 1’de BIRADS test verileri sınıflandırma performans sonuçları, 
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Tablo2’de kompozisyon test verileri sınıflandırma sonuçları, Şekil 8’de test sonuçlarının 

karmaşıklık matrisi verilmiştir. 

 

Tablo 1. BIRADS test verileri sınıflandırma sonuçları 

Önişleme Model Veri Precision Recall Accuracy F1-skoru 

Merge 
AlexNET BIRADS 

100.0 34.34 %65.65 51.12 

Merge+CLAHE 100.0 32.59 %58.02 49.16 

  

Merge 
ResNET BIRADS 

100.0 35.83 %67.89 52.76 

Merge+CLAHE 100.0 40.18 %67.36 57.33 

  

Merge Google-

NET 
BIRADS 

100.0 34.34 %59.47 51.13 

Merge+CLAHE 100.0 29.76 %54.21 45.87 

  

Merge 
VGGNET BIRADS 

100.0 25.65 %42.23 40.83 

Merge+CLAHE 100.0 24.57 %39.60 39.44 

 

Tablo 2. Kompozisyon test verileri sınıflandırma sonuçları 

Önişleme Model Veri Precision Recall Accuracy F1-skoru 

Merge 
AlexNET Komposizyon 

100.0 70.62 %78.52 82.78 

Merge+CLAHE 100.0 74.53 %77.07 85.40 

  

Merge 
GoogleNET Komposizyon 

100.0 79.62 %78.26 88.65 

Merge+CLAHE 100.0 70.83 %76.81 82.93 

  

Merge 
VGGNET Komposizyon 

100.0 61.43% %72.20 76.11 

Merge+CLAHE 100.0 17.80 %30.83 30.23 

  

Merge 
RESNET Komposizyon 

100.0 67.01 %77.07 80.24 

Merge+CLAHE 100.0 68.55 %73.51 81.34 
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(a)                                                                                      (b) 

 
(c)                                                                                      (d) 

Şekil 8. AlexNET için karmaşıklık matris tabloları (a) Komposizyon (b) CLAHE+Kompozisyon (c)BIRADS  

(d) CLAHE+BIRADS 

 

Dört farklı derin öğrenme modeli üzerinden yapılan denemelerde AlexNET en yüksek sonuçları 

vermektedir. CLAHE algoritmasının doğruluk sonuçlarını düşürdüğü gözlemlenmiştir. 

AlexNET ile test sonuçlarında Kompozisyon bilgisi için en yüksek %78.52 doğruluk oranı elde 

edilirken, BIRADS sınıflandırma için en yüksek %65.65 doğruluk oranı elde edilmiştir. 

BIRADS karmaşıklık matrisi incelendiğinde şüpheli konumdaki BIRADS0 görüntüleri 

çoğunlukla BIRADS12 veya BIRADS45 olarak sınıflandırılmıştır. Zaten karar verilemeyen ve 

şüpheli konumdaki BIRADS0 görüntülerin aslında sistem tarafından olması gereken sınıflarda 

tahmin edildiği düşünülmektedir. Sadece BIRADS12 ve 45 arasındaki doğruluk oranı 

Şekil8c’ye göre hesaplanırsa, sağlıklı ve kanserli görüntüler %81.23 oranında bir doğruluk 

vermektedir ((251+225)/(251+225+65+45) * 100). Bu çalışma sonucunda final aşamasına 

geçilebilirse yeni gelen veriler ve JETSON kart ile DenseNET ve EfficientNET gibi literatürde 

önerilen algoritmalar kullanılarak daha yüksek doğruluk oranlarını elde edebileceğimizi 

düşünmekteyiz. 
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4. Deney ve eğitim aşamalarında kullanılan veri setleri (15 puan) 

Bu proje çalışmasında sadece yarışma verileri (TÜSEB) kullanılmıştır. Birleştime işlemlerinde 

yanlış birleşen ve poz bilgisi yanlış olan veriler çalışmadan çıkarılmıştır. Eğitim ve test 

aşamasında kullanılan birleştirilmiş veri seti sayıları Tablo 3’te verilmiştir. Aşağıdaki her bir 

veri Şekil 3 ve Şekil 4 teki gibi tüm pozların birleşiminden oluşmaktadır. Dolayısıyla her bir 

veri dört adet mamografiden meydana gelmektedir. 

 

Tablo 3. Eğitim ve Test işlemlerinde kullanılan birleştirilmiş görüntü sayıları 

BIRADS Train Test 

BIRADS0 536 134 

BIRADS 12 1000 250 

BIRADS45 1000 250 

   
Kompozisyon Train Test 

A 437 110 

B 800 200 

C 800 200 

D 495 124 
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