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1. Uygulama Tanitimi

Projemiz saglik basta olmak iizere pek ¢ok alanda mikroorganizmalarin tanimlanmasinda
kullanilan metagenomik veri analizine yapay zeka temelli bir yaklasimla DNA dizilerinin
gorsellestirilerck ve sonrasinda hizalama yaparak hibrit bir yaklasimla daha hizli ve daha
dogru olarak tespitini amaglamaktadir.

Tibbi  mikrobiyoloji  laboratuvarlarinda  yapilan patojen ya da kontaminant
mikroorganizmalarin tanis1 metagenomik yaklasimlarla beraber yeni nesil hizalama
teknolojileriyle birlikte rutin analiz seviyesine inmistir. Bu analiz siirecinde ilk olarak kiiltiire
bagli olmadan numunenin igerisinden izole edilmis DNA pargalarinin dogrudan ya da hedefli
olarak ¢ogaltilip daha sonra dizilenmesi gergeklestirilir. Elde edilen DNA dizilerinin hangi
mikroorganizmaya ait oldugunun tespiti i¢in farkli algoritmalar kullanilabilmektedir fakat
verinin biiytikligi ya da kullanilan veri tabanmin biiytikligi arttikga kullanilan standart bir
bilgisayarin hafiza kapasitesinin ve performansinin olduk¢a Otesine gecip algoritmalar
calismaz hale getirebilmektedir.

Sundugumuz bu projede amacimiz oncelikle yeni nesil DNA dizileme platformlarindan
elde edilen DNA dizilerinin “Chaos Game Representation” algoritmas1 [1] ile
gorsellestirilmesine daha sonra farklr bir yapay zeka yaklasimimi kullanarak hizli bir sekilde
hangi organizma ailesine ait oldugu tespit etmektir. Sonraki asamada daraltilmis veri setiyle
BLAST algoritmasi kullanilarak daha hizli ve daha dogru bir sekilde 6zgiil organizma tayini
gergeklestirmektir [2]. Benzerlik penceresinin daraltilmasiyla 16S/18S rRNA, ITS ya da tiim
genom metagenomik c¢alisma verisinin degerlendirilmesinde standart bilgisayarlarda islem
stiresini Ve algoritmalarin bekledigi yiiksek islemci giicii problemini ¢ézerek biyolojik agidan
daha net bir sonug¢ vermek ana hedeflerimiz arasinda yer almaktadir.

Biitin Bacteria ve Archaea’larda bulunan 16S rRNA yaklasgik 1.500 bazlik bir gen
bolgesidir. Bu bolgede bulunan V3-V4 bolgesi diger degisken bolgelere gore daha ¢ok
niikleotit heterojenligi gostermektedir [3]. Bu nedenle metagenomik calismalarda ve tiir
karakterizasyonu gerektiren calismalar da siklikla tercih edilmektedir. Proje hedeflerimiz
dahilinde ilk asamada 64.660 adet 16S rRNA dizi verisi ezBioCloud veri tabanindan Fasta
formatinda ¢ekilmis ve bu temel veri tabanindan V3- V4 bolgelerini iceren yaklasik 460
bazlik bolgeler metagenomik calismalarda tercih edilen primer dizileri kullanilarak ayri bir alt
veri tabanina dontistiirtilmustiir. Kullamlan primer sekanslari 5’-
CCTACGGGNGGCWGCAG-3’ (17 baz), 5’- GACTACHVGGGTATCTAATCC-3" (21
baz) seklindedir [4] . Daha sonra primer dizileri arasinda kalan V3-V4 bolgeleri uygun bir
sekilde  degistirdigimiz = Chaos Game  Representation  doniisimii  kullanilarak
gorsellestirilmigtir.

Kisisellestirdigimiz Chaos Game Representation algoritmasina girdi igin 1’den 5’e kadar k-
mer boyutlart denenmis olup tek bazlik degisimi en iyi gosterenin 1-mer olduguna karar
verilmistir ve biitiin V3-V4 bolgeleri gorsellestirilmistir. Daha sonra yapay zeka modeli igin
egitim, test ve validasyon verisi olusturulmustur. Elde edilen veriler ile MobileNet mimarisi
kullanilarak yapay zeka modeli kurulmustur [5].

Sonug olarak projemiz 16S rRNA dizisinin ve bu dizi igerisinde 6zgiin ve ayn1 zamanda
degisken olan V3-V4 bolgesinin elde edilmesi, bu bolgenin gorsellestirilip yapay zeka
modelimiz igin bir veri tabani1 olusturulmasina dayanmaktadir. Bu veri tabani kullanilarak
laboratuvar numunesinden elde edilen bilinmeyen dizilerin verimli, hizli ve biyolojik agidan



daha anlamli bir sekilde tespit edilmesini saglayacak bir yontemi gelistirmeyi
hedeflemekteyiz.

2. Proje Mevcut Durum Degerlendirmesi

Projemiz igin 16s rRNA verileri https://www.ezbiocloud.net/taxonomy sitesinden alinarak,
Chaos Game Representation algoritmasma uygun modifikasyonlar yapilarak V3-V4
bolgesinin 8x8 pikselde gorsellestirilmesi miimkiin kilinmistir. Daha sonra filogenetik agag ve
https://www.ezbiocloud.net/taxonomy sitesinin bize sunmus oldugu veri tabani1 sayesinde
genel tiirler belirlenmis bu tiirlerin V3-V4 bolgesi yeniden organize ettigimiz “Chaos Game
Representation” algoritmasi ile gorsellestirilerek yapay zeka modelimizin (MobileNet) egitim
ve test verileri elde edilmistir. Yapay zeka modelimiz elimizdeki verilerin uygunluguna ve
veri sayilarinin homojen sekilde dagilimi goz Oniine alinarak en uygun egitim verileri
secilerek 28 katmanli yeni nesil convolutional layer kullanan Depthwise Seperable
Convolution algoritmasi ile egitilmis ve belirlenen 5 grup igerisinde %90 {izerinde tutarlilik
elde edilmistir. Grup sayimizi 2 ye diisiirdiglimtiz zaman bu tutarlilik oran1 %99’un {izerine
¢ikmaktadir. Daha sonrasinda yapay zeka modelimizin vermis oldugumuz girdi i¢in bize
soyledigi genel tiir bazinda BLAST masaiistii uygulamasinda sadece o tiire ait sekanslarin
oldugu bir veri tabani olusturup BLAST algoritmasini sadece 0 veri tabanini kullanacak
sekilde ¢cagrilmasi planlanmistir.

Proje sunus raporunda tamamen yapay zeka temelli bir tespit yontemi gelistirmeyi
hedeflenmekteydi fakat genel tiirden 6zele dogru gidildikce (“‘Spirochaetes =>Spirochaetia =>
Brachyspirales” vb.) 6zel tiirlerde veriler ¢cok dengesiz dagilmakta ve cogunlukla yeterli
sayida veri bulunmamaktadir. Bu veri azligi ve dengesizligi yapay zeka modelimizin
tutarliligini olumsuz yonde etkileyecegi igin daha 6zele inmek yerine gruplarimizi genel tiirler
icin olusturduk. Yani yapay-zeka modelimize tiim Spirochaetes sekanslarini egitim igin
verdik. Boylece genel tiirii elde ettikten sonra BLAST igin yeni bir veri seti olusturarak hibrit
bir yaklasim gelistirmeye karar verdik. Yukarida bahsettigimiz durumu asagidaki
https://www.ezbiocloud.net/taxonomy sitesinden aldigimiz gorselle netlestirdik (Figiir-1).
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Figiir-1. https://www.ezbiocloud.net/taxonomy veri tabanina ait tiir siniflandirmasi

3. Algoritmalar ve Yapay Zeka Modeli
16S rRNA’da V3-V4 bolgesini elde etmek i¢in yazilan algoritmada literatiirde belirtilen
forward ve reverse primerler kullanildi. ki primer arasinda kalan bolge V3-V4 bolgesini
temsil ediyor olup bu primerlerdeki bir mutasyon istenilen sonuca ulagimin 6niine gegecekti.
Bu sorunu asmak i¢in “Hamming Distance” algoritmasindan faydalanildi. Minimum
hamming degerindeki (en diisiik farklilik) eslesmeler dikkate alinarak V3-V4 bolgeleri
cikartildi.
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Verileri gorsellestirme amaciyla yeniden organize edilmis “Chaos Game Representation”
algoritmas1 kullanildi. Gorsellestirme asamasinda k-mer degerine gore bir array boyutu
belirlendi. Bu algoritmanin ¢alisma prensibi su sekildedir: ilk olarak seklin ortasina bir nokta
koyarak baglanir. Kare olan seklimizin her bir kosesi belli bir bazi temsil etmektedir.
Okudugu baza gore gidecegi kose degismektedir. Ornegin “GCCA” sekansi su sekilde
gorsellestirilir. ilk bazimiz “G” oldugu icin orta noktayla “G” késesi arasindaki mesafenin
orta noktasina bir nokta daha konur. ikinci bazimiz “C” oldugu igin koyulan bu ikinci nokta
ile “C” kosesi arasindaki mesafenin yaris1 kadar daha ilerler ve bir nokta daha konulur. Bu
sekilde devam ederek son iki nokta da yerlestirilir. En son noktalarin diistigi bolgelere
bakilir. Az nokta bulunan bélgeden ¢ok nokta bulunan bélgeye dogru grinin tonlariyla
renklendirilir. Bu sayede az noktanin oldugu bolgeler agik renkte ¢ok noktanin oldugu
bolgeler ise daha koyu renkte goziikiir. Boylelikle 6zgiin bir gorsel ortaya ¢ikmis olur (Figiir-
2).
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Figiir-2. “Chaos Game Representation” algoritmasimin noktalarin dagilimina gore ri tonlariyla renklendirilmesi.

Gorsellestirilmis patojen 16S rRNA datasinin V3-V4 bélgesini egitmek igin bir transfer
learning modeli olan depthwise seperable convolutions kullanan MobileNet mimarisini
kullanmild: (figiir-3). Bu modelin kullanilmasinin sebebi ise, diger transfer learning
mimarilerine gore daha kiiciik bir yapiya sahip olmasina ragmen ¢ok hizli ve tutarli sonug
vermesidir. InceptionV/3 23.2 milyon parametreye sahipken MobileNet mimarisi 3.3 milyon
parametreye sahiptir ve buna ragmen iki mimari arasindaki dogruluk pay1 farki ¢cok diisiiktiir.
Daha once yapilmis olan uygulamalarda icerisinde hayvan resimlerinin bulundugu bir veri
setinde iki model karsilagtirilmistir ve InceptionVV3.%84 dogruluk verirken MobileNet %83.3
dogruluk verdigi yapilan bagka bir calismada gosterilmistir. Amacimiz daha hizli bir BLAST
sonucu almak oldugu igin MobileNet mimarisini kullanilmistir.



Type / Stride Filter Shape Input Size
Conv / s2 3 x I x3Ix32 224 x 224 x 3
Conv dw /sl 3 x 3 x32dw 112 x 112 x 32
Conv /sl 1x1x32x64 112 x 112 x 32
Conv dw / s2 3 x 3 x 64dw 112 x 112 x 64
Conv / sl 1x1x64x128 56 x 56 x 64
Conv dw /sl 3 x 3 x128dw o6 x 56 x 128
Conv / sl 1x1x128 x 128 26 x 56 x 128
Conv dw / s2 3 x 3 x128dw 96 x 56 x 128
Conv /sl 1 x1 x 128 x 256 28 x 28 x 128
Conv dw /sl 3 x 3 x 256 dw 28 x 28 x 256
Conv / sl 1 x 1 x 256 x 256 28 x 28 x 256
Conv dw / s2 3 x 3 x 256 dw 28 x 28 x 256
Conv / sl 1 x1x256x 512 14 x 14 x 256
5 Convdw /sl | 3 x3x512dw 14 x 14 x 512
Conv /sl 1 x1x512x512 14 x 14 x 512
Conv dw / s2 3 x 3 x5l2dw 14 x 14 x 512
Conv / sl 1 x1x5H12x 1024 7Tx7x5Hl2
Conv dw / s2 3 x 3 x 1024 dw 7Tx7x1024
Conv / sl 1x1x1024 x 1024 | 7 x 7 x 1024
Avg Pool / sl Pool 7 x 7 7 x 7 x1024
FC /sl 1024 x 1000 1x1x1024
Softmax / sl Classifier 1 x 1 x 1000

Figiir-3. Mobilenet mimarisi

MobileNet mimarisinin ilk katmani full convolution’dan olusmaktadir, fakat bunu takip
eden tim diger katmanlar Depthwise Seperable Convolutional katmanlardan olusmaktadir.
Ayrica tiim katmanlarda batch normalization ve RelLU aktivasyon fonksiyonu kullanilmistir.
Kullanilan batch normalization yontemi ile egitim siire kisaltilmistir, Veriyi egitmek igin
gereken epoch sayist azaltilmig ve de tutarhilik arttirilmustir. ReL.U-aktivasyon fonksiyonu
kullanilarak mimarinin daha hizli ¢alismasi saglanmistir (Figiir-4). Son olarak bu mimaride
Softmax kullanilmistir, siniflandirma algoritmalar1 i¢in genel bir tercihtir ¢iinkii ¢ok smifli
hedef degiskeni iceren yapay zeka modellerinde ¢ikt1 olarak her bir sinifa ait olma olasiligini
gosterir ve olasiliklar toplami 1’1 agmaz.
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Figiir-4. 3x3 Depthwise Convolutional katmanini takip eden Batch Normalization-ReLU aktivasyon fonksyonu
-1x1 Convolutional katmani- Batch Normalization — ReL.U aktivasyon fonksyonu bulunmaktadir.

Depthwise asamasi yiiklenen seklin benzer bolgelerini bulma amaciyla farkli kisimlarindan
cesitli boyutlarda kesitler alma isleminin yapildigi kisimdir (Figiir-5). Bu asama gorselin
farkli tonlardaki bolgelerinin belli bir motife benzetilmesi ve bu sayede benzerlik oraninin
cikartilmasi saglanir.
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Figiir-5. Depthwise Convolutional katmani

Yapay zeka modelimiz i¢in elimizdeki bilgisayarin 6zelliklerini dikkate alarak (M1

Macbook Air) 5 biiyiikk grup segildi: Actinobacteria-Bacteriodetes-Archaea-Firmicutes-
Proteobacteria. Bu gruplar igeresinde veri setinin igerdigi verilerin homojen dagilmasi
baglaminda 2500’er tane 16S rRNA verisini rastgele secip V3-V4 bolgeleri gorsellestirildi ve
egitime baglanildi. Daha 6nce de belirtildigi gibi elimizdeki tiim veri seti dengesiz bir
dagilima sahip oldugu (kimi gruplar 1000 civari 16S rRNA verisine sahipken kimi gruplar
17000 civarinda 16S rRNA verisine sahip) igin bu dengesizligi ortadan kaldirmak, daha dogru
ve tutarli sonucglar almak amaciyla 2500’den daha az 16S rRNA verisi olan gruplar
kullanilmamigtir. 16S rRNA -bdlgesi yerine VV3-V4 bolgesinin kullanilmasmin sebebi ise
sekans uzunlugu azaldik¢a bu sekansin hizalanabilecegi yeni alternatifler dogmasindan 6tiirii
yanlis hizalama ve hizalamanin 16S rRNA sekansina gérece daha uzun siire almasidir. Ayrica
V3-V4 bolgesi tiirleri belirlemede ayrit edici bir 6zellige sahip olmasidir.
V3-V4 bolgesindeki mutasyonlara bakilarak tiir tayini yapilacagi ve bu bélgedeki tek bir
bazin bile degismesi tiirler arasinda kaymaya sebebiyet verebilecegi igin gorsellestirme
yaparken 1-mer kullanilmistir (Figiir-6). Boylece tek bir bazda olusan degisiklik yakalanmig
ve tiir tayini daha keskin bir sekilde yapilmistir. Tek bazlik degisimler yakalanmak istenildigi
icin MobileNet mimarisini kullanan algoritmamizin learning rate parametresi 0.0001 olarak
ayarlanmistir, boylece gorsellerdeki en kiigiik degisikliklerin bile yakalanmasi amaglanmig ve
arasinda ¢ok kiiciik farkliliklar bulunan tiirlerin ayirt edici 6zellikleri yakalanmistir.
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Figiir-6. Gorseller 16S rRNA verisinden ¢ikartilmis V3-V4 sekanslarinin modifiye edilmis Chaos Game
algoritmas1 ile 1-mer diizeyinde gorsellestirilmis  halleridir. 8x8 pikselden olugmaktadirlar, MobileNet
mimarisini egitmek igin kullanilan veri tabani olusturmaktadirlar.

Daha 6nce de belirtildigi gibi genel tiirden 6zele inildikge yapay zeka modelini egitebilecek
yeterli sayida ve dengeli dagilmis 16S rRNA verisine ulasilamamaktadir. Bu problemin
¢ozlimii igin hibrit bir model kurulmustur. Boylece yapay zeka modelimiz genel tiir bazinda
egitilecek ve 6zel tiirdeki tam karsiligin1 bulmak amaciyla BLAST algoritmasinin Veri tabani
kiigiiltiilerek kesin bir sonug alinacaktir. Veri tabani boyutu genel tiir bazinda kiigtildiigii i¢in
bilgisayarlarin tim Vveri tabanini arama yiikii hafifletilerek daha hizli sonug alinacaktir.

4. Ozgiinliik
1.1. Co6ziim daha 6nce mevcut ise gereksinim duyulan islem maliyetinin distiriilmesi

Yeni hizalama sonucu elde edilen DNA sekanslarinin hangi canliya ya.da tiire ait oldugunun
tespit edilebilmesi i¢in genellikle NCBI’in sundugu BLAST-Basic Local Alignment Search
Tool ve bu web tabanli algoritmanin tiirevleri- kullanilmaktadir. Fakat DNA dizisinin
uzunlugu azaldik¢a spesifik olarak belirli bir bolgeye hizalanma ve hizalama sonucunda
yiksek skor verme -ihtimali diismekle birlikte daha uzun siirelerde sonug alinmaktadir.
Gelistirmis  oldugumuz hibrit modelin  yardim1 ile elimizdeki patojen DNA’s1
gorsellestirilerek ¢ok hizli bir siirede ait oldugu genel tiir grubu tespit edilip devaminda tiim
patojen veri tabaninda arama yapmak yerine algoritmamiz tarafindan daraltilan gemberde
arama yaparak hem arama siiresini kisaltmis oluyor hem de diger yakin ya da benzer tiirlere
hizalanma ihtimaline kars1 6nlem almis oluyoruz.

1.2. Mevcut ¢oziimlere 6zgiin 6zellikler katilmasi, iyilestirilmesi.

Bonidia ve arkadaslarinin [6] makalesinde DNA/RNA dizilerinin matematiksel/sayisal olarak
temsil edilebilmesi i¢in bir¢ok yontem sunulmustur. Bizde bu yontemler igerisinden Chaos
Game Representation isimli yontemi se¢mis ve elimizdeki patojen 16s rRNA verisi 1-mer
bazinda gorsellestirmeler yapabilecek diizeye getirmek igin gerekli eklemeler yaparak
algoritmamiz igin elverigli gorseller elde etmeyi basardik. Mevcut Chaos Game
Representation modeli patojen 16S rRNA verisinin V3-V4 bolgesini 8x8 piksel 6lgeginde



istedigimiz diizeyde gorsellestirmemekteydi. Bu problemin ¢oziimiiyle birlikte elimizdeki
patojenlere ait V3-V4 bolgesinin filogenetik olarak siniflandirilmasindan yararlanarak yapay
zeka modelimiz igin girdi gruplari olusturduk ve veri tabani daraltma isleminin veri toplama
ve uygun bi¢imde gorsellestirilmesi asamasini 6zgiin bi¢imde tamamlamis olduk.

1.3. Tirkiye’de ilk defa yapilan ¢alisma olmasi.

Tiirkiye capinda yapilan literatiir taramasinda daha 6nce patojen 16S rRNA verisinin V3-V4
bolgesini gorsellestirerek ve bu gorsellerle yapay zeka modeli kurarak mevcut veri tabanini
daraltmak ve daha sonrasinda kesin bir sonuca ulasmak i¢in hizalama yontemine basvurulmus
bir hibrit yaklagima rastlanmamis ve emsal bulunamamustir.

1.4. Uluslararasi dlgekte ilk defa yapilan ¢alisma olmasi.

Bonidia ve arkadaslarmin (2022) makalesinde DNA/RNA sekansinin anlamini yitirmeden
gorsellestirilmesi i¢in bir¢ok yol sunulmaktadir. EKibimizin bu makaleden referans alarak
yaptigi uygulama patojenin 16S rRNA’smin V3-V4 bolgesinin  gorsellestirilmesini
icermektedir. Bu gorsellestirme asamasi sadece projenin veri olusturma kismi igin gereklidir.
Bu kisimda olusturdugumuz V3V4 bolgesini 16S rRNA'dan ¢ikartma algoritmasi, kendisine
sunulan 16S rRNA verisinin i¢inden V3-V4 bolgesini ayiklar daha sonra modifiye ettigimiz
“Chaos Game Representation” algoritmasi ise bu bolgeyi gérsellestirir. EKibimiz bu makalede
belirtilenden farkl:i olarak, elde ettigi gorselleri filogenetik aga¢ verisine gore alt gruplara
ayirip bu gruplarla yapay zekd modeli olusturdu. Yapay zeka modeli gorsellestirilen 16S
rRNA verisinin hangi genel tiire ait oldugunu (Bacteriodetes-chloroflexi-archaea gibi) yiiksek
tutarlilikla soyleyip, daha 6zel bazda tespit igin “.fasta” formatinda veri tabani olusturup
hizalamay1 sadece olusturulan yapay zeka modelinin séyledigi tiiriin sekanslarinin oldugu veri
tabanini kullanarak yapiyor. Boylelikle tiim 16S rRNA sekanslarinin hizalanmas: i¢in gereken
stireden tasarruf ederek sadece 0 sekansin ait oldugu tiiriin bulundugu sekanslara hizalantyor.

5. Sonuclar ve Inceleme

Rastgele  secilmis 5 gruplu  (Actinobacteria-Bacteriodetes-Archaea-Firmicutes-
Proteobacteria) 1-mer bazinda modifiye edilmis Chaos Game algoritmasi ile gorsellestirilmis
ve MobileNet mimarisi ile egitilmis yapay zeka modelimizin ¢iktilari asagida verilmistir. 120
Epochs kullanilmistir, ¢linkii 120. Epoch'a kadar accurracy degerimiz artis-gdstermekte olup
120'den sonra grafigimiz yatay diizlemde ilerlemeye baslayip artis gostermemistir. Yapay
zeka modelimiz train accurracy ve test accuracy degerlerinden anlasildig: tizere underfitting
ya da overfitting durumlariyla karsilagilmamustir (Figiir-7 c¢,d). Egitim asamasinda alinan
accuracy test asamasinda da korunmustur. Veri setimiz %80 train ve %20 test olarak
boliinmiistiir. Harici olarak dogrulama yapmak amaciyla 20’ser sekans ayirip algoritmanin ne
kadar dogru tahmin ettigi kontrol edilmis ve kullanilan 100 gorsel (20x5=> her grup i¢in 20
gorsel, toplamda 5 grup) dogru bir sekilde tahmin edilmistir. Accuracy degerimizin 0.91
bandinda kalmasinin sebebi, bazi 16S rRNA sekanslarinin V3-V4 bolgeleri elimizdeki
primerler ile ¢ikartilamamaktadir. Bunun genel sebebi forward ve reverse primerlerin
oturmamas1 olmaktadir, bunlara ek olarak bazi V3-V4 bolgeleri genel V3-V4 bolgelerine
kiyasla ¢ok uzun veya ¢ok kisa sekans uzunluguna sahiptir. Bu durum ‘outlier’ dedigimiz
olaganin disinda sekans ve bu sekans da olagan dis1 gorsel olusturmaktadir. Bu durumlar
yapay zeka modelimizin accuracy degerini diisiirmiistiir. Daha gergekti bir yaklagimda
bulunmak istedigimiz i¢in ‘outlier’ olarak nitelendirdigimiz anormal sekans uzunluklarini veri
setimizden atmadik. Fakat problemi ve ¢6ziimiinii tayin etmis bulunmaktayiz. Daha 6nce de
belirtildigi gibi learning rate parametremiz 0.0001 olarak alinmistir, batch size parametresine
32 ve epochs parametresine 120 degerini vermis bulunmaktayiz. Farkli parametrelerle yapilan
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denemelerde accuracy degerinin istedigimiz 6l¢iide olmamasi, underfitting ve overfitting
problemleriyle karsilasiimasi sebebiyle en ideal parametreler olarak bunlar belirtilenmistir.

Confusion Matrix’e baktigimiz zaman, yanlis gruplandirma yapildigimi gorebiliyoruz
(Figiir-7b). Bunun sebebini anlamak i¢in yapay zeka egitimi i¢in kullandigimiz gruplarin veri
setinden (V3-V4 boélgelerinden) bir filogenetik agag¢ olusturduk ve bu agacta bu gruplarin
birbirleriyle ¢cok yakin oldugunu gozlemledik. Boylece olusturdugumuz modelin filogenetik
olarak da anlamli oldugunu ispatlamis olduk.
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Figiir-7. MobileNet yapay zeka modelinden g¢ikan sonuglara gore-sol ‘ustteki grafik her bir epoch i¢in olan
kaybi(a), sag ustteki grafik Confussion Matrix’i (b) sol-alttaki grafik train ve test accuracyi (c) sag alt ise test
accuracynin dagilimini(d) tablo halinde gostermektedir.

Asagidaki filogenetik aga¢ ‘“Maximum Likelihood Estimation” algoritmasindan
yararlanilarak  egitim  setimizdeki  Firmicutes-Proteobacteria-Archaea-Actinobacteria-
Bacteriodetes ve egitim setimizde bulunmayan Acidobacteria ve Cyanobacteria kullanilarak
olusturulmustur (Figiir-8). Confusion Matrix verisinden de gordiigiimiiz gibi en ¢ok yanlis
yerlestirmeler Firmicutes-Proteobacteria, Actinobacteria-Proteobacteria arasinda olmustur, bu
yanlis yerlestirmeler filogenetik agaca bakilarak dogrulanabilir. Bu tiirlerin birbirlerine olan
yakinliklar1 filogenetik agaca bakilarak tayin edilebilir. Egitim setimizde bulunmayan
Acidobacteria kullanmamizin sebebi ise yapay zekda modelimize Acidobacteria V3-V4
sekansinin gorsellestirilmis hali verildiginde bu gorselin Proteobacteria-Actinobacteria-
Firmicutes dgliisine Archaea ve Bacteriodetes’ten daha fazla yakinlik gostermesi
beklenilmistir. Ve beklenildigi iizere aldigimiz sonug¢ bizi dogrulamis Acidobacteria girdisi
Proteobacteria-Actinobacteria-Firmicutes igclisiine digerlerine kiyasla daha fazla yakinlik
gostermistir. Ayni sekilde Cyanobacteria girdisi yapay zeka modelimize girdi olarak verildigi
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zaman Bacteriodetes sinifina ¢ok biiyliik benzerlik gostererek olusturdugumuz modeli
dogrulamustir.

— 81231-Firmicutes

—— 81398-Actinobacteria

81186-Proteobacteria

82085-Acidobacteria

— 81163-Bacterioidetes

—— 81602-Cyanobacteria

81284-Archaea

Figiir-8. “Molecular Evelutionary Genetic Analysis” (MEGA) uygulamasindan elde edilen Firmicutes,
Actinobacteri, Proteobacteria, Acidobacteria, Bacteriodetes, Cyanobacteria, Archea gruplarina ait filogenetik
agaci gostermektedir.

Yapay zeka modelimizden alinan sonuca goére, BLAST masaiistii uygulamasina hangi veri
tabanin1  kullanmasi1 gerektiginin direktifi verilerek, gorsellestirmis oldugumuz sekans
bilgisinin 0 veri tabaninda hizalanmasi i¢in BLAST uygulamasi c¢agirilacak. BLAST
uygulamasi tiim veri tabanini degil sadece tespit edilen genel tiirin bulundugu veri tabaninda
hizalama yapacagu i¢in bilgisayarin islem yiikii hafifletilecek. Ayni zamanda diger tiirlere de
yakinlik gosterebilme ihtimalini diisiinerek tespit edilen genel tiiriin bulundugu veri tabaninda
sadece yapay zeka modelimizin bize soylemis oldugu tiiriin sekanslari bulundugu igin diger
tirlerle hizalanma ihtimali en aza indirilecektir. Bu sayede tiim veritabanina hizalama
yiikiinden kurtularak bilgisayarin islem yiikii hafifletmeyi, ayrica tirler arasi hizalama
ihtimalini sifira indirmeyi amagliyoruz. (M1 ¢ipli Mac bilgisayarlarda BLAST uygulamasi
uyumluluk sorunu gosterdiginden dolay: bu hedeflerimiz belirtilen stirede tamamlanamamis
olup ileriki asamalarda gergeklestirilecektir)
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