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Proje Konusu 

 

Proje konunuzu aşağıdaki listeden seçiniz. 

☐ Hareket izleme ve destek sistemleri  

☐ Kronik hastalık takibine yönelik giyilebilir teknolojiler 

☐ Görme engelli bireyler için hastane içi yönlendirme sistemleri 

☐ Gereksiz antibiyotik kullanımını azaltmaya yönelik teknolojiler 

☐ Nefes bileşenlerinden hastalık teşhisi yapabilen sistemler 

☐ Fiziksel tıp ve rehabilitasyona yönelik teknolojiler 

☐ Ortez ve protez teknolojileri 

☒ Hastalık teşhisine yönelik karar destek sistemleri 
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1. Problem Tanımı ve Mevcut Durum Değerlendirmesi 
 

Dünya çapında geniş prevalansa sahip olan Multipl Skleroz (MS), genç erişkinlerde edinilmiş 

nörolojik sakatlığın temel nedenlerinden biridir [1]. MS hastalığı, santral sinir sisteminin 

beyin ve omuriliğin inflamatuar (yangısal) bir hastalığıdır. Hastalık evrimi, otoimmün ve 

inflamatuar merkezi sinir sistemi demiyelinizasyonunun ve aksonal transeksiyonun 

öngörülemeyen alevlenmeleri ile kendini gösterir [12-15]. MS hastalığının belirtileri kişiye 

göre değişebilmekle beraber uyuşukluk, güç kaybı, spazm, görme kaybı, çift görme, idrar 

kaçırma, denge kaybı, yorgunluk, depresyon gibi şikayetler MS hastalığının en yaygın 

belirtileridir. Hastalık nedenlerine çevresel faktörler, etnik köken, virüslerin etkisi, kalıtım, 

genetik faktörler, kan ve beyin arasındaki bariyerin hasarı, anne karnında oluşan biyokimyasal 

olaylar, diyet ve vitamin yetmezlikleri, alerjik reaksiyonlar sıralanabilir.  Hastalığın seyrine 

göre farklı MS evreleri mevcuttur. Ayrıca MS hastalığı tanısının konulması oldukça zordur. 

MS' in erken evresi, spesifik olmayan klinik görünüm nedeniyle yetersiz teşhis 

edilebildiğinden, Manyetik Rezonans (MR) tanı koymada hastalığın evresini tahmin etmede 

önemli rol oynamaktadır. MR görüntülerindeki beyin lezyonları, MS tanısı için beyin ve 

omurilik hakkında etkili bir biyobelirteçtir. Bu lezyonların tespiti zahmetli, zaman alıcı ve 

radyolog deneyimine bağlı olduğundan doğru teşhiste bulunmak, tedavi yöntemini belirlemek 

oldukça zordur.   

 Halihazırda MS teşhis yöntemleri, klinik belirtilerin bir kombinasyonu ile MR görüntüleme 

kullanılarak yaygın olarak teşhis edilmektedir [1,3]. Bu sebeple MR görüntülerinin incelenip 

yorumlanması zordur ve tecrübeli personele ihtiyaç duyulmaktadır. MR verilerini ve klinik 

verileri kullanarak makine öğrenmesi ile yüksek doğrulukta teşhis yapmak mümkün olabilir 

[2-4].  Daha doğru teşhis ile hastaya uygulanacak tedavi yöntemi belirlenerek iyileşme oranı 

artması istenmektedir. Mevcut geliştirilen sistemlerde düşük doğruluk ve hassasiyet elde 

edilmiştir.  Ayrıca mevcut çalışmalar sadece hasta/sağlıklı teşhisi ve hastalık evre tayini 

(hafif- orta-şiddetli) yapılmıştır [1,2,5]. Yapılan evre tayini hastalık türlerini belirlemede 

yetersiz olup gerekli tedavi için net teşhis sağlayamamakla birlikte, uzman personele ihtiyaç 

duyulmakta ve zaman kaybına yol açmaktadır. 

2. Özgünlük 

 

Proje önerimiz etik kurallara uygun olarak elde edilen MR görüntüleri ve klinik verilerin 

kullanılarak MS hastalığının teşhisi, hastalık tipi ve evre tayininin gerçekleştirilmesi 

üzerinedir. Burada literatürde var olan çalışmaların aksine sadece evre tayini değil önce MS 

hastalık tipi belirlenecek ardından hastalık tipine göre evre teşhisi gerçekleştirilerek çift etiket 

analizi yapılacaktır. Yapılan analizlerde yüksek doğruluk, hassasiyet ve performans kriterleri 

sağlanarak kullanıma sunulması planlanmaktadır. Literatürde MS-yapay zekâ çalışmalarında 

kullanılan hasta örnek sayısı özellik sayısının on katından az olduğu için aktif kullanıma 

uygun değildir [1,9-11,18]. Çalışmamızda özellik sayısının en az 10 katı örnek sayısı 

kullanılarak güvenirliliği ve kullanılabilirliği artırılması hedeflenmiştir. Kullanılan yapay zekâ 

altyapısı diğer programlara kıyasla kullanımı oldukça kolaydır ve ilgili personeller tarafından 

kolayca kullanılabileceği öngörülmektedir. Ayrıca MATLAB programının erişim kolaylığı ile 

kliniklerdeki halihazırda var olan sistemlere harici bir ekipman gerekmeden kolaylıkla 

kurulum sağlanabilir. Sistemin sürekli yeni gelen verilerle yenilenebilmesi için, soru olarak 

yöneltilen veriyi yanıtladıktan sonra veri setine ekleyerek sürekli yenilenmeyi, gelişmeyi ve 

daha doğru sonuç üretmeyi gerçekleştirecektir. 

Ayrıca çalışmamız Sağlık Sanayiye katkı sağlayarak ülkemizin sağlık sektöründe söz sahibi 

olmasını hedeflenmiştir. 
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3. Yöntem 
 

Makine öğrenimi, bilgisayarların verileri nasıl öğrendiğine odaklanan bilimsel bir disiplindir 

ve yapay zekanın bir alt kümesidir. Sisteme tanıtılan özelliklerden yola çıkılarak verilerin 

hangi sınıfa ait olduğu tahmini gerçekleştirmektedir [16,17]. Temel amaç veriyi yüksek 

performanslı şekilde genelleyebilen model oluşturmaktır. Bunlar için karar ağaçları, destek 

vektör makineleri, lineer regresyon veya yapay sinir ağları gibi birçok model 

kullanılmaktadır. Sonuç olarak makine öğrenme modelinde en düşük hatayı oluşturacak 

parametreler ve sistemin geliştirilmesi hedeflenmektedir.  Makine öğrenimi sağlık sektöründe 

teşhiste birçok olanak sağlayarak vaz geçilmez bir platform olmuştur.  

 

Projemizde, MS hastalığı teşhis edilip alt tip belirlenmesi ve evreleme sınıflandırılması için 

elde edilen MR ve klinik veri setleri kullanılmaktadır. Bu veri setleri daha önce birçok yapay 

zekâ uygulamasına olanak tanıyan MATLAB programı üzerinden oluşturulan sistemde 

kodlamalar yapılarak optimum sonuca ulaşılacaktır. 

Çalışmamızda kullanacağımız MR ve klinik veriler T.C. Sağlık Bakanlığı veri tabanından ve 

literatürde bulunan çalışmalardan elde edilecektir. Çalışmamızın prototip aşamasındaki veriler 

Çorum Erol Olçok Eğitim ve Araştırma Hastanesi ve Erciyes Üniversitesi Eğitim ve 

Araştırma Hastanesi tarafından etik kurallar çerçevesinde çalışmaya sunulmuştur. Ekip 

üyelerimizden nöroloji uzmanı Dr. Handan Teker ve Dr. Recep Baydemir öncülüğünde datalar 

elde edilmiştir. Veri seti MS hastası ve Sağlıklı hastalar olmak üzere eşit dağılımda olduğu 

görülmüştür. Projede elde edilen görüntülerden T2 ağırlıklı görüntüler kullanılacaktır. Aşağıda 

çalışmanın gerçekleşmesi için gereken temel adımlar verilmiştir ve çalışmanın prototipi Şekil 

1’de şematize edilmiştir. 

- MS hastalığı tipleri (Benign MS, Relapsing-remitting MS, Sekonder Progressif MS, 

Primer Progressif MS, Marburg Tipi MS) ve sağlıklı grup MR görüntülerinden oluşan 

dengeli dağılımlı veri seti oluşturulacaktır. 

- Oluşturulan verilen görüntü işleme ile yapay zekâ uygulaması için uygun hale 

getirilecektir. 

- Yapay sinir ağ modeli oluşturulacak ve hastalık sınıflandırması yapılacaktır. 

- Sınıflandırılan hastalık tasarlanan ara-yüz ile evre tayini için yeni veri setini 

oluşturacaktır. 

- Yeni yapay sinir ağ modelinde evre tayini gerçekleştirilecektir. 

   



 
 

5 
 

 
 

Şekil 1. MS teşhis ve evre belirleme grafiksel özeti 

 

3.1.Verilerin alınması ve Sisteme yüklenmesi 

MR görüntüleri öncelikle piksellere ayrılarak sayısal veri matrisine dönüştürülecektir. Burada 

her piksel matrisin her bir elemanını temsil etmektedir. Elde edilen matrise MS hastalığı ilgili 

klinik veriler ilave edilerek veri seti oluşumu tamamlanacaktır. Burada klinik verilerin 

eklenmesi yapay zekada özellik sayısını artırarak doğruluk oranı yüksek hassas sistemler elde 

etmemizi sağlayacaktır. 

 

 

         Görüntü İşleme ve 

             Klinik Veriler 

 

 

                                    Sayısal Veri Seti  

    MR Görüntüleri 

                                        

Şekil 2. MR görüntülerinin sayısal verilere dönüştürülmesi 
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Elde edilen MR ve klinik verilerden oluşan veri seti matrisi, dosya uzantısı cvs.olan bir 

dosyaya yüklenecektir. Daha sonra bu veri seti ‘load veri.mat’ komutu ile MATLAB 

sistemine aktarılacaktır.  Öncelikle verilerin dağılımını kontrol etmek için ‘tabulate’ komutu 

ile veri kümesi incelenecektir. Verilerin dengesiz olma durumunda veri dengeleme işlemi 

uygulanacaktır. Ardından sisteme yüklenen veri seti Train, Test ve Validasyon kümelerine 

ayrılacaktır. Kümeleri oluştururken veri setini Train veri seti %50, Test veri seti %50 olacak 

şekilde kümelenmektedir. Burada eğitim oranı düşük tutularak elde edilecek doğruluk oranın 

yüksek olması ile saha kullanımına uygunluğu hedeflenmiştir.  Elde edilen Train veri kümesi 

oluşturulan yapay sinir ağlarına verilerek sistemin eğitilmesi gerçekleşecektir. 

 

3.2.Yapay Sinir Ağlarının Oluşturulması 

Yapay sinir ağları (YSA) biyolojik sinir ağlarının yapısına benzetilerek elde edilmiştir. Burada 

öğrenme ve öğrendiği en doğru bilgiyi uygulayabilme prensibi esastır [6]. Aşağıdaki görselde 

YSA temel modeli gösterilmiştir. Bir yapay sinir hücresi beş bölümden oluşmaktadır [8]. 

1.Girdiler: Girdiler nöronlara gelen verilerdir. Bu girdilerden gelen veriler biyolojik sinir 

hücrelerinde olduğu gibi toplanmak üzere nöron çekirdeğine gönderilir. 

2. Ağırlıklar: Yapay sinir hücresine gelen bilgiler girdiler üzerinden çekirdeğe ulaşmadan 

önce geldikleri bağlantıların ağırlığıyla çarpılarak çekirdeğe iletilir. Bu sayede girdilerin 

üretilerek çıktı üzerindeki etkisi ayarlanabilmektedir. 

3.Toplama Fonksiyonu (Birleştirme Fonksiyonu): Toplama fonksiyonu bir yapay sinir 

hücresine ağırlıklarla çarpılarak gelen girdileri toplayarak o hücrenin net girdisini hesaplayan 

bir fonksiyondur. 

4.Aktivasyon fonksiyonu: Önceki katmandaki tüm girdilerin ağırlıklı toplamını alan ve daha 

sonra bir çıkış değeri (tipik olarak doğrusal olmayan) üreten ve bir sonraki katmana geçiren 

bir fonksiyondur. 

Aşağıdaki görsellerde bir yapay sinir hücresinin matematiksel modeli ve YSA temel modeli 

gösterilmiştir. 

 

A)                                                                           B)  

 

 

 

 

 

 

 

 

 

Şekil 3. A) Yapay Sinir Hücre Modeli B) Yapay Sinir Ağ Modeli [8] 

 

Çalışmamızda öncelikli olarak bir YSA oluşturulacaktır. Bu YSA modelinde ara katman nöron 

sayısı belirlenecektir. Bu nöron sayısı daha sonra sistem çıktısında istenilen oranlara ulaşmak 

için modifiye edilebilir durumdadır. Daha sonra eğitim fonksiyonları belirlenecektir. 

Sistemimiz ‘taraimlm’, ‘trainscg’, ‘traincgf’, ‘traincgp’, ‘trainoss’, ‘trainbr’, ‘trainbfg’, 

‘trainrp’ fonksiyonlarını içermektedir. Bu fonksiyonların her biri sistemde çalıştırılıp optimum 

cevap veren fonksiyon seçilecektir. 

Model oluşturulurken ‘feedforwardnet’ komutu ile N nöronlu ve yukarıda bahsedilen 

fonksiyonları kullanan bir ağ tanımlanacaktır. Çalışmada hedeflenen YSA yapısı çok katmanlı 
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olması planlanmıştır. Bu aşamada ‘hiddenLayerSize’ komutu ile ara katman sayısı ve bu 

katmanların nöron sayısı belirlenecektir. Oluşturulan model train veri kümesi ile eğitilerek 

eğitimli ağ yapısı oluşturulacaktır. Bu ağ yapısı ‘viev’ komutu ile görselleştirilebilir. Oluşan 

ağ yapısının performans değerlendirme kriterleri ile doğruluk oranları saptanacaktır. 

YSA’larında eğitim doğruluk oranı sistemin verileri öğrenme yerine ezberleme yoluna 

gitmesinden ötürü %100 olması istenmez ama bu oranın yüksek olması sistemin bize doğru 

çalıştığının göstergelerinden biridir. Eğitilen ağın ardından test süreci başlatılacaktır. Burada 

Train veri seti ile eğitilen ağa direkt test veri seti soru olarak yönlendirilecek ve sistem 

cevapları kontrol edilerek doğruluk oranı belirlenecektir. Burada doğruluk oranı olabildiğince 

yüksek istenmektedir. Ayrıca train doğruluk oranı ve test doğruluk oranları ile toplam veri 

setinin başarı oranı belirlenecektir. Sonuçları Roc eğrisi ve Confussion matrisine aktararak 

görselleştirilecektir. Aşağıda oluşacak sistem kodlamasından bir kesit, şema ve açıklamaları 

verilmiştir. 

 

%% yapay sinir Ağları 

%Nöron sayısı 

%n=20; 

%modelin oluşturulması 

trainFcn='trainlm'; 

hiddenLayerSize = [10 5 15]; 

 

        net = feedforwardnet(hiddenLayerSize,trainFcn); 

        net.layers{1}.transferFcn= 'logsig'; 

        net.layers{2}.transferFcn='logsig'; 

        net.layers{3}.transferFcn='tansig'; 

 

%Modelin eğitilmesi 

        [net,tr]= train(net,Egitim,Egitimc); 

       %Eğitilmiş modelin test edilmesi 

        Egitims= round(net(Egitim)); 

        %[a,b,c,d]= confusion(Egitimc,Egitims) 

        %plotconfusion(Egitimc,Egitims) 

       plotroc(Egitimc,Egitims) 

 

a) 

 

 

 

                                                                       

 

b) 

 

 

 

 

 

 

 

 

 

  Confusion matrisi bir hata 

matrisidir. YSA ile işlenen   

verilerin sonucunda doğru ve 

yanlış cevaplarımın istatikliğini 

yapmamızı sağlar 

 
 

YSA modelinin giriş, gizli 

katman sayıları ve nöron 

sayılarına bağlı olarak  şematik 

gösterim 
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c) 

 

 
Şekil 4. Yapay Sinir Ağı sistem çıktıları a) YSA modeli b) Confusion matrisi c) ROC eğrisi 

[7] 

 

Çalışmamız daha önce belirtildiği gibi iki aşamalı olacaktır. Yukarıda açıklanan aşamada 

Benign MS, Relapsing-remitting MS, Sekonder Progressif MS, Primer Progressif MS, 

Marburg Tipi MS ve sağlıklı grup sınıflandırması yapılacaktır. Bu arada belirlenen hastalık 

tipleri bizim yeni veri setlerimizi oluşturacaktır. Yukarıda açıklanan Train, Test, Vadilasyon 

kümeleri oluşturulacak ve her biri yeniden hastalık tipi ile eğitilen ağlara yönlendirilecektir. 

Burada hedeflenen sınıflandırma hastalık tiplerinin başlangıç, orta ve son evrelere ayrılmasını 

gerçekleştirilmesidir. Bu sınıflandırma için yine yukarda belirtilen fonksiyonlar, Performans 

değerlendirme kriterleri ve sonuç göstergeleri kullanılacaktır. 

4. Uygulanabilirlik ve Ticarileşme Potansiyeli 

 

Projemiz potansiyel uygulamaya oldukça elverişlidir. Çalışmamız erişilmesi kolay MATLAB 

platformu üzerinden yürütülecektir. Böylece herhangi bir ekipman gerektirmeden halihazırda 

var olan bilgisayar sistemlerine MATLAB kurulumu yapılarak kliniklerde kullanımı 

sağlanacaktır. Programa yazılım yapılması için T.C. Sağlık Bakanlığı’nın oldukça geniş veri 

setleri kullanılması hedeflenmiştir. Bugüne kadar alınan MR görüntüleri ve klinik verileri 

görüntü işleme ardından yapay zekâ uygulamasına verilerek sistemin kullanım için kolaylıkla 

oluşturula bilinecektir. Burada literatürde verilen verilenlerin aksine daha çok veri 

kullanılarak sistemin doğruluğu arttırılması hedeflenmiştir. Literatürde yapılan analizlerin 

örnek sayısı az olması nedeniyle kullanımı artan veri sayısı ile doğruluk, hassasiyet artacaktır. 

Ayrıca sisteme sınıflandırmak için girilen veriler analizleri yapıldıktan sonra ana veri setine 

otomatik kayıt ile veri setinin zenginleşmesini sağlayarak sürekli kendini yenileyen bir 

program geliştirilmesi kullanıcılar tarafında büyük ilgi çekecektir. 

MATLAB kolaylıkla bilgisayara entegre edilebilen ve sahada aktif çalışan personel tarafından 

kolaylıkla kullanılabilecek bir program olmasından dolayı büyük ilgi çekecektir. Çalışmamız 

kliniklerde harici bir cihaz gerektirmediği için ayrıca ilgi çekicidir.  Yapay zekâ uygulaması 

sahada aktif çalışan personellerin yükünü hafifletecek ve daha hızlı cevaplar alarak zaman 

kaybının önüne geçecektir.  

 

 

 

 

ROC eğrisi, sınıflandırma 

sistemlerinde ayrım eşik 

değerinin farklılık gösterdiği 

durumlarda, hassasiyetin 

kesinliğe olan oranıyla ortaya 

çıkmaktadır. 
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