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1. Proje Mevcut Durum Değerlendirmesi 

1.1. Giriş 

Proje çalışmalarımız ön tasarım raporunda belirtildiği gibi sırasıyla veri ön işleme, 

model geliştirme ve model eğitimi şeklinde devam etmiştir. Proje ön taslağımız 

değerlendirildiğinde ön çalışmaların yeterliliği ve ileriye yönelik tutarlılığı görülmektedir. 

Özellikle ön tasarım raporunda yapılması planlanan veri ön işleme çalışmalarının model 

başarısını olumlu etkilediği görülmüştür. Aynı zamanda kullanılan modeller arasında detaylı 

tasarım raporunda alınan sonuçlara göre minimal değişiklikler söz konusudur. Aşağıda veri ön 

işleme aşamalarının diyagramı verilmiştir. 

 

Şekil 1.1: Veri Ön İşleme Aşamaları 

 

1.2. Veri Ön İşleme 

Teknofest tarafından tarafımıza verilen veriler DICOM formatında olup toplam hastalık 

içeren veri sayımız 38236’dır. Verilerin incelenmesi sonucunda 28628 tane istenilen sınıflara 

ait verilerin olduğu saptanmıştır ancak bu verilerin sınıf dağılımları öngörüldüğü gibi 

dengesizdir. Bu veri seti içerisinde 6 hedef patolojiye ait istenilen sınıfları içermeyen ve 

Bounding Box içermeyen veriler ayıklanarak veri setinden çıkartılmıştır. Ardından veriler 

istenilen altı sınıfa ayrılmıştır.  Bu işlem yapılırken aynı sınıfa ait olan farklı hastalıklar tek sınıf 

olarak alınmıştır (örneğin Abdominal Aort Diseksiyon ve Abdominal Aort Anevrizma tek sınıf 

olarak alınmıştır.) Bu işlemler yapılırken verilerin excel ile verilen label etiketleri ve 

koordinatlar gibi niteliklerinin normalizasyon dahil olmak üzere Yolo V4 ve Yolo V5 formatına 

uygun hale getirilmesi işlemi de eşgüdümlü olarak gerçekleştirilmiştir. 

Bilgisayarlı tomografi (BT) görüntülemede elde edilen resimler düşük kontrast ve 

gürültü gibi faktörlerden etkilenmektedir. Bu nedenle, blur (bulanıklaştırma) ve histogram 

eşitleme işlemleri kullanılarak görüntülerin iyileştirilmesi amaçlanmıştır. Blur işlemi 

görüntülerdeki parazitleri azaltmak için kullanılmaktadır. OpenCV görüntü işleme kütüphanesi 

kullanılarak Python dilinde öncelikle minimum düzeyde gaussian blur filtresi kullanılarak 

görüntüler gürültülerden arındırılmış ve piksel farklılıklarından kaynaklanan keskin geçişler 

yumuşatılmıştır. Gauss blur yönteminde, çekirdeğin merkezine en yakın piksellere, merkezden 

uzaktaki piksellere göre daha fazla ağırlık verilmektedir. Bu ortalama alma, kanal bazında 

yapılır ve ortalama kanal değerleri, görüntüdeki pikseller için yeni değer olur [1]. 

 

Şekil 1.2.1: Gaussian Blur Filtreli BT 

Verilerin 
Ayıklanması

Sınıflara 
Bölünme

Blur ve 
Kontrast

PNG 
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Veri 
Çoğaltma



 

 

Tıbbi görüntüler üzerinde kontrast artırma tekniklerinin görüntü içerisindeki detayları 

ön plana çıkararak derin öğrenme modellerinde başarıyı artırdığı saptanmıştır [2]. Geleneksel 

histogram eşitleme teknikleri dikkate alınarak modelimizde daha iyi sonuç veren Kontrast 

Sınırlı Uyarlanabilir Histogram Eşitleme (CLAHE) metodu kullanılmıştır. Bu sayede görüntü 

içerisinde kaybolan detaylar öğrenilmek üzere belirgin bir hale gelmektedir.      

 

Şekil 1.2.2: Orijinal BT ve CLAHE filtreli BT 

 

DICOM tıbbi görüntülerin ve bu görüntülerle beraber eklenecek metinsel verilerin 

iletimi için geliştirilmiş ve şu anda dünyada en yaygın kullanılan medikal görüntü dosyasıdır. 

DICOM verilerde bir piksel 16 bit signed (-değerden + değere)’dan oluşur, tek kanal içerir ve 

bu kanalda HU value değerleri mevcuttur. Yüksek çözünürlüklü DICOM verisini doğrudan 

işleyebilecek donanımımız mevcut değildir. Tek kanal, 16 bit çözünürlük yerine 3 kanal, 8 bit 

çözünürlük tercih edilerek HU piksel değerleri maksimum ve minimum taban değerlerine göre 

normalize edilmiştir. Böylece YoloV4 ve YoloV5 hedef modellerine uyumluluk sağlanırken 

aynı zamanda boyut indirgeme sayesinde kısa sürede birden fazla modelin test edilmesi 

sağlanmıştır. Elde edilen veriler PNG formatında ve 512x512x3 boyutundadır. 

Veri kümemizin sınıflarının dağılımının dengesiz olması nedeniyle veri çoğaltma ve 

verilerin maksimum sınıfı olan “Abdominal aort diseksiyon + Abdominal Aort Anevrizma” 

sınıfı verilerinin ortalama değere indirgenme işlemi yapılmıştır. Veri çoğaltma işleminde sağlık 

verileri dikkate alınarak verilerin bozulmadan çoğaltılması hedeflenmiştir. Buna göre minimum 

sınıflarımızdan “Böbrek taşı- Üreter taşı” sınıfı ortalamaya çekilmesi için 2 katına ve “Akut 

Divertikülit” sınıfı ise 3 katına çıkarılmıştır. Veri artırma türleri arasında seçim yapmak için 

sağlık görüntülerinde realiteye uygunluk düşünülmüştür. Bu sebeple Horizontal ve Vertical 

olmak üzere iki farklı Flip döndürme çeşidi kullanılmıştır. 

 

1.3. Model Geliştirme 

Ön tasarım raporunda belirtilen nesne tespit algoritmaları arasında Scaled Yolo-V4 

modeli bulunmaktadır. Yapılan detaylı incelemeler doğrultusunda Yolo-V5’in Yolo V4 

modelinden daha verimli olduğu görülmüştür. Gerek mimari farklılıkları gerekse de veriseti 

üzerinde aynı koşullarda yaptığımız denemeler Yolo V5 modelinin daha hızlı ve daha yüksek 

doğrulukta çalıştığı yönündedir. Yolo V5 mimarisine bakıldığında Backbone kısmında Yolo-

V4 ile aynı olarak havuzlamalı CSPDarknet-53 öznitelik çıkarma katmanları kullanılmıştır. 

Aynı zamanda BottleNeckCSP ve SPP piramit havuzlama yapılarıyla model hesaplama verimi 

sağlanmıştır. Mimarinin Neck kısmında PAN (Yol Toplama Ağı) ile farklı evrişim 

katmanlarından alınan bilgilerle öznitelikler geliştirilerek nesne tespit kabiliyeti artırılmıştır [3]. 



 

 

 

Şekil 1.3.1: Yolo V5 Mimarisi [3] 

 

Veri ön işleme aşamasından sonra Scaled Yolo-V4 modeli ön ağırlıklı eğitildiğinde 

hastalıkların tespitinde maksimum %79,7 mAP doğruluğu yakalamıştır. Aynı zamanda eğitim 

süresinin 24 saati aşması da model verimliliğini azaltmaktadır. Dolayısıyla V4 modeli 

beklentilerimizi tatmin etmemiş ve Yolo V5 algoritmasını geliştirmemize sebep olmuştur. 

 

Şekil 1.3.2: Yolo V4 ve Yolo V5 mAP Karşılaştırması 

 

2. Özgünlük 

Sınıflandırma görevlerinde probleme özel çözümlerin üretilmesi kaçınılmazdır. Buna 

göre veri setindeki dengesizlik, görüntülerdeki olumsuz ögeler, algoritma kurgusu, model 

seçimi ve model parametreleri irdelenmiştir.  

Veri setimizin dengesiz dağılıma sahip olması nedeniyle sınıf dengesizliğinin 

giderilmesi için veri arttırma ve verilerin maksimum sınıfı olan “Abdominal aort diseksiyon + 

Abdominal Aort Anevrizma” sınıfı verilerinin ortalama değere indirgenmesi işlemi yapılmıştır. 

Veriler, train-test formatına genel kullanımdan farklı olarak %80 train, %15 test ve %5 

validasyon yüzdesine bağlı kalınarak ayrılmıştır. Özellikle validasyon içerisinde negatif 

(hastalık içermeyen) örnekler de dahil olmak üzere tüm sınıflardan aynı oranlarda paylaşım 

yapılmıştır. Bu sayede validasyon güveni ve yüksek train sayısı elde edilmiştir. 

 



 

 

Tıbbi görüntülerin yumuşatılması hassas görüntü işleme yöntemleri gerektirmektedir. 

Resimlerdeki gürültülerin giderilmesi için klasik yöntemlerden farklı olarak Gaussian Blur 

yöntemi kullanılmıştır. Bu metot, genellikle görüntü parazitini azaltmak için kullanılan bir 

yöntemdir. Bu bulanıklaştırma tekniğinin görsel etkisi, sıradan bokeh efektinden belirgin bir 

şekilde farklı olan, yarı saydam bir ekrandan görüntüyü izlemeye benzeyen pürüzsüz bir 

bulanıklıktır. Gauss yumuşatma, medikal görüntü gürültülerini gidermek için Gauss filtresi, 

ayrık dalgacık dönüşümü ve eğri dönüşümü tabanlı yöntemler icra etmektedir. Gauss filtresi 

yalnızca gürültü değerine göre iyi sonuçlar verir ve belirli bir değer için gürültü giderme 

gerçekleştirir [1]. 

Medikal görüntüler üzerinde kontrast artırma teknikleri oldukça önemlidir. En iyi 

kontrast ayarı için histogram eşitleme yöntemleri incelenmiştir. Buna göre, standart histogram 

eşitleme yönteminin tıbbi görüntülerde sınırlı kalmakta ve yoğunluk değişimlerinin fazla 

olduğu kesitlerde istenilen performansı sağlayamamaktadır. Bu durum için önerilen diğer bir 

teknik uyarlanabilir histogram eşitlemedir (AHE). Bu yöntem, görüntüdeki kontrastı bölge 

bazlı olarak eşitlemektedir ancak bu da görüntünün nispeten homojen bölgelerinde yoğunluğu 

yükseltme eğilimindedir [4]. Bu sebeple geliştirilmiş Kontrast Sınırlı Uyarlanabilir Histogram 

Eşitleme (CLAHE) metodu bu aşımı sınırlayarak sağladığı verim ile diğer yöntemlere göre 

tercihimiz olmuş ve testlerimizde daha iyi sonuç vermiştir. 

Model ve algoritma kurgusu, öncelikle 6 sınıflı çoklu nesne tespiti olarak belirtilmiştir. 

Buna ek olarak özgün bir çalışma gerçekleştirilerek tek sınıflı (sadece hastalıklı) bir model 

eğitilmiştir. Bu modelde tüm hastalıklar tek sınıf olarak alınmıştır. Yolo V5 modelinde veriler 

ön işleme yapıldıktan sonra bu kurguya göre eğitilmiştir ancak elde edilen sonuçlar 6 sınıflı 

modellere göre düşük hassasiyete sahiptir. Bu da modelin görüntüde pozitif örnekleri kaçırma 

eğiliminde olduğu anlamına gelmektedir. Dolayısıyla proje amacımız olarak yüksek doğruluk 

kriterlerini taşımamaktadır. 

Nesne tespit modellerinde anchor box boyutları başarım oranını önemli ölçüde 

etkilemektedir. Nesnelerin tahmini için önceden belirlenmiş çeşitli boyutlarda kutular, aynı 

bölgede birden fazla nesne tespitine olanak tanır. Kutuların boyutlarının iyi ayarlanması çok 

küçük ve çok büyük verilerin tespitindeki doğruluk oranını etkilemektedir. Tahmini 

boyutlarımız belirlediğimiz anchor box sayısı kadar olacağından belirleyeceğimiz anchor box 

sayımızın modelin performansı üzerinde önemli ölçüde etkisi vardır. Bu sebeple YOLO v5 

modelinde anchor box optimizasyonu aktif edilmiştir. Veri setindeki label koordinatlarının 

boyutlarına göre anchor box değerleri otomatik olarak yenilenmektedir. Bu durum aynı 

zamanda model tercihinde önemli ölçüde etkili olmuştur. Yolo V5 mimarisindeki FPN 

yapısının 3 ayrı öznitelik çıkışı bulunmaktadır (p3/8, p4/16, p5/32). Bu çıkışlar küçük, orta ve 

büyük ölçeklerdeki nesneleri tespit etmektedir. Yeni anchor box oluşturulurken, önce veri 

kümesi etiketleri üzerinde K-Means kümeleme işlevi uygulanmaktadır. Varsayılan ayarlarda 

anchor box kutuları yaklaşık 1000 iterasyonda güncellenmektedir. Veri setimizde 5.29 

anchor/hedef tespit edilmiş ve bu değerde en iyi 0.99 hassasiyet sonucu alınmıştır. 

 

3. Sonuçlar ve İnceleme 

Yapay zekâ sınıflandırma uygulamalarında sonucun başarısı doğruluk, kesinlik, 

hassasiyet gibi parametreler ile ölçülmektedir. Modelin tüm metrikleri tespit edilen nesnenin 

IOU kesişim oranına göre belirlenmektedir. Eğitimi yapılmış modeller, mAP oranları 0.5 eşik 

güven değerine göre sıralanmıştır. 



 

 

Yolo V4 testimizden sonra eğittiğimiz ilk modelimiz olan YOLOv5s modeli elimizdeki 

verilerde maksimum olan “Abdominal aort diseksiyon + Abdominal Aort Anevrizma” sınıfının 

ortalama değere çekilmesi ve bunu takiben başka hiçbir veri ön işleme yapılmadan eğitilmesi 

ile ortaya konmuştur. Bu modelde elde ettiğimiz genel mAP değeri %92,5 olarak elde edilmiştir 

(Tablo 3.1). Kesinlik sonucumuzun genel olarak 0.937 olduğu duyarlılığımızın ise 0.893 olduğu 

bu modelimizde keskinlik konusunda en düşük skorumuz 0.866 ile Akut Apandisittir. Bu veriye 

göre modelimizin özellikle bu sınıf için hastalığı bulduğunu ancak hastalığın hangi sınıfa ait 

olduğunu yanlış tahmin ettiği anlamına gelir. Duyarlılık için en düşük skorumuz 0.708 ile 

“Böbrek-Üreter Taşı” sınıfındadır. Bu da modelimizin özellikle bu sınıfta hastalık görmeme 

eğiliminde olduğu anlamına gelmektedir.  

sınıf P(Kesinlik) R(Duyarlılık) mAP@.5 F1

all 0.937 0.893 0.925 0.914

Akut Apendisit 0.866 0.806 0.854 0.834

Akut Kolesist 0.982 0.982 0.993 0.982

Akut Pankreatit 0.936 0.947 0.979 0.941

Böbrek-Üreter Taşı 0.908 0.708 0.81 0.795

Akut Divertikülit 0.945 0.915 0.917 0.929

Abdominal Aort Diseksiyon-Anevrizma 0.985 0.997 0.995 0.990  

Tablo 3.1: Yolo V5s Ön İşlemesiz Eğitim Sonuçları 

 

Veri artırma yönteminin “Böbrek Üreter Taşı” sınıfına ait duyarlılığı artıracağı ve 

görüntülerin iyileştirilerek mAP doğruluğunu arttıracağı öngörülerek farklı bir model 

eğitilmesine karar verilmiştir. Veriler Gaussian Blur ve Kontrast Sınırlı Uyarlanabilir 

Histogram Eşitleme (CLAHE) metodları kullanılarak ön işlenmiş ve ayrı bir veriseti 

oluşturulmuştur. Bu verisetinde “Böbrek Üreter Taşı” sınıfı örnek sayısı 4252’ye ve “Akut 

Divertikülit” sınıfı ise 3306’ya çıkarılarak yeni toplam train verisi 26459’ye çıkarılmıştır. 

İşlenen verilerin azınlık sınıflarında çoğaltma yapılarak eğitilen YOLO v5s modelimiz genel 

doğruluk olarak %95,4 başarı elde etmiştir. Kesinlik sonucumuzun genel olarak %92,3 olduğu 

duyarlılığımızın ise %94,5 oranına çıktığı görülmüştür. Bu modelimizde genel olarak kesinlik 

değerlerinin düştüğü ancak genel duyarlılık değerlerimizde artış olduğu tespit edilmiştir (Tablo 

3.2.). Elde edilen bu başarı sonucunda yapılan önişleme adımlarının doğruluğu arttırmada 

önemli bir faktör olduğu anlaşılarak eğitilecek diğer modellerin hepsinde bu veri seti 

kullanılmasına karar verilmiştir.  

sınıf P(Kesinlik) R(Duyarlılık) mAP@.5 F1

all 0.923 0.945 0.954 0.933

Akut Apendisit 0.862 0.893 0.909 0.877

Akut Kolesist 0.974 0.991 0.987 0.982

Akut Pankreatit 0.893 0.978 0.972 0.933

Böbrek-Üreter Taşı 0.883 0.883 0.908 0.883

Akut Divertikülit 0.948 0.932 0.961 0.939

Abdominal Aort Diseksiyon-Anevrizma 0.977 0.993 0.988 0.984  

Tablo 3.2: Yolo V5s için veri ön işleme yapılmış veri seti için sonuç tablosu 

 



 

 

Yolo v5s ve ön işleme yapılmış verilerle eğitilen modelden sonra daha fazla nöron ve 

bağlantı içeren böylece daha iyi bir öğrenme sağlayan bir diğer YOLO v5 modeli olan YOLO 

v5-large modelinin kullanılmasına karar verilmiştir. COCO veri setinden işlenen ağırlıkların 

eğitim başlangıcında kullanılarak eğitilen bu model ile %97,4 mAP değeri elde edilmiştir. 

Kesinlik sonucumuzun genel olarak 0.941’e çıktığı ve duyarlılığımızın ise %1,69 artış 

göstererek 0.964 değerini aldığı görülmüştür (Tablo 3.4).  

Aynı zamanda şekil 3.6’da verilen grafikte olduğu gibi train ve validasyon loss 

kayıplarına baktığımızda modelin ezber yapma durumundan (overfitting) uzak olduğu 

görülmektedir. Diğer modellerimize kıyasla doğruluk, kesinlik ve duyarlılık parametrelerinin 

hepsi için en iyi sonuç veren modelimiz Yolo V5-large modeli olmuştur.  

  

YOLOv5s YOLOv5l 

14MB FP16 90 MB FP16 

2.2 ms V100 3.8 ms V100 

36.8 mAP coco 48.1 mAP coco 

Tablo 3.3: Yolo V5 Modelleri COCO Karşılaştırması 

 

sınıf P(Kesinlik) R(Duyarlılık) mAP@.5 F1

all 0.941 0.964 0.974 0.952

Akut Apendisit 0.92 0.936 0.956 0.927

Akut Kolesist 0.966 0.996 0.992 0.98

Akut Pankreatit 0.934 0.979 0.977 0.955

Böbrek-Üreter Taşı 0.94 0.943 0.968 0.941

Akut Divertikülit 0.902 0.932 0.96 0.916

Abdominal Aort Diseksiyon-Anevrizma 0.986 0.997 0.991 0.991  

Tablo 3.4: Yolo V5-large modeli eğitim sonuç tablosu 

 

 

Şekil 3.5: Yolo V5-large modeli Metrik Grafiği 



 

 

 

Şekil 3.6: V5-Large Modeli Train ve Validasyon Loss Grafiği 

 

Elde edilen tüm model eğitimi sonuçlarını özetleyen ana tablomuz aşağıdaki gibidir (Tablo 3.7). 

Tablo 3.7: Model Eğitim Sonuçları (Özet) 

 

Şekil 3.8: Veriseti Üzerinde Örnek Hastalık Tespiti 

 

Model  

 

Veri 

Çoğaltma 

 

Veri 

İyileştirme 

 

İlk 

Ağırlık 

 

Train 

Loss 

 

Val Loss 

 

P 

  

R 

 

mAP 

Scaled 

Yolo V4 

evet evet coco 0.002387    0.004666 0.543 0.885 0.797 

Yolo V5-S 

Tekli Sınıf 

evet evet coco 0.001221 0.003899 0.889 0.879 0.888 

Yolo V5 

Small 

hayır hayır - 0.0003738 0.0008022 0.937 0.893 0.925 

Yolo V5 

Small 

evet evet - 0.00028 0.0004802 0.923 0.945 0.954 

Yolo V5 

Large 

evet evet coco 0.0001077 0.0002072 0.945 0.964 0.974 



 

 

4. Deney ve eğitim aşamalarında kullanılan veri setleri 

Veri setimiz Teknofest TÜSEB tarafından verilen verilerden oluşmaktadır. Orijinal veri 

setinde hastalık içeren veri sayımız 38236’dır. Verilerin incelenmesi sonucunda 28628 tane 

verinin istenilen sınıflara ait olduğu tespit edilmiştir. Bu veriler DICOM formatında olup olgu, 

seri ve kesitlerden oluşmaktadır. Her bir kesit içerisinde birden fazla patolojiye rastlamak 

mümkün olduğu gibi hastalıksız kesitler de mevcuttur. DICOM verisi tek kanallı 512x512 

boyutunda ve 16 bit çözünürlüğe sahiptir. Bu yönüyle toplam 140 GB boyutunda oldukça büyük 

bir veriden bahsetmek mümkündür. 

DICOM doğrudan işlenemediği için Evrişimsel Sinir Ağları kullanırken HU değerleri 

arasında modele aktarmak için uygun aralığın belirlenmesi gereklidir. Minimum ve Maksimum 

değerlere göre normalize edilen kesit pikselleri CNN modeline aktarılması için sadece 6 sınıfa 

ait veriler modele uygun görüntü formatına dönüştürülmüştür. 

 

Şekil 4.1: Veri Setindeki Tüm Patolojilerin Sınıf Grafiği 

 

Şekil 4.2: Hedef 6 Patoloji Sınıf Dağılımı 

 

Veriler yapılan önişleme adımları ile 6 sınıfa indirgenmiştir. Verilerin dağılımının 

dengesiz olması nedeniyle “Böbrek taşı ve Üreter taşı” ve “Akut divertikülit” sınıflarında veri 

çoğaltma “Abdominal aort diseksiyon ve Abdominal aort anevrizma” sınıfında ise veri eleme 

yöntemiyle dengeye getirilmiştir. Model girdileri %80 train, %15 test ve %5 validasyon olarak 

verilmiş bu veri setinde “Böbrek Üreter Taşı” sınıfı örnek sayısı 4252’ye ve “Akut Divertikülit” 

sınıfı ise 3306’ya çıkarılarak yeni toplam train verisi 26459’ye çıkarılmıştır. 



 

 

 

Şekil 4.3: Model Nihai Veriseti 
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