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İçindekiler

1. Uygulama tanıtımı………………………………………………………………….3
2. Proje Mevcut Durum Değerlendirmesi…….……………………………………….4
3. Algoritmalar ve Yapay Zekâ Modeli………………………………………………..4

3.1 Gömme Grafiğinin Eğitilmesi………………………………….……………….5
3.2 İlişki Gömme Benzerliğinin Analizi:…………………………………………….7
3.3 DRKG Varlık (Entity) Gömme Benzerlik Analizi……………………………….9
3.4 Bağlantı önerilerine dayalı DRKG İlişki Benzerlik Analizi…………………….10

4. Özgünlük…………………………………………………………………………...5
4.1  Mevcut olan çözüm için gereksinim duyulan işlem maliyetinin düşürülmesi...5
4.2  Mevcut çözümlere özgün özellikler katılması, iyileştirilmesi…………………6
4.3 Türkiye’de ilk defa yapılan çalışma olması…………………………………6
4.4  Uluslararası ölçekte ilk defa yapılan çalışma olması………………………6

5. Sonuçlar ve İnceleme………………………….……………………6
6. Referanslar ………………….……………………………………………………..7

2



1.Uygulama tanıtımı

İlaç hedef etkileşiminde biyokimyasal deneylerin kanıtlanması uzun zaman [1] ve yüksek
maliyet[2] gerektirir çünkü kimyasal açıdan tahmin edilmesi zordur. Geleneksel ilaç tahmin
metodları [3-7] maliyetli adımlar içermektedir. Adımlar aşağıda yer almaktadır.

● Klinik öncesi çalışmalar
● Güvenlik incelemeleri
● Klinik araştırmaları
● Kanun düzenleyiciler açısından inceleme
● Markete açıldıktan sonra güvenlik incelemesi

Öte yandan, veri öncelikli ilaç keşfetme metodları süreci hızlandırmaktadır ve önemli pazar
payına sahiptir. AstraZeneca ve BionTech gibi büyük ilaç firmalarının biyoenformatik
departmanları günden güne çok önemli yeni bulgular ile sürece katkı sağlamaktadır.
Araştırmalara göre 2027 yılına kadar biyoenformatik alanı 27 Milyar dolar pazar payına sahip
olacaktır. Günümüzde bu konuda yapılan çalışmalar ana olarak 4 kategoriye ayrılmaktadır.
Bunlar sırasıyla, Ligan temelli yaklaşımlar, Anahtar kilit temelli yaklaşımlar, Graf yaklaşımı
ve Makine öğrenmesi yaklaşımıdır. Ligan ve anahtar kilit yaklaşımların dezavantajları
olabilir. Ligan yaklaşımı benzer ilaçların benzer hastalıklara bağlanabileceğini
öngörmektedir. Bu öngörü için elimizde yeterince ilaç-hedef etkileşim örneği olması
gerekmektedir. Anahtar kilit ilişkisi temelli yaklaşımı proteinlerin 3D modeline bağlıdır.
Elimizde 3D örnek yok ise bu bir dezavantaj sağlayacaktır. Diğer iki yaklaşım ise konu
hakkında öncül bir veriye ihtiyaç duymaktadır.

Graf yaklaşımı ile daha önce elimizde olan ilaç adayları ve onların etki ettiği hedefler
arasındaki bağlantılardan yola çıkarak, keşfedilmemiş düğümleri ve onlar arasındaki
bağlantıları bulabiliriz. Hangi ilacın hangi hastalıklara etki ettiğini bulmak buna bir örnektir.
Elimizde hastalıklar için hangi ilaçların etki edeceğine dair veriler olsa da hâlâ bazı
hastalıklar için çok az ilaç mevcuttur. Bundan dolayı elimizde olan ilaçlar ve onların
bağlantılarından yola çıkarak elde edeceğimiz yeni bilimsel veriler çok önem arz etmektedir.
Bazı araştırmacılara göre, günümüz dünyasında, graf teorisi ve makine öğrenmesi
kullanılmadan verimli bir şekilde ilaç geliştirilmesi mümkün olmayacaktır.

Şekil 1. Örnek bir Graf yapısı
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Şekil 1; İlaç-ilaç, ilaç-protein, protein-hastalık ilişkilerini görselleştirmek için kullanılmıştır.
Siyah kalın çizgiler hali hazırda bulunan bağları ifade etmektedir. Kırmızı kesikli çizgiler ise
hedeflediğimiz çalışma sonucunda bulmak istediğimiz yeni bağları ifade etmektedir.

Klasik makine öğrenmesi metotları ile ilaç-hedef ilişkisini modellemek verimli değildir. [8]
Daha önce yapılan araştırmalarda SVM, Logistic Regression gibi metodlar veriler arasındaki
çok boyutlu ilişkilerden dolayı yeterince verimli çalışmamaktadır

Graf temelinde olan yaklaşımlar gün geçtikçe önem arz etmektedir. Bunun nedeni, çok
boyutlu veri kümeleri için gerekli uygunluğa sahip olmasıdır. Önceki bağlantılar kullanmak
dahil olmak üzere birçok avantaj sağlamaktadır [9]. Bu gibi yapılarda düğümlerin birbirleri
arasındaki ilişkiler önem arz etmektedir.

Günümüzde graf temelinden yola çıkarak bağlantı tahmini üzerine çalışan araştırmacılar
aşağıdaki biyoenformatik sorunları çözmeye çalışmaktadırlar.

● İlaç-Hedef Etkileşimi
● İlaç-İlaç Etkileşimi
● Hastalık-Gen Etkileşimi
● Hastalık- İlaç Etkileşimi

Projemiz ilaç yeniden konumlandırma algoritmalarına Bilgi Grafikleri(Knowledge Graph)
kullanarak ve çeşitli algoritmaları Bilgi Grafikleri üzerinde çalışabilir hale getirerek  daha
işlevsel sonuçlar elde etmeyi amaçlamaktadır. Bağlantı tahmini çalışmalarında kullanılan veri
seti ve veri setine uygun algoritmalar seçilmesi büyük önem arz etmektedir. Projemiz, çok
yüksek sayıda bağlantı ve düğüm içeren Bilgi Grafikleri üzerinde çeşitli algoritmaları
kullanılabilir hale getirmektedir. Tasarlayacağımız yapılar ile düğümler arasında yeni
bağlantılar bulmayı hedeflemekteyiz. Süreç boyunca bulduğumuz bulguların literatüre, ülke
ekonomisine ve insan hayatına katkı yapacağına inanmaktayız.

2.Proje Mevcut Durum Değerlendirmesi:

Çalışmamız DRKG Bilgi Grafiği üzerinde başarılı bir şekilde yüksek doğruluk oranına sahip
modelleri kullanmamıza imkan sağlamaktadır. Projemiz öncelikli olarak “TransE_l2”
modelini kullanmakla beraber aynı zamanda “TransE, TransE_l1, TransE_l2, TransR,
RESCAL, DistMult, ComplEx, RotatE” gibi  farklı algoritmalarında denenmesine uygun hale
getirilmiştir. Farklı modelleri kullanırken sadece eğitim için kullanılan raporun devamında
bahsedilen komut satırındaki model parametresinin değiştirilmesi yeterlidir.[10]

Çalışmamızın çıktısında elde ettiğimiz eğitilmiş vektörler daha sonra farklı uygulamalarda ve
çalışmalarda kullanılabilir hale getirilmiştir. Eğitilmiş modelleri kullanarak çalışmamızda yer
alan 5700’e kadar farklı node çeşidi içinde ilişki tespit edilebilmektedir. Örneğin, COVID-19
için 8 farklı ilaç önerilmektedir.

3. Algoritmalar ve Yapay Zeka Modeli (30 puan)

Projemiz geniş ölçekte bir öğrenme için tasarlanmıştır. Projemiz avantajları sebebiyle. veri
seti olarak.
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Bilgi Grafikleri (Knowledge Graphs) kullanmaktadır. Bilgi Grafikleri (KG'ler), farklı veri
kaynaklarını entegre etmenin ve arama gibi uygulamalar için temel ilişkileri modellemenin
etkili bir yolu olarak ortaya çıkmıştır.Projemiz çok kapsamlı bir biyolojik Bilgi Grafiği olan
DRKG veri setini kullanmaktadır.Bu nedenle hem çeşitli kaynaklardaki verilerden daha fazla
bilgi edinebilmek hem de bu kaynaklar arasındaki verilerin ortak kullanılmasından ötürü
ortaya çıkan yeni tahminlerin gücünden yararlanmaktadır.

DRKG Veri Seti:

İlaç Yeniden Kullanım Tahmini Amaçlı Bilgi Grafiği (DRKG), genler, bileşikler, hastalıklar,
biyolojik süreçler, yan etkiler ve semptomlarla ilgili kapsamlı bir biyolojik bilgi grafiğidir.
DrugBank, Hetionet, GNBR, String, IntAct ve DGIdb dahil olmak üzere mevcut altı
veritabanından gelen bilgileri ve özellikle Covid19 ile ilgili son yayınlardan toplanan verileri
içerir. 13 varlık türüne ait 97.238 varlığı içerir; ve 107 kenar tipine ait 5.874.261 üçlü
içerir.Veri setine başka hastalıklar graf gömme yöntemiyle eklenebilir.

DRKG'deki Etkileşimler:

Bir kenarın yanındaki sayı, DRKG'deki o varlık çifti için ilişki türlerinin sayısını gösterir.

Kullandığımız veri seti olan DRKG, farklı veri kaynaklarından gelen bilgileri
birleştirdiğinden, Bilgi Grafiği yerleştirme teknolojisi kullanılarak anlamlı varlık ve ilişki
yerleştirmelerinin oluşturabileceğini doğrulamak istiyoruz.

Bunun için izlediğimiz adımlar şöyledir:

3.1 Gömme Bilgi Grafiğinin Eğitilmesi:

Öncelikle veri setindeki üçlü (triplet) sayısını 5,869,293 olarak hesapladık.Aşağıda, örnek bir
triplet gözükmektedir.
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Eğitim, doğrulama ve test setleri için verimizi %90, %5 ve %5 olarak ayırdık . Daha sonra,
DGL-KE komut satırını kullanarak basitçe TransE_l2 modelini eğittik.

Burada 2. bölümde de bahsedildiği gibi farklı algoritma seçimleri (“TransE, TransE_l1,

TransE_l2, TransR, RESCAL, DistMult, ComplEx, RotatE”) yapılabilmektedir.

TransE temsili bir öteleme mesafesi modelidir. Varlıkları(Entity) ve ilişkileri R boyutlu ayni

anlamsal uzayın içerisinde temsil etmektedir. ‘d’ ise boyutu küçültülmüş hedef uzayın

boyutudur. Aslında, kaynak uzayı triplet olarak ifade edilebilmektedir, (h,r,t). ‘h’ tripletin

başını,’ r’ kuyruk ile olan bağlantıyı ve ‘t’ ise kuyruğu ifade etmektedir. Bu ilişki çeviri

vektörüne (translation vector) çevrilebilir bu sayede gömülü varlıklar(entity) sadece ‘r’

uzaklığı gibi bir kısa uzaklıkla bağlantılı olacaktır. Vektör hesaplaması açısından, bir

ilişkiye(relation) bir baş(head) eklemenin, ilişkilerin kuyruğuna(tail) yaklaşması gerektiği

anlamına gelebilir. ya da h+r=t diyebiliriz.TransE doğrusal dönüşüm yapar ve skor

fonksiyonu h+r (baş +uzaklık) ve t(ilişki) arasındaki negatif uzaklıktır. [11]

Transe modeli yukarıdaki örnekteki gibi görselleştirilebilir. Formülsel olarak ise aşağıdaki

gibi ifade edilebilir.
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TransE kullanılarak eğitilen vektörler aşağıdaki formatta kaydedilmektedir.

- Varlık yerleştirme: <model_name>_<dataset_name><run\id>/xxx_entity.npy

- İlişki yerleştirme: <model_name>_<dataset_name>_<run_id>/xxx_relation.npy

- <entity_name> <entity_id> çiftinde biçimlendirilmiş varlık kimliği eşlemesi:
<data_path>/entities.tsv

- <relation_name> <relation_id> çiftinde biçimlendirilmiş ilişki kimliği eşlemesi:
<data_path>/relations.tsv

Örnek kaydedilmiş model görseli yukarıda gözükmektedir.

3.2 İlişki Gömme Benzerliğinin Analizi:

Yazdığımız Python çalışma defteri (python notebook), eğitilmiş ilişki yerleştirmelerinin nasıl
analiz edileceğini gösterir.

Önce eğitilmiş yerleştirmeleri yüklüyoruz ve bunları orijinal ilişki adlarıyla eşleştirdik.
Ardından bu yerleştirmeleri analiz etmek için üç metodoloji uyguladık:

● Gömmeleri düşük boyutlu uzaya yansıtın ve dağılımlarını görselleştirdik.
● Her ilişki arasındaki benzerliği analiz etmek için kosinüs mesafesini kullandık.
● Her ilişki arasındaki benzerliği analiz etmek için frobenius mesafesini kullandık.

Sonrasında ilişki yerleştirmelerini düşük boyutlu uzaya dönüştürmek ve dağılımlarını
görselleştirmek için t-SNE (t-dağıtılmış stokastik komşu gömme) kullandık.

t-SNE Sonuç görselleştirmesi aşağıdaki gibidir.

Sonrasında kosinüs mesafesini kullanarak ikili gömme benzerliğini hesapladık ve en benzer
ilk 10 çifti çıkardık. Ardından, ikili benzerlik puanının nasıl dağıldığına dair bir histogram
oluşturduk.
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L2 mesafesini kullanarak ikili gömme benzerliğini hesapladık ve en benzer ilk 10 çifti
çıkardık

.

Ardından, ikili mesafe puanının nasıl dağıldığına dair bir histogram çizdik.
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3.3 DRKG Varlık (Entity) Gömme Benzerlik Analizi:

Bu örnekte, önce eğitilmiş varlık yerleştirmelerini yükledik ve bunları orijinal varlık adlarına
geri eşliyoruz. Ardından bu yerleştirmeleri analiz etmek için iki metodoloji uyguladık:

-Tüm varlık yerleştirmelerini düşük boyutlu uzaya yansıtın ve dağılımlarını görselleştirdik.

-Her varlık arasındaki benzerliği analiz etmek için kosinüs mesafesini kullandık.

Burada varlık yerleştirmelerini düşük boyutlu uzaya dönüştürmek ve dağılımlarını
görselleştirmek için t-SNE (t-dağıtılmış stokastik komşu gömme)  kullanıyoruz..

Sonrasında Varlık kosinüs benzerliğini hesapladık ve kosinüs benzerlik dağılımı histogramını
oluşturduk.

Sonrasında farklı kenar ilişki türleri arasındaki ikili benzerliği gösterdik.
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Tavsiye sonuçlarına göre DRKG'deki farklı bağlantı türlerinin benzerlik analizini
gerçekleştirdik. Spesifik olarak, belirli bir düğüm için belirli bir bağlantı türü için en benzer
K komşuyu tahmin ederiz. Ardından bu tahmini tüm bağlantı türleri için tekrarlıyoruz.
Öngörülen komşularla önemli ölçüde örtüşen bağlantı türleri daha benzer olacaktır ve
tahminlerimizi oluşturacaktır.

Kenarları puanlamak için kullanılan işlevi tanımladık. Bu, gömülü öğeleri öğrenmek için
kullanılan işlevle örtüşmektedir.

İlgili DRKG kimliği için gömme modelleri tarafından kullanılan kimlikleri veren eşleme
dosyalarını yükledik. Varlık ve ilişki yerleştirmelerini de yükledik. Giriş dosyalarını ve
gömme dosyalarını değiştirdik.

Üçüzleri (triplet) yükledik ve bunları DRKG kimlik alanına eşledik.

Seçilen çekirdek(seed) düğüm sayısına(L değişkeni) göre bağlantı tahmini yaptık.
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Seçilen çekirdek düğümler ve diğer tüm düğümler arasında bağlantı türü başına puanları
tahmin ettik.

En yüksek örtüşme oranına sahip komşu düğümleri belirledik. Her ilişki türü için öngörülen
komşu düğümlerin örtüşmesini hesapladık.

Örtüşmeleri içeren dosyayı kaydettik.
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Yukarıda bağlantı tahmini sonrası kaydedilen dosyadan örnek bir görsel gözükmektedir.
Buraya tıklayarak erişebilirsiniz.
(https://drive.google.com/file/d/1ff4w6dufoNTqTS66GHhxM98mFt8j1Aee/view?usp=sharin
g)

3.Özgünlük

3.1 Mevcut olan çözüm için gereksinim duyulan işlem maliyetinin düşürülmesi.

Eğittiğimiz modeller yeniden kullanılabilir vektörler olarak  kaydedilmektedir. Bir eğitimden
sonra bu modeller ilaç sanayisinde ya da yeni yapılan araştırmalarda çok basit bir şekilde
kullanılabilecektir

3.2 Mevcut çözümlere özgün özellikler katılması, iyileştirilmesi.

Mevcut çözümlere ek olarak modelimizi bütün triplet veri setleri ve knowledge graph
algoritmalarına uygun şekilde gerçekleştirdik.

3.3 Türkiye’de ilk defa yapılan çalışma olması.

Literatür çalışmalarımızda TransE ile yapılan bir çalışma bulunamamıştır.

3.4  Uluslararası ölçekte ilk defa yapılan çalışma olması

Literatür çalışmalarımızda TransE ile yapılan bir çalışma bulunmuştur.

5. Sonuç ve İnceleme:

Kullandığımız verisetimiz daha önceki bölümlerde bahsettiğimiz gibi 5 milyona yakın ilişki
içermektedir. Bu ilişkiler çeşitli genler, hastalıklar ve ilaçlar arasında kurulmuş ilişkidir.
Toplam İlişki türümüz ise 107’dir.

Eğittiğimiz model ile farklı düğümler arasındaki bağlantıları bulabiliriz. Bulduğumuz bu
bağlantılar sayesinde daha önce saptanmış hastalıklar üzerinde denenmiş ilaçları
deneyebiliriz. Örneğin hazırladığımız bu model çok basit bir şekilde COVID-19 için yeniden
ilaç önermek adına kullanılabilir. Ya da daha farklı hastalıklar için ilaç önerebilir.

Eğitimiz model online olarak ya da offline olacak şekilde çeşitli API bağlantıları aracılığı ile
sunulabilir ve ülkemizdeki ilaç sanayi firmaları ya da sağlık bakanlığımız yeniden ilaç
hazırlama çalışmalarında modellerimizden faydalanabilir.

Eğittiğimiz örnek bir modelin çıktısına bu linkten ulaşabilirsiniz. Bu link 3 bölümde
anlatıldığı gibi bağlantı tahmin skorlarını göstermektedir. Bu çıktı kullanılarak farklı
düğümler arasındaki bağlantı tahmin skorları görülebilir ve buna göre çalışmalar yapılabilir.
(https://drive.google.com/file/d/1ff4w6dufoNTqTS66GHhxM98mFt8j1Aee/view?usp=sharin
g)
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