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1.     Proje Mevcut Durum Değerlendirmesi

ÖTR (ön tasarım raporu) hazırlanırken proje mimarisi olabildiğince uygulanabilir yöntemlere
başvurulmuştur ve ÖTR aşamasında belirtilen Şekil 1’deki proje akış şeması takip
edilmiştir.

Şekil 1. Proje akış şeması

Proje akış şemasının uygulanmasında projenin akışını bozacak bir problemle karşılaşılmamış
ve proje sağlıklı bir şekilde devam ettirilmiştir.

Başlangıç olarak yarışma komitesi tarafından verilen görüntüler üzerinde keşifsel veri analizi
yapılmıştır. Yapılan analize göre görüntüler 512x512 boyutunda .dcm formatında kullanıma
verilmiştir. Bu görüntüler model eğitimi ve testinin yapılabilmesi amacıyla .png dosya
formatına çevrilmiştir. Çevrilen bu görüntüler üzerinde yapılan analizlere göre veri setinin
dengesiz sınıf dağılımına sahip olduğu görülmüştür. Bu dengesiz sınıf dağılım probleminin
çözümü için az sayıda görüntü içeren sınıflara döndürme, kontrast, ölçekleme vb. veri
arttırma yöntemleri uygulanmıştır. Veri arttırma işlemine ek olarak veri çeşitliliğin de
sağlanabilmesi amacıyla açık kaynak veri setleri araştırılmıştır. Açık kaynak veri setleri
içerisinde kullanımına ihtiyaç duyulmayan aykırı görüntüler ayıklanmış, veri ambarına
entegre edilmiştir. Tüm veri seti oluşturulmasının ardından görüntüler üzerinde her hastalık
sınıfına özel olarak gürültü temizleme, gaussian bulanıklığı vb. ön işleme aşamalarına tabi
tutulduktan sonra model eğitim ve test için hazır hale getirilmiştir.

Problemin çözümü için birden fazla algoritma geliştirilmiş ve test edilmiştir. ÖTR raporunda
belirtildiği gibi hazırlanan görüntülerde derin öğrenme tabanlı nesne tespit modellerinin
başarı durumları incelenmiştir. Sonuçlar incelendiğinde medikal görüntülerde sıkça
karşılaşılan hastalık sınıfları arasında benzerliğin fazla olmasından dolayı modellerin
beklenen doğruluğu vermediği gözlemlenmiştir. Bu sonuçlara göre takım yeni bir algoritma
olarak nesne tespit öncesinde organ segmentasyonu yapılmasının sınıf benzerliği problemini
çözüme kavuşturacağını düşünmüştür. Bu yaklaşımda hastalığın sınıfının belirlenmesi için
hangi organ üzerinde bulunduğunun bilinmesi amacıyla organ segmentasyonu yapılmıştır.
Ardından görüntü üzerine hastalık tespiti için nesne tespit modeli çalıştırılmıştır. Nesne tespit



modelinin çıktısı hangi organ üzerinde ise o organda bulunması muhtemel hastalık, nesne
tespit modelinin bulduğu hastalığın sınıfı olarak kabul edilmiştir.

Nesne tespit mimarisi olan transfer öğrenmesi yaklaşımı benimsenerek eğitilmiş YOLOv5l
modeli 512x512 girdi boyutunda, 220 epoch, hiper parametre optimizasyonu için YOLOv5
mimarisinin bir parçası olan evolve metodu kullanılmıştır. Yüksek mAP değerlerine
ulaşılmış, küçük objelerin algılanmasında sorun yaşanmamış fakat model sınıflar arası ayrım
yapmakta zorlanmıştır. Bu sorunun önüne geçmek için YOLOv5l modelinden önce organ
segmentasyonu yapılarak algılanan hastalıkların sınıfları içinde kaldıkları organ bölgelerine
göre belirlenecektir.

Başarısı kanıtlanmış bir model olan Yolov5,
konvolüsyonel sinir ağları kullanarak nesne tespiti
yapan bir algoritmadır. Açılımı ‘’You Only Look
Once’’ (sadece bir kere bak) demektir. Sebebi ise
algoritmanın nesne tespitini oldukça hızlı bir
şekilde ve tek seferde yapabiliyor olmasıdır. YOLO
algoritmasının diğer algoritmalardan daha hızlı
olmasının sebebi resmin tamamının tek seferde
nöral bir ağdan geçiriliyor olması ve CSP
Bottleneck (Cross Stage Partial Networks) yapısını
içermesidir. YOLO algoritması görüntüler üzerinde
tespit ettiği nesnelerin çevresini bounding box ile

çevreler. Bu mimari kendisine girdi olarak verilen görüntüyü NxN’lik ızgaralara böler ve bu
ızgaralar 5×5,9×9,17×17… olabilir. Her ızgara ilk önce kendi içerisinde nesne olup
olmadığını sonra nesne var olduğunu düşünüyorsa merkez noktasının kendi alanında olup
olmadığını düşünür. Nesnenin merkez noktasına sahip olduğuna karar veren ızgara o
nesnenin sınıfını, yüksekliğini ve genişliğini bulup o nesnenin çevresine şekil bounding box
çizmektedir [1]. YOLO mimarisi eğitim ve test işlemlerinin gerçekleştirilmesinde kolaylık
sağlar. Çeşitli medikal görüntülerinde hız ve doğruluk açısından başarılı sonuçlar
verilmesinden dolayı ilk kullanılacak mimari olacaktır [2].

Şekil 3. TransUnet Mimarisi



Çeşitli tıbbi görüntü segmentasyon görevlerinde, U-Net mimarileri bir standart haline
gelmiştir. Fakat Unet mimarisinin bilgilerin uzun katmanlar boyunca aktarılmasında bazı
problemleri vardır. Transformer’lar diziden diziye (sequence-to-sequence) tahminleme
yapısına sahip olduklarından alternatif bir yöntem olarak kullanılmaktadır. TransUnet
medikal görüntülerde güncel en iyi modellerin (state of the art) performasına ulaşmıştır.
TransUnet mimarisinde bulunan transformer katmanları bir önceki evrişimli ağların input
görüntüsünden çıkardığı özellik haritasını encode eder. Mimarideki decoder kısımlarında ise
upsample işlemi ile encode edilen bilgiyi decode eder ve bu bilgilerle yüksek seviye CNN
özellik haritaları birleştirilir. Mimari sonunda ise beklenilen maskeler sınıflarına ayrılmış bir
şekilde oluşmaktadır [3].

TransUnet, transformer tarafından getirilen özellik detayı kaybını azaltmak için hibrit bir
CNN-Transformer yapısını içermektedir. Bu yapı CNN özellikleri ve transformerların genel
bağlamlarından yararlanarak yüksek çözünürlüklü uzamsal bilgiyi çıkarmaktadır.
Transformerlar tarafından kodlanan özellikler hassas yerelleştirmeyi sağlamak amacıyla
atlamalı bağlantılar yardımıyla yüksek çözünürlüklü CNN özellikleriyle birleştirilmektedir.
Deneysel sonuçlar incelendiğinde transformer tabanlı encoder yapısının, CNN tabanlı
metodlardan daha avantajlı olduğunu göstermektedir. Ek olarak, düşük seviyeli özelliklerin
yoğun bir şekilde ileriki katmanlara dahil edilmesinin genellikle daha iyi bir segmentasyon
doğruluğuna yol açtığı gözlemlenmektedir.

TransUnet mimarisinde 12 adet transformer bulunmaktadır. Bir transformerda normalizasyon
katmanı, MSA (Multiple Sequence Alignment), sonrasında 1 adet normalizasyon ve MLP
(Multi Layer Perceptron) içermektedir.

TransUnet mimarisinde özet olarak girdi görüntüsü özellik çıkarımı için encoder bölümün bir
parçası olan CNN katmanlarına verilmektedir. CNN katmanlarından gelen çıktılar
transformer yapısına genel bağlamı elde etmek için girdi olarak beslenmektedir. Decoder
kısmının katmanlarında transformer çıktıları ve atlamalı bağlantılar sayesinde aktarılan CNN
katman çıktıları birleştirilmiştir. Decoder kısmının en son katman çıktısında mimariye girdi
olarak beslenen  görüntünün anlamsal bölütlenmiş bir maskesi elde edilmiştir.

Atlama bağlantıları en yüksek ortalama benzerlik katsayısını (DSC) veren 0, 1 veya 3
numaralı atlama bağlantıları arasında en iyisi olarak bulunmuştur. TransUNet yapısının en iyi
versiyonu, kodlayıcı ve kod çözücü parçaları arasında 3 atlamalı bağlantıya sahip olanıdır.

TransUnet mimarisinin sonuçları incelendiğinde V-Net, ViT, R50-ViT gibi güncel en iyi
modellere göre daha yüksek başarı sonuçlarını elde ettiği gözlemlenmiştir.

2.     Özgünlük

Medikal görüntüler her zaman istenildiği sayı, format veya kalitede olmayabilir. Bu
sebeple çeşitli ön işleme metodlarına, veri arttırma yöntemlerine ve model eğitimine uygun
hale getirmek için çeşitli  işlemlere tabi tutulmaktadır.

Yarışma komitesi tarafından verilen .dicom uzantılı formatındaki dosyalar, hem
modellerin piksel değerlerini kullanarak işlem yapmasından hem de üzerlerinde analiz ve
görselleştirmeyi kolaylaştırmasından dolayı, .png dosya formatına window min -100 ve
window max 300  değerlerinin takım tarafından  belirlenmesiyle çevrilmiştir.



Yarışma tarafından verilen veriler .png dosya formatına çevrildikten sonra keşifsel veri
analizi yapılmıştır. Analiz
sonuçları Şekil 4’te verildiği
gibi hastalık bazında
incelendiğinde bazı hastalıklı
veri sınıflarının dağılım
oranlarında dengesizlik
durumu gözlemlenmiştir. Veri
miktarı olarak azlık gösteren
hastalığa sahip verilerde veri
arttırımı yöntemleri
uygulanarak verilerdeki
dengesiz sınıf dağılımının
önüne geçilmiştir.

Şekil 4. Sınıf Dağılım Oranları

Veri arttırma işlemi yapılan ve yarışma tarafından verilen verilere ek olarak problemin
çözümü için ayrıca çeşitli açık kaynak veri setleri bulunmuştur. Bulunan veri setlerinden
uygun olan veriler ayrıştırılıp model eğitimi için uygun formata getirilmiş ve bu verilerden
gerekli görülen görüntülere veri arttırma işlemleri uygulanmıştır. Açık kaynak verilerle
birlikte veri çeşitliliği ve veri sınıf dağılımında düzenlilik sağlanmıştır.

Yarışma probleminin çözümünde birden fazla algoritma üzerinde çalışılmıştır.
Yarışma verileri üzerinde yapılan keşifsel analiz sonucunda tek bir nesne tespiti modeli, tüm
katmanları sıfırdan eğitmek yerine transfer öğrenme yaklaşımı ile modelin omurgası (toplam
10 katman) dondurularak eğitim yapılmıştır. Transfer öğrenme yaklaşımı ile nesne tespit
modellerinde daha kısa sürede daha yüksek doğruluk elde edilebilmektedir [4]. Yarışma
tarafından verilen veriler incelendiğinde abdomen bölgesindeki hastalıklar renk ve şekil
olarak birbirlerine çok yakındırlar. İnsan kabiliyetleriyle bile ayırt etmenin çok zorlayıcı
olduğu bu görüntülerde nesne tespit modelinin de başarımı düşük olmuştur. Tek bir nesne
tespit modeli hastalığın yerini bulabilirken sınıfı tayin etmede problem meydana gelmektedir.
Bu problemin çözümünde koordinatları bir model ile yapılırken sınıfı tayin etme işleminin
ise hangi organ üzerinde bulunduğu bilgisiyle yapılabileceği üzerine karar verilmiştir. Nesne
tespit modeli hastalığın yerini tespit etmek amacıyla hastalık sınıfları ve transfer öğrenme
yaklaşımı ile eğitilmiştir. Sonrasında organların koordinat bilgisini elde etmek amacıyla organ
segmentasyon modeli kurulmuştur. Organ segmentasyon modeli açık kaynak veri setleri ile
yine transfer öğrenme yaklaşımı benimsenerek eğitilmiştir. Böylelikle hastalık hangi organ
üzerinde ise o organın hastalık sınıfını almaktadır. Özgün bir yaklaşım olarak çift modelli
bir algoritma ile probleme çözüm bulunmuştur.

Nesne tespiti modelinin doğruluğunu arttırmak amacıyla SAHI algoritması ile
beraber test edilmiştir. SAHI algoritması küçük boyutlu nesnelerin tahminlemesinde
doğruluk açısından büyük farklar oluşturmaktadır [5]. SAHI algoritmasının entegre edilip



yapıldığı testte tek bir görüntünün tahminleme süresinin 5 saniyeden fazla olması nedeniyle,
doğruluğu artırmasına rağmen  kullanım konusunda tereddüt içinde kalınmıştır.

3. Sonuçlar ve İnceleme

Problemin çözümünde farklı YOLO nesne tespit modelleri veriler üzerinde eğitildikten
sonra test edilmiştir.  Test sonuçları mAP metriğine göre analiz edilmiştir.

Şekil  5.  YOLOv5s mAP                 Şekil 6. YOLOv5x mAP            Şekil 7. YOLOv5l mAP

Modeller mAP değerlerine göre incelendiğinde YOLOv5l ve YOLOv5x modellerinin yakın
mAP değerleri verdiği görülmüştür. Eğitim ve test hızı açısından YOLOv5l modeli öne
geçtiğinden dolayı kullanılacak model olarak seçilmiştir. Yarışma komitesi tarafından iletilen
veri seti YOLOv5l modeli ile 512x512 girdi boyutlarında, mimaride bulunan omurga (10
katman) dondurularak 220 dönem, 16 küme değeri ile eğitilmiştir. Ayrıca hiper parametre
optimizasyonu için YOLOv5 mimarisinin bir parçası olan evolve metodu kullanılmıştır.
Model mAP değeri 0.912’dir. Sınıflara göre mAP tablosu şekil 5’de verilmiştir. Model küçük
nesneleri algılamakta sorun yaşamamakta fakat sınıflar arası ayrım yapmakta
zorlanabilmektedir. Şekil 8 ‘da veri etiketleri şekil 9’de model tahmin sonuçları verilmiştir.

Şekil 8. Veri Etiketleri                                                 Şekil 9. Tahminleme Sonuçları



Şekil 10 ve 11’de verilen örnek sonuçlarda görüldüğü gibi model böbrek ve üreter taşlarını
ayırt etmekte zorlanmaktadır. Benzer sınıf ayrımı sorununu ortadan kaldırmak için TransUnet
modeli ile organ segmentasyon işlemi yapılmıştır. Yolov5l modeli hastalıkların
koordinatlarını algıladıktan sonra bu hastalıkların sınıfı hangi organ üzerinde bulunuyor ise o
organdaki muhtemel hastalık sınıfını almaktadır. Bu yöntem sayesinde sınıf benzerliği sorunu
ortadan kalkmaktadır.

Şekil 10. Veri Etiketleri                                         Şekil 11. Tahminleme Sonuçları

Organ segmentasyonu için çeşitli kaynaklardan toplanan veriler TransUnet ve R50-AttnUNet
modelleri ile transfer öğrenme yaklaşımı benimsenerek eğitilmiş ve çıkan sonuçlar şekil
12’de tablolaştırılmıştır.

Model İsmi Girdi
Boyutu

Dönem
(Epochs)

Küme Boyutu
(Batch Size)

Transfer
Öğrenme

Dice Skoru
(%)

TransUnet 512 200 32 Evet 94.45

R50-AttnUNet 512 200 32 Evet 88.67

ViT-CUP 512 200 32 Evet 84.45

Şekil 12.  Organ Segmentasyon Sonuçları

Tablodaki sonuçlar incelendiğinde TransUnet modelinin aynı küme boyutu, girdi boyutu ve
dönem sayısı değerlerinde Dice skoru metriğine göre daha iyi sonuç vermiştir. Bu sonuçlara
göre TransUnet mimarisinin kullanımına karar verilmiştir.



● TransUnet modelinin verilerin girdi
görüntüsünde çıktı olarak tahminlediği sonuç
Şekil 13’da görselleştirilmiştir.

Şekil 13. Örnek Organ Segmentasyonu

Özet olarak bu çalışmanın çözümünde TransUnet organ segmentasyonu ve YOLOv5l nesne
tespit modelleri birlikte kullanılmasına karar verilmiştir. Bu yöntem ile YOLOv5l modeli ile
bulunan hastalıklar TransUnet modeli ile hastalık sınıfları doğrulanmış olmaktadır. Bunun
sonucu olarak sınıflar arasında benzerlikten dolayı oluşan sınıf tayin etme işlemindeki
karmaşasının önüne geçilmiş ve yüksek mAP değerlerine ulaşılmıştır.

4. Deney ve Eğitim Aşamalarında Kullanılan Veri Setleri

MELA: BT taramalarından mediastinal lezyonların otomatik tespit edilmesini amaçlayan
açık kaynak veri setidir. Nesne tespit modeli eğitimde verilerde çeşitlilik amacıyla
kullanılmıştır. Toplam 1100 adet etiketli BT taraması içeren veri seti yarışma komitesi
tarafından  verilen veri setine ek olarak veri ambarına eklenmiştir. [6]

AbdomenCT-1k Dataset: Karaciğer, böbrek, dalak ve pankreas dahil olmak üzere
abdominal organların etiketli 1000’den fazla BT taraması bulunan organ segmentasyon
odaklı açık kaynak veri setidir [7].

LITS : Araştırmacıların böbrek segmentasyonu algoritmaları geliştirmelerine yardımcı olmak
için oluşturulmuş olan LITS veri seti 200 adet etiketli BT taraması içeren açık kaynak veri
setidir [8].

MICCAI 2015 Dataset: Kanser kemoterapi geçiren insanlardan alınan 50 BT taraması
içeren segmentasyon veri setidir. BT taramalarında farklı kesit açıları içeren açık kaynak veri
setinden sadece eksenel veriler veri ambarına eklenmiştir.[9]
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