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1. Proje Mevcut Durum Değerlendirmesi

Sunulan problem üzerinde nesne tanıma ve segmentasyon denemeleri yapıldı.
Segmentasyon algoritmalarının piksel hedefli öğrenim yapmasından kaynaklı nesne tanıma 
algoritmalarına göre daha iyi sonuç verdiği görüldü. Yapılan testlerde segmentasyon 
algoritmaları üzerinde yoğunlaşarak denemeler yapılmış özellikle U-Net mimarisinin 
kodlayıcı katmanı transfer öğrenme modelleri ile inşa edilerek denemeler yapılmıştır.  

Veriyi analiz edebilmek adına her olgu etiketleri ile ayrı ayrı incelenmiş organ ve 
hastalık bölgelerinin saptanması adına coronal eksende görüntülenmiştir (Şekil-1). Organ 
yerleşimleri ve hastalık bölgeleri gözlendiğinde iki aşamada eğitim yapılmasına karar 
verilmiştir. Abdominal aorta, pankreas ve safra kesesi hastalıklarını bir modelde eğitip; 
apandiks, kolon ve böbrek-mesane hastalıklarını ayrı bir modelde eğitilmesinin hem eğitim 
yükünü azaltmak hem de olgu bütünlüğünü korumak adına faydalı olabileceği ön görüldü. 
Buna ek olarak her sınıfı ayrı ayrı tek modelde ve tüm sınıflar tek modelde de eğitilerek 
sonuçlar incelendi. 

Şekil-1 

Hastalık bölgesinin segmente edilebilmesi amacıyla son yıllarda çokça kullanılan 
başarımı kanıtlanmış U-Net modelinin kullanımı tercih edilmiştir. 2015 yılında 
Ronneberger ve diğerleri [1] tarafından geliştirilen U-Net mimarisinin sunumu biyomedikal 
görüntüler üzerinden gerçekleştirilmiştir ancak farklı alanlarda da sıkça kullanılmaya 
başlanmıştır. U-Net adını Şekil 2’den de görüldüğü gibi U harfine benzer mimarisinden 
almaktadır. 
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Şekil-2 

U-Net, encoder (kodlayıcı) ve decoder (kod çözücü) konvolüsyonel sinir ağı 
katmanlarından oluşan bir mimaridir. Konvolüsyonel katmanlar, yinelemeli olarak 
eğitilirken düşük ve yüksek boyutlu özellikleri öğrenmek için bu katmanlardaki filtreleri 
kullanarak öznitelik çıkarımı gerçekleştirilir. U-Net mimarisinin arkasındaki çalışma 
prensibi, kodlayıcıda CNN’den geçen görüntüyü kodlamak ve ardından segmentasyon 
maskesini elde etmek için kod çözücüde bu kodu çözümlemektir. Segmentasyon 
maskelerinin öznitelikleri, öğrenilen ağırlık filtrelerine, kodlayıcı ve kod çözücü ağlarına 
ve atlama, birleştirme bağlantılarına bağlıdır. Backbone (omurga), bu katmanların kodlayıcı 
ağda nasıl düzenlendiğini tanımlayan ve kod çözücü ağının nasıl inşa edilmesi gerektiğini 
belirleyen mimari unsurdur. Kullanılan backbone genellikle kendi başına kodlayıcı ve alt 
örnekleme içeren (down-sampling) VGG, ResNet, Inception, EfficientNet vb. CNN’lerdir. 

Segmentasyon algoritması için farklı modeller üzerinde çalışma gerçekleştirilmiştir. 
Modeller sırasıyla; U-Net modeli, U-Net+ResNet34 backbone modeli [2] ve U-
Net+InceptionResNetV2 [3] backbone modeli olmak üzere farklı backbone eklemeleri ile 
sonuçlar incelendi. Şu ana kadar yapılan testlerde en iyi sonucu U-Net+InceptionResNetV2 
backbone modelinden elde etmemizden dolayı bu modele odaklanacağız. 
InceptionResNetV2 ImageNet veri tabanından bir milyondan fazla görüntü üzerinde 
eğitilmiş bir konvolüsyonel sinir ağıdır. Ağ 164 katman derinliğindedir ve görüntüleri 
klavye, fare, kurşun kalem ve birçok hayvan gibi 1000 nesne kategorisine ayırabilir. Sonuç 
olarak ağ, çok çeşitli görüntüler için zengin özellik temsilleri üzerine eğitilmiştir. Ağ, 
299x299 görüntü giriş boyutuna sahiptir ve çıktı, tahmini sınıf olasılıklarının bir listesidir. 
Inception yapısı ve Rezidüel bağlantının bir kombinasyonuna dayalı olarak formüle 
edilmiştir. InceptionResNet bloğunda, çok boyutlu konvolüsyonel filtreler rezidüel 
bağlantılarla birleştirilir. Rezidüel bağlantıların kullanılması, derin yapıların neden olduğu 
bozulma problemini ortadan kaldırır ve aynı zamanda eğitim süresini de azaltır [3]. 
InceptionResnetV2’ye ilişkin ağ mimarisi Şekil 3’te gösterilmektedir.  

 
Şekil-3 
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Bu modellerin içerisinde, çoklu sınıflandırma problemlerinde oldukça sık kullanılan 
Softmax aktivasyon fonksiyonu tercih edilmiştir. Bu çalışmada yapılan segmentasyon 
modelleri için hiper parametreler üzerinden optimizasyon gerçekleştirilmiştir. Hiper 
parametreler; batch size, optimizasyon algoritması ve epok sayısıdır. Tüm modellerde batch 
size boyutu 8 olarak kullanılmıştır. Adam algoritması yaygın kullanılan optimizasyon 
algoritmasıdır. Klasik gradyan inişinden daha hızlı bir yakınsama gerçekleştirdiğinden 
dolayı tüm modellerde kullanımı tercih edilmiştir [4]. 

2. Özgünlük 

Sunulan problemin nesne tanıma algoritmaları gerektirdiği göz önüne alındığında 
kullandığımız segmentasyon modelinin çıktıları nesne tanıma çıktılarına göre düzenlendi. 
Bu aşamada segmentasyon modeli oluşturulabilmek adına her sınıf için sunulan sınırlayıcı 
kutu koordinatlarından maskeler oluşturuldu. Bu maskeler ile model eğitildikten sonra 
model çıktısı olan maske üzerinde kontur alınarak her maskenin koordinatları sınıf bazında 
etiketlendi. Örnek bir maske çıktısına Şekil-4’te yer verilmiştir. 

Görüntü boyutları çoğunlukla 512x512 olmasına rağmen bazı görüntülerin farklı 
boyutlara (512x768, 512x775, 768x768 gibi…) sahip olduğu görüldü. Modele girdi olarak 
görüntü boyutu 512x512 olarak belirlendiği için farklı boyutlardaki görüntüler için 
düzenlemeye gidildi. Görüntülerin boyutunu 512x512’lik boyutu dolduracak şekilde 
düzenlemek görüntülerin en boy oranını dolayısıyla organ şekillerini bozacağından görüntü 
ortalanarak 512x512 boyutlarında kırpıldı. Bunun sebebi organ şekillerindeki bozulmalar 
hastalık olarak algılanabileceği için daha düzenli bir veri seti oluşturmak amaçlandı. 
Kırpma işlemi sonucunda boş kalan piksel varsa 512 boyutuna tamamlamak için 0 değerleri 
ile dolduruldu. Merkeze alınarak kırpma işlemi yapılmış görüntü Şekil-4’te gösterilmiştir. 

Görüntüler üzerinde, bir diğer ön işleme dicom veri formatının sunduğu pencere 
ayarındaki düzenlemeler oldu. Görüntülerin incelendiği pencere ayarları baz alınarak tüm 
görüntülerde pencere ayarı yapıldı. Şekil-4’te böbrek taşının bulunduğu kesit farklı 
görüntüleme yöntemleri ile gösterilmiştir. 

 
Şekil-4 
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Ayrıca modelin eğitimi aşamasında 512x512x3 boyutunda eğitim yaparak ImageNet 
veri tabanının ağrılıklarını kullanabilmek ve her piksel için farklı pencere aralıklarının 
değerlerini kullanabilmek adına pencere ayarı yapılmış tek kanallı görüntüler konstartı 3 
kanala yayarak öğrenim skalasının genişletilmesi hedeflendi (Şekil-5). Model eğitiminde 
avantaj sağlayacağı düşünüldüğü için piksel değerlerini bir degradeye eşleyerek tek 
penceremizi kanallara farklı şekilde yayabiliriz (Şekil-6). Ya da farklı pencere ayarlarında 
farklı yoğunluktaki dokular daha belirgin hale geldiği göz önüne alındığında her kanala 
farklı bir pencere kaydederek eğitim görüntülerimize birden fazla pencere ekleyebiliriz 
(Şekil-7). Daha temiz görüntüler elde etmek için pencere aralığı dışındaki değerleri 0’a 
eşitleyerek kaldırmakta avantaj sağlayabilir (Şekil -8) [5]. 

 
Şekil-5 

 
Şekil-6 

 
Şekil-7 
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Şekil-8 

Bu ön işleme metotlarının performansı ölçülerek kullanıma karar verilecektir. Model 
eğitiminde izlenen yol öncelikle görüntü boyutlarını ayarlama, görüntü boyutlarına uygun 
maskeler üretme ve ardından eğitime verilecek görüntüde ön işleme metotlarının denenmesi 
olacaktır. Bu süreç ardından kaç model eğitimi yapılacağına karar verilecektir. Şu ana kadar 
yapılan denemelerde pencere ayarı yapılmış görüntüler için sonuçlar derlenmiş bir sonraki 
kısımda ayrıntılı anlatılmıştır. 

3. Sonuçlar ve İnceleme 

Özgünlük kısmında anlatılan, görüntülerin yeniden boyutlandırılması ve bu boyutlara 
uygun maskelerin üretilmesi ardından görüntülerde ön işleme olarak yalnızca pencere ayarı 
yapılmış görüntüler ile eğitim sonuçları paylaşılacaktır. Yapılan ön işlemeler sonucunda 
modele girdi olarak verilen görüntü boyutu 512x512x1 olarak belirlenmiştir. Tek modelde 
tüm sınıfların eğitildiği model Model-1 olarak adlandırılarak eğitim sonuçları Tablo-1 de 
paylaşılmıştır. 

Model_1 IoU Skoru 

Sınıf 1 (Apandiks hastalıkları) 0.46 

Sınıf 2 (Safra Kesesi hastalıkları) 0.63 

Sınıf 3 (Pankreas hastalıkları) 0.62 

Sınıf 4 (Böbrek-Mesane hastalıkları) 0.71 

Sınıf 5 (Kolon hastalıkları) 0.54 

Sınıf 6 (Abdominal Aorta hastalıkları) 0.61 

Ortalama 0.64 

Tablo-1 

Her sınıf için ayrı bir model eğitildiğinde sonuçların yükseldiği görülmüştür. Her model 
için IoU skoru Tablo-2 de gösterilmiştir. 
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Sınıf bazında eğitilmiş modeller IoU Skoru 

Sınıf 1 (Apandiks hastalıkları) için model 0.68 

Sınıf 2 (Safra Kesesi hastalıkları) için model 0.77 

Sınıf 3 (Pankreas hastalıkları) için model 0.78 

Sınıf 4 (Böbrek-Mesane hastalıkları) için model 0.83 

Sınıf 5 (Kolon hastalıkları) için model 0.67 

Sınıf 6 (Abdominal Aorta hastalıkları) için model 0.71 

Tablo-2 

Coronal kesitten inceleme sonucunda iki ayrı eğitimin yapıldığı model sonuçları Tablo-
3’te verilmiştir. 

Model_1 IoU Skoru 

Sınıf 1 (Apandiks hastalıkları) 0.54 

Sınıf 4 (Böbrek-Mesane hastalıkları) 0.78 

Sınıf 5 (Kolon hastalıkları) 0.63 

Model_2 IoU Skoru 

Sınıf 2 (Safra Kesesi hastalıkları) 0.69 

Sınıf 3 (Pankreas hastalıkları) 0.67 

Sınıf 6 (Abdominal Aorta hastalıkları) 0.66 

Tablo-3 

Şu ana kadar yapılan testlerin yalnızca pencere ayarı yapılmış görüntüler olduğu ve 
512x512x1’lik boyutlar ile U-Net modelinde InceptionResNet V2 backboneu ImageNet 
ağırlıklarını kullanmaksızın eğitildiği göz önüne alındığında özgünlük kısmında bahsedilen 
ön işlemeler ile performansın artacağı kesin olarak düşünülmektedir. Özellikle ImageNet 
ağırlıkları kullanıldığında ayrıca Şekil-7’de verildiği gibi her kanala farklı pencere 
aralıklarının dahil edilmesi hastalık bazında bir öz nitelik çıkarımına olanak sağlayacağı 
düşünülerek umut vadetmektedir. 

Model eğitimlerinde kullanılan donanım; NVIDIA GeForce RTX 3080 (Laptop) 16GB 
GDDR6 ekran kartı, 32GB (2x16GB) DDR4 3200MHz RAM ve AMD Ryzen 9 5900HX 
işlemci özelliklerine sahip laptop üzerinden gerçekleştirilmiştir. Veri boyutunun büyük 
olması nedeniyle donanımın yetersiz kalması durumunda Google Colab bulut servisleri 
kullanılmıştır. Ayrıca GPU yükünü azaltmak için Tensorflow DataGenerator ya da 
eğitimler parçalar halinde gerçekleştirilmiştir. 

4. Deney ve eğitim aşamalarında kullanılan veri setleri 

Deney ve eğitim aşamalarında Sağlık Bakanlığı tarafından sunulan veriler 
incelendiğinde 452 olguda apandiks, 542 olguda böbrek mesane, 416 olguda pankreas, 346 
olguda kolon 429 olguda abdominal aorta, 411 olguda safra kesesi hastalıklarının 
gözlendiği görülmüştür. Sınıf bazında hastalıklı kesitlerin yeterli olduğu düşünülerek başka 
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bir veri seti kullanımına gerek duyulmamıştır. Sınıf bazında veri dağılımları Şekil-9 da 
paylaşılmıştır. 

 
Şekil-9 

Ek sınıf olarak verilen apendikolit, kalsifiye divertikül ve safra kesesi taşı sınıfları 
eğitime dahil edilmediler. İlerleyen aşamalarda bu sınıfların eğitime katkısı tartışılacak ve 
değerlendirme sonucunda karar verilecektir. 
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