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1. Takim Semasi

LunAl takimi 5 Uyeden olugmaktadir. Uyelerin hepsi Miihendislik boliimlerinden mezun olmus, kimi
yiksek lisans mezunudur. Takim Uyeleri gegmis yillarda TEKNOFEST'in ¢esitli yarismalarindan
birincilik ve ikincilik almiglardir. Takim igerisindeki buatlin Uyeler verilen gorevler Uzerine beraber
calismaktadir fakat belirli gorevler yetkinliklere gére dagitilmistir, dagitimlar asagida mevcuttur;

Ayberk imir (Takim Kaptani): Ekip koordinasyonu ve ydnetiminin yapilmasi, Ekibin genel gérev
dagihimlarinin ~ belirlenmesi, model sec¢imi model tasarimi Kafa(head)Omurga(backbone)
implementasyonu ve Optimizasyonunun yapilmasindan sorumludur.

Berk Karabillioglu (iletisim Sorumlusu): Takimin TEKNOFEST ekibi ile iletisiminden sorumludur.
Proje takviminin tasarlanmasi ve Raporlanmasi, Proje senaryosu hakkinda bilimsel arastirma
yapilmasi, data labeling (veri etiketleme) ve Data Augmentation (veri ¢oklama) islemlerinden
sorumludur.

Dorukhan Afacan: Model secimi, Proje senaryosu hakkinda bilimsel arastirma yapilmasi, veri dagihmi
(egitim, test, validasyon) , Kafa(head)-Omurga(backbone) implementasyonundan sorumludur.

Askar Bozcan: Ekibin Yazilim Muhendisidir, Algoritma dogruludu, yazilacak olan API'dan ve
Performans optimizasyonundan sorumludur.

Onat Yapici: Model segimi, Kafa(head)-Omurga(backbone) implementasyonu, veri
dagilimi(train,test,validation), Yazilan API'nin tasarimindan ve yazilimindan sorumludur.

Ayberk Imir MCBU Mekatronik Miith. | BSc.
Berk KARABILLIOGLU MCBU/AOF | Mekatronik Miih. -| BSc.

Yonetim Bilisim

Dorukhan Afacan University Of | Hesaplamali Zeka MSc.
Sheffield | V& Robotik
Askar Bozcan METU KKTC | Bilgisayar Miih. BSc.
Onat Yapici _ Kog Elektrik Elektronik| BSc.
Universitest | \rih Bilgisayar | CAP
Miih.

2. Proje Mevcut Durum Degerlendirmesi

e On tasarimda kullaniimasi planlanan MASK-RCNN ve Yolov4 modellerinde degisiklikler yapiimistir.
Bunlarin baglica sebepleri birlikte kullanildigi zaman gésterim hizinin istenildigi dizeyden ¢ok daha
Ustline ¢ikmasi ve elimizdeki donanimda sorun ¢ikarmasidir.

o Uygulanmasi disunllen ensemble methodu iki farkli mimarinin sonuglarini ensemble etmek yerine
tek farkli mimari kullanilarak verilecek olan frame Uzerinde transformasyonlar uygulanarak farkli
sonuglar elde edilip bu sonuglarin ensemble seklinde alacak bicimde degistiriimistir.

o Veri setlerinde yarisma sartlarina uygun olmayan kareler ¢ikariimis veya duzeltilmistir.

e Patch-level Augmentation[5] sample dataset Uzerinde istenilen sonuglari vermemis olup tim deneyler
bittikten sonra daha buytk bir data tzerinde tekrardan denenip sonugclarina gére pipeline’dan ¢ikarilip
cikarilmamasina karar verilecektir.

e Pipeline’da ki 6n isleme agsamasina ekstra olarak karelerin kirpilmasi eklenmistir. Bunun APsmall
Uzerindeki etkisi olumlu gozlenmistir.



e Training asamasi karelerin kirpiimis halleriyle gergeklesmis oldugundan dolayi inference agsamasinda
frameler croplanarak predict alinacak ve bu predictler ayni obje i¢in birden fazla bounding box
icerebilecegi icin post process agsamasina NMS eklenmistir.

3. Algoritmalar ve Sistem Mimarisi
3.1.Veri Setleri

o TEKNOFEST Ulasimda Yapay Zeka Veri Seti (2019-2021-2022): T3 Vakfinin yayinladigi 2019-2020-
2021 ve 2022 yarigsmalarinin veri setleri 2022 Agustos ayinda yapilacak olan TEKNOFEST 2022
Kurallari, amaci ve sartnamesine uygun olarak dizenlenmigtir.

o VISDRONE (aiskyeye): Her yil Aiskyeye tarafindan dizenlenen Visdrone yarigsmasinin 3 ana kategorisi
vardir,

1-Object Detection(Nesne tespiti)
2-Multi-Object Detection(Coklu nesne tespiti)
3-Crowd Counting(kalabalik sayimi)

e Stanford Drone Dataset: Stanford Universitesinin agik kaynak olarak vermis bulundugu veri setidir

Teknofest tarafindan saglanan datasetlerde istenilen derecede insan objesi olmadigi igin dataset
arayisimizdaki en 6nemli etken datasetin insan objesi icerip icermemesiydi.

Modelin eksik oldugu insan tahminleri eklenilen VISDRONE ve Stanford Drone Datasetleri ile énemli
olcude iyilestirilmigtir.

3.2. Algoritmalar

Kullanilacak model Yolov4 modelinden YOLOX modeline gecilmistir.YOLOX, geleneksel YOLO'nun capa
icermeyen bir versiyonu olan ve ayristiriimis kafa ve SimOTA'yi tanitan bir nesne algilama modelidir. Bu
model, CVPR2021 Otomatik Suris Atdlyesinde Streaming Perception Challenge'da birincilik 6dultine layik

géralda.

Mevcut YOLOv4 ve YOLOVS pipelinelari, capalarin kullanimi igin asgiri optimize edildiginden, YOLOX, temel
olarak YOLOvV3-SPP ile gelistirilmistir. YOLOv3-SPP, gelismis bir CSPNet omurgasini ve ek bir PAN
kafasini benimseyen gelismis YOLOv5 mimarisini kullanacak sekilde gincellenmigtir. Nesne algilama
modellerinde, c¢akismalara neden oldugu ve dogrulugu azalttig bilinen siniflandirma ve regresyon
(sinirlayici kutu konumlarinin hesaplanmasi) goérevleri ayni anda gercgeklestirilir. Bu sorunu ¢ézmek igin,
ayristinimis kafa kavrami tanitildi. Geleneksel YOLO serisi omurga ve Ozellik piramitleri hala klasik bir
ayristirlmamis kafa kullanir, ancak YOLOX ayristiriimis bir kafa kullanacak ve daha ylksek dogruluk elde
edecek sekilde gincellendi. YOLOX ayrica, kaybi optimize etmek icin OTA'nin degistirilmis bir versiyonu
olan gelismis etiket atamasi SimOTA'y1 kullanir.[1] Sekil 1-de ayristiriimis ve ayristirimamis kafa arasindaki

farklar gdsterilmistir.
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Sekil 1
3.2.1. SimOTA

Etiket atamasi, her ground truth igin pozitif/negatif egitim érneklerini tanimlar. YOLOX, atama stratejileri
arasinda en gelismis performansi elde etmek igin atama proseduirini bir Optimal Transport(OT) problemi
olarak formile eder.

OT probleminde, her ground truth, belirli sayida etiket saglayan bir tedarikgidir ve her ¢apa, bir birim
etikete ihtiyag duyan bir talepgidir. Bir gapa belirli bir ground truth’dan yeterli miktarda pozitif etiket alirsa,
bu ¢apa o ground truth igin bir pozitif capa olur.[1]

Yeni 6zelliklerin Yolov3 baselinenina COCO validation setindeki etkileri Sekil-3 lizerinde hesaplanmistir.
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Methods | AP (%) Parameters | GFLOPs | Latency | FPS

YOLOv3-ultralytics® | 44.3 63.00 M 157.3 105ms | 952

YOLOv3 baseline 385 63.00 M 157.3 105ms | 952
+decoupled head 396(+1.1) 6386 M 186.0 11.6ms | 86.2
+strong augmentation | 42.0 (+24) | 63.86 M 186.0 11.6ms | 86.2
+anchor-free 429 (+09) | 63.72M 185.3 11.1 ms | 90.1
+multi positives 450 (+2.1) | 63.72M 185.3 L1 ms | 90.1
+SimOTA 473 (+23) | 6372 M 185.3 1L1ms | 90.1
+NMS free (of al) | 46.5 < 67.27TM 203.1 3.5 ms B
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3.3.Sistem Mimatrisi
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Egitim icin verilen video python scripti sayesinde framelere ayrilmistir.

Frameler Labellmg API yardimiyla etiketlenmistir.

Kaydedilen bu frameler izerinde kirpma islemi gerceklestirilip modelin kigik objeleri daha dogru bir
sekilde tahmin etmesi planlanmistir.

Google Drive bulut sistemine yollamadan 6nce yapilmasi planlanan 6n isleme islemleri
gergeklesmistir.

Google Drive bulut sistemi lizerinde toplanan kareler OpenMMDetection API’'na gore
hazirlanmistir.[11]

Modelin config dosyasi(learning rate scheduler, optimizer, bbox_head, neck, augmentations, log,
evaluation configleri) hazirlanmistir.

Modelin checkpoint dosyalari hem en eski hem de egitim sirasinda mAP.5 metrigi kullanilarak yapilan
degerlendirmeler sonucu en yiiksek performans gosteren checkpointler tutulmustur. Bunun nedeni
egitim sirasinda olusan bottleneck’leri mimkiin oldugunca ¢abuk diizelterek egitime devam
etmektir.

Egitim sirasinda WANDB Uizerinden performans takibi yapilmaktadir.[10]

Inference asamasinda ise alinan frame tekrardan kirpma isleminden gegirilip kirpilan kareler
Uzerindeki tahminleri Test Data Augmentationdan gegirilerek alinan sonuglar Veya metodu ile
birlestirilecek ve toplanan sonuglar orijinal frame buyuklugine scale edilecektir.



e Inference asamasi 386-464 ms arasinda degismektedir.
4. Ozgiinliik

4.1. Sample Dataset

Deneylerin daha hizli tamamlanabilmesi icin olusturdugumuz datasetin istatiksel 6zelliklerine en

uygun subsample segimi.
4.2.Imbalanced Dataset

Dataset igerisinde yer alan bazi classlar diger classlardan sayica ¢ok Ustlinler bu durumu Focal

Loss bir yere kadar ¢ozebiliyor fakat bunu daha iyi hale getirebilmek adina asadida goérselde érnegi

gosterilen sekile benzer sekilde preprocess islemleri gerceklestiriimektedir.




4.3.Crop Frames

Frameleri sol Ust, sol alt, sag Ust, sag alt sekilde 4 kesite ayirarak kiigik sayilabilecek objeleri daha
iyi tespit edilmesi saglanacaktir. Asagidaki gérselde érnek olarak gdsterilmistir.

4.4.Test Data Augmentation

Test Data Augmentation farkli augmentation teknikleriyle gogaltilarak prediction almamizi ve var
olan frame lizerinde daha genel, dogru sonug ¢ikarmamiza yarayan bir tekniktir. Asagidaki
gorselde 6rnek olarak test data augmentationin asamalarindan bahsedilmektedir. Daha agiklayici
oldugu icin yarisma datasetinden ziyade bu goérselin segilmesi daha uygun bulunmustur.[4]
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5. Sonuglar ve inceleme

Test datalarinda yapilan karsilastirmalar sonucu kirpma kullanilmadan yapilan tahminlerde FPlerin(False
Positive) ¢cok sayida oldugu, bunlari bahsedilen kirpma ydntemi kullanilarak disurilebildigi
g6zlemlenmistir. Sekil-5 ve Sekil-6 Uzerinde fark agikga gortulmektedir.

On tasarim raporunda bahsedilen MASK-RCNN ve YOLOv4 ensemble’nda donanimsal bir hata ile
karsilasildi bu hata image sizelari dusurerek asmasi denendi fakat karsilasilan mAP disisi bu methodun
ise yaramaz oldugunun goéstergesiydi o ylzden pipelinedan ¢ikarildi.

Vazgegilen ensemble metodu yerine kullanacagimiz Test Data Augmentation yani gésterim sirasinda
frame Uzerinde yapilacak olan transformlarin predictlerini segilecek ensemble metodunun Veya metodu
olmasina karar kilinmistir. Veya metodu False Positiveleri arttirmasina ragmen yarismada kullanilacak
olan mAP.5 metrigi zerindeki olumlu etkisi yizinden secilmistir. [4]

Suanki gosterim hizimiz yeterince hizli oldugu i¢in deneylere devam edip modelimize olumlu etkisi oldugu
gbzlemlenen algoritmalar pipeline igerisine eklenecektir.

rosult
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