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1. Proje Mevcut Durum Değerlendirmesi  

 

Ön Hazırlık Raporunda zayıf yön olarak görülen algortimalar için tekrar inceleme yapılmıştır. 

Faster R-CNN, YOLO sürümleri ve SSD algortimaları ayrıntılı bir şekilde incelenmiştir. Bu 

algoritmalar incelenirken hangi veri setleri ile eğitim yapıldığı dikkate alınmıştır. Sadece BT 

görüntüleri ile yapılan eğitimler dikkate alınarak yarışmada kullanılacak olan mimari 

seçilmiştir. Bu şart doğrultusunda yarışmada kullanılması en uygun görülen algoritma 

YOLOv4 olarak seçilmiştir. Algoritmalar ile ilgili sonuçlar ve detaylı durum analizleri 3. 

Sonuçlar ve Ġnceleme başlığı altında detaylıca açıklanmıştır. 

 

T.C Sağlık Bakanlığı ve T3 Vakfı tarafından yarışma için iletilen veri seti .dcm formatında 

olması sebebiyle yarışmada kullanılması planlanan algoritmaya uygun formatta değildir. 

YOLOv4 mimarisi 416x416 boyutlarında .png, .jpg formatında veriler ile eğitilmektedir. Bu 

nedenle verilere erişildikten sonra .dcm formatından gerekli formata dönüşüm yapılması için 

python kodları yazılmıştır. Bu dönüşüm için 3 farklı python kodu kullanılmıştır. Yapılan 

format değiştirme işlemlerinde karşılaşılan ortak sorun görselin renk değerlerinin değişmesi 

ve beyaz bir filtre ile çıktıya dönüşmeleridir. Yapılan dönüşümlerin sonucunda görsellerin 

boyutları değişmiştir. Bu veriler işlenmeye uygun olmadığı için boyutları değiştirmek için 

başka bir python kodu yazılmış ve kullanılmıştır. Böylelikle görseller YOLOv4 

algoritmasının kabul ettiği 416x416 boyutlarına dönüştürülmüşlerdir. Veriler .dcm 

formatından gerekli formata dönüştürüldükten sonraki aşama verileri çoğaltma ve hastalığı ön 

plana çıkaracak olan filtreleri uygulayarak eğitime hazır hale getirmektir. Veri çoğaltma ve 

filtre uygulama işlemleri 2. Özgünlük başlığında detaylı olarak anlatılmıştır. 

 

2. Özgünlük 

Yarışmada kullanılması planlanan YOLOv4 algortimasıyla yaplına eğitim ve test işlemleri 

sonucunda %91 doğruluk oranına ulaşılmıştır.  

Hastalığın bilgisayarda daha işlenebilir olması için Gaussian Gürültü Azaltma Filtresi, Wiener 

Filtresi, Bilateral Filtre ve Median Blur Filtreleri eğitim veri setine uygulanılması ile veri 

arttırma (data augmentation) yapılması kararlaştırılmıştır. 

ġekil 1. Format dönüĢümlerinde karĢılaĢılan çıktılar 

ġekil 2. Orijinal BT görüntüsü üzerinde uygulanan 3 farklı filter çıktısı 
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Gauss Filtresinde, kernelin merkezindeki derece en yüksek ağırlığı vermektedir. Kernelin 

merkezinden uzaklaştıkça birimlerin ağırlıkları azalmaktadır. Bu ortalama alma, kanal 

bazında yapılmaktadır ve ortalama kanal değerleri, filtrelenmiş görüntüdeki piksel için yeni 

değer olmaktadır. Bu nedenle BT görüntülerinin çoğaltılmasında kullanılmıştır. 

 

Bilateral Filtre, doğrusal olmayan, kenar koruyucu ve gürültü azaltıcı bir yumuşatma 

filtresidir. Her pikselin yoğunluğunu, yakındaki piksellerden hesapladığı ortalama yoğunluk 

değerleri ile değiştirilmektedir. Bu nedenle Bilateral Filtre BT görüntülerinin çoğaltılmasında 

kullanılmıştır. 

 

Wiener filtresi, ek gürültü ve bulanıklık nedeniyle bozulmuş görüntüler için en uygun sabit 

doğrusal filtredir. Ancak Wiener filtresi rastgele bir gürültü azaltma matematiğine sahip 

olduğu için mükemmel bir restorasyon elde etmek oldukça zordur. Wiener filtresi, frekans 

bazında çalıştığından dolayı yavaştır. Bu nedenle BT görüntülerini üzerinde kullanılmamıştır. 

 

 

2.1. Veri Çoğaltmanın OluĢturabileceği Sorunlar ve Çözümleri 

 

Veri setini çoğaltmak OverFitting’e yol açabilmektedir. Eğitilen modelin overfit olmasını 

engellemek amacıyla veri setinde uygulayacağımız yöntemler öznitelik sayısını azaltmak, veri 

çeşitliliğini arttırmak ve düzenlemektedir. Model eğitimi sırasında EarlyStop uygulanmıştır. 

Böylelikle modelin ezberlemesi engellenmiştir. 

 

 

2.2. Veri Arttırma (Data Augmentation) 

Veri arttırma (Data augmentation), eğitilecek olan derin öğrenme algoritmasının eğitim ve test 

için bölütleyeceği görsel sayısını arttırmak ve çeşitli çoğaltma teknikleri kullanarak modelin 

olabilecek en yüksek doğruluk oranına sahip olmasını sağlamak için uygulanan bir dizi görsel 

yönlendirme işlemidir. Veri setini çoğaltmak öğrenmenin her koşulda gerçekleştirilebilmesini 

sağlamak amacıyla yapılan bir işlemdir. Kullanılması planlanan veri çoğaltma teknikleri 

kernel filtreleri, rastgele silme, görsel birleştirme, renk uzayı dönüşümleri, geometrik 

ġekil 3. Gauss Filtresi 
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döndürme, kırpma, oklüzyon, yoğunluk işlemleri, gürültü enjeksiyonu, kombinasyon ve 

yakınlaştırmadır. Ön eğitilmiş ağların parametreleri ve katmanları değiştirilerek performans 

arttırılması yapılmıştır. BT görüntülerinde sıklıkla kullanılan GAN (Çekişmeli Üretici Ağ), 

yarışmada kullanılmaması kararı alınmıştır [1][2][3][4]. 

 

Amerikalı bilim adamı Ian Goodfellow ve arkadaşları, 2014 yılında ortaya koydukları 

Generative Adversarial Nets adlı bilimsel makalelerinde; derin öğrenmenin sanatsal alanda 

kullanımı için bir Üretken Çekişmeli Ağlar (GANs) olarak adlandırılan sistem önermişlerdir 

[5]. Bu sistem, iki oyunculu bir minimum-maksimum oyunu içinde birbirleriyle yarışan; G 

(generator) ile ifade edilen bir üretici ağdan ve D (discriminator) ile ifade edilen bir ayrıştırıcı 

ağdan oluşmaktadır [6].  

 

Ağın bir tarafı eseri üretirken diğeri de ayırtaç görevi üstlenerek makinenin ürettiği eserin 

gerçek olup olmadığını denetlemektedir. Bu yapıda hem üretici hem ayırt edici ağ çok 

katmanlı algılayıcılar kullanılarak modellenmektedir. Ayırt edici ağın gerçek görüntüleri sahte 

olarak üretilen görüntülerden başarılı bir şekilde ayırmayı amaçlarken; üretici ağ, gerçek 

görüntülere olabildiğince benzeyen yapay görüntüler üreterek bu ayırt edici ağı aldatmaya 

çalışmaktadır. Şekil 4' te Üretken Çekişmeli Ağlar' ın çalışma prensibi gösterilmiştir [5].  

 

 
ġekil 4. Üretken ÇekiĢmeli Ağlar’ın çalıĢma prensibi, Thalles Silva, 2018 [7] 

 

GAN oldukça hassas parameter ayarlamaları gerektiren bir algoritmadır. Bu nedenle başarılı 

sonuç almak oldukça zordur. GAN için iyi parametre ayarı çoğu zaman düşük öğrenmeye yol 

açmaktadır [8]. 

 

 

3. Sonuçlar ve Ġnceleme 

 

Tüm veriler YOLOv4 mimarisinin etiket formatına uygun olarak bizlere verilen veriler 

içindeki .xlsx dosyasındaki ilgili satırdan değerleri okuyup .txt içine etiket ve hastalığın 

konumu şeklinde yazdırılmıştır. Bu .txt dosyalarının içeriği başka bir python kodu ile 

okutularak hangi etiket kaç tane görsele sahip sorusuna cevap bulunmak istenmiştir. 

 

 

 



6 

Tablo 1. Hastalıklara ait etiket sayıları 

 

 

3.1. Eğitim ve Test Sonuçları 

 

Paylaşılan veri setiyle eğitim ve test işlemleri Kaggle üzerinden yapılmıştır. Elde edilen 

sonuçlar aşağıdaki tabloda gösterilmektedir. 

 
Tablo 2. Ham verilerle yapılan eğitim ve test iĢlemlerinin sonuçları 

Model Doğruluk 
Doğrulama 

Doğruluğu 
Kayıp 

Doğrulama 

Kaybı 

YOLO-v4 0.84 0.72 0.51 0.48 

Faster R-CNN 0.62 0.55 0.74 0.64 

SSD 0.77 0.71 0.54 0.55 

 

İlk eğitimler yapıldıktan sonra modellere ait sonuçlar karşılaştırılmış ve tüm modellerin düşük 

doğruluk oranına sahip olduğu görülmüştür. Bu aşamada karşılaşılan zorluk düşük doğruluk 

oranlarına sebep olan etkeni bulmaktır. Proje Sunuş Raporu’ndan sonraki süreçte BT 

görüntülerinde nesne tespiti ile ilgili literatür araştırmalarına devam edilmiştir. Çok çeşitli 

makaleler ve çalışmalar incelenmiştir. Yapılan literatür taraması ve son 10 yıldaki 

çalışmaların incelenmesi sonucu düşük doğruluk oranlarına sebep olan iki etken eğitim veri 

setinin yetersiz olması ve hastalığın ön planda olmaması olarak belirlenmiştir. İncelenen 

makaleler ve gözden geçirilen çalışmalar sonucunda hastalığın ön plana çıkarılması gerektiği 

kararlaştırılmıştır. Alınan karar doğrultusunda 2. Özgünlük kısmında belirtilen veri çoğaltma 

teknikleri ve filtreler ham eğitim veri setine uygulanarak eğitim veri seti çoğaltılmıştır. 

 

Veri setine, belirlenen filtreler uygulandıktan sonra eğitim ve test işlemleri 

gerçekleştirilmiştir. Elde edilen sonuçlar aşağıdaki tabloda gösterilmektedir.  

 

 

Hastalıklar Etiketler Etiketler Ait Sayılar 

Akut Apandisit ile Uyumlu 1 5063 

Akut Kolesistit ile Uyumlu 2 4692 

Akut Pankreatit ile Uyumlu 3 6430 

Böbrek Taşı 4 2049 

Üreter Taşı 4 2049 

Akut Divertikülit ile Uyumlu 5 1081 

Abdominal Aort Anevrizma 6 9767 

Abdominal Aort Diseksiyon 6 9767 
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Tablo 3. Seçilen filtreler uygulandıktan sonura yapılan eğitim ve test iĢlemlerinin sonucu 

Model Doğruluk 
Doğrulama 

Doğruluğu 
Kayıp 

Doğrulama 

Kaybı 

YOLO-v4 0.91 0.84 0.50 0.37 

Faster R-CNN 0.72 0.67 0.63 0.53 

SSD 0.84 0.79 0.45 0.36 

 

Sınıflandırma işlrminin performansını değerlendirmek önemli bir adımdır. Bu nedenle 

karışıklık matrisi oluşturulmuş ve bazı kriterler incelenmiştir. 

 
Tablo 4. KarıĢıklı matrisi [9] 

 
 

Gerçek Sınıf 

Tahmin Sınıfı 

 Pozitif Negatif 

Pozitif Doğru Pozitif (TP) Yanlış Negatif (FN) 

Negatif Yanlış Pozitif (FP) Doğru Negaitf (TN) 

 

TP (True Positive/ Gerçek Pozitif): Gerçek değerleri 1 olarak sınıflandırılmaktadır. Gerçek 

pozitif, 1 olarak sınıflandırılan ve gerçekten 1 olan değerlerin sayısıdır. 

 

TN (True Negative/ Gerçek Negatif): Gerçek olmayan değerleri 0 olarak 

sınıflandırılmaktadır. 0 olarak sınıflandırılan ve gerçekten de 0 olan değerlerin sayısıdır. 

 

FP (False Positive/ YanlıĢ Pozitif): 1 olarak sınıflandırılan fakat gerçekte 0 olan değerlerin 

sayısıdır. 

 

FN (False Negative/ YanlıĢ Negatif): 0 olarak sınıflandırılan fakat gerçekte 1 olan değerlerin 

sayısıdır. 

 

Genel performansın bir göstergesini vermek için doğruluk oranı bulunmalıdır. 

 

          
     

           
 

 

Tek başına doğruluk, yanlış sınıflandırma hakkında yeterli bilgiyi sunmamaktadır. Duyarlılık 

ve özgüllük, dengesiz bir veri setinde analiz yapılmasını sağlayan istatistiksel ölçümlerdir [9].  

 

Duyarlılık, doğru şekilde tanımlanmış olan gerçek pozitiflerin oranını ölçmektedir [9]. 

 

            
  

     
 

 

Özgüllük, doğru şekilde tanımlanmış negatiflerin oranını ölçmektedir [9]. 

 

          
  

     
 

 

6 farklı  sınıfa ait eğitim çıktımızın sonucunda aşağıdaki tablo doldurulmuştur. 
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Tablo 5. Eğitim sonucunda 6 farklı sınıfın TP ve FP değerleri 

Sınıflar TP (Doğru Pozitif) FP (Yanlış Pozitif) 

Akut Apandisit ile 
Uyumlu 

769 218 

Akut Kolesistit ile 
Uyumlu 

933 110 

Akut Pankreatit ile 
Uyumlu 

1247 261 

Böbrek Taşı Üreter Taşı 368 164 

Akut Divertikulit ile 
Uyumlu 

157 27 

Abdominal Aort 
Anevrizma Diseksiyon 

1952 82 

 

 

3.2. Seçilen Algoritmanın Açıklanması 

YOLO (You Only Look Once / Sadece Bir Kez Bak), algılama ve sınıflandırmayı içeren tek 

adımlı bir süreç oluşturmak için geliştirilen modeldir [10]. YOLO, tek bir sinir ağı ile 

problemi uçtan uça iyileştirme yaparak doğrudan algılama performansına göre nesne tespiti 

yapmaktadır [11]. Özellikle son yıllarda nesne tespiti konusunda popüler olan algoritmalardan 

biridir. Nesne tespitinde hız önemli bir kavramdır [12]. YOLO'nun en hızlı mimarisi 45 

FPS'ye ulaşabilir ve daha küçük bir sürümü olan Tiny-YOLO, GPU'lu bir bilgisayarda 244 

FPS'ye (Tiny YOLO-V2) ulaşmaktadır [10]. 

 

 

Model, özellik çıkarma için 24 evrişim katmanından ve ardından sınırlayıcı kutu koordi-

natlarını ve ilgili nesne olasılıklarını öngörmek için 2 tam bağlı katmandan oluşmaktadır [13]. 

YOLO‟yu diğer algoritmalardan ayıran gerçek zamanlı nesne tespiti yapmasıdır [10]. YOLO 

hem performans hem başarı oranının yüksek olması nedeniyle gerçek zamanlı nesne tespiti 

çalışmalarında tercih edilmektedir [14]. YOLO mimarisi eğitim setinde bulunan nesnelerin 

konumlarını gösteren sınırlayıcı kutuları (bounding box) bulmak için giriş görüntüsünü S × S 

boyutunda ızgara (grid) şeklinde bölmüştür. Daha sonra her bir ızgara hücresi için bir nesne 

tanımı yapmıştır. Bir birine komşu ve aynı sınıfı gösteren ızgarabhücresi birleştirilerek 

sınırlama kutusu elde etmiştir [15]. Algoritma, görüntüyü tek bir seferde sinir ağından 

ġekil 5. YOLO mimarisi 
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geçirerek resimdeki tüm nesnelerin sınıfını ve koordinatlarını tahmin eder. Bu tahmin işlemi-

nin temeli, nesne tespitini tek bir regresyon problemi olarak ele almalarında yatmaktadır. Her 

bir ızgara kendi içinde, alanda nesnenin olup olmadığını, varsa orta noktasının içinde olup 

olmadığını, orta noktası da içindeyse uzunluğunu, yüksekliğini ve hangi sınıftan olduğunu 

bulmakla sorumludur. Buna göre YOLO her ızgara için ayrı bir tahmin vektörü oluşturur. Bu 

vektörlerin her birinin içinde güven skoru, nesnenin orta noktasının x koordinatı, nesnenin 

orta noktasının y koordinatı, nesnenin genişliği, nesnenin yüksekliği, bağlı sınıf olasılığı, ku-

tunun nesneyi kapsayıp kapsamadığının olasılığı (nesne var mı yok mu), IoU( ground truth ile 

tahmin edilmiş kutu arasındaki IoU değeri) bulunur [16]. Bochkovskiy ve ark. tarafından 

2020 yılında en uygun hız ve doğrulukla nesne tanıma yöntemi olarak YOLO-V4 sürümü 

çıkarılmıştır. Bu modelde giriş ağı çözünürlüğü, evrişimsel katman sayısı, parametre sayısı ve 

katman çıktılarının (filtreler) sayısı arasındaki en iyi dengeyi bulmak amaçlanmıştır [17]. 

YOLO-V4 mimarisinde “mish” isimli farklı bir aktivasyon fonksiyonunun kullanıldığı 

görülmektedir [18]. 

 

 

 

 

     
 

 

 

 

 

 

 

 

 

 

 

ġekil 7. Test iĢlemi sonucundaki etiketli verilerden bazı örnekler 

ġekil 6. Aktivasyon fonksiyonlarının grafikleri 
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4. Deney ve Eğitim AĢamalarında Kullanılan Veri Setleri 

 

Paylaşılan verilerin istenilenden daha düşük oranda doğruluk oranı vermesinin ardından 

literatür araştırmaları yoğunlaştırılmıştır. Veri sayısının yetersiz olması saptanılan ilk 

sorundur. Bu nedenle çevre hastanelerden ve sağlık kurumlarından veri talep edilmiştir. 

Olumsuz geri dönüşler nedeniyle başka çözüm yolları aranmış ve veri arttırma işlemleri 

kullanılmıştır. Veri arttırma işleminde kullanılan filtreler ayrıntılı bir şekilde 2. Özgünlük 

kısmında ve filtrelerin kullanıldığı verilerle yapılan eğitim ve test işlmeleri 3.1 Eğitim ve 

Test Sonuçları kısmında belirtilmiştir.  

 

Paylaşılan verilerdeki .xlsx uzantılı belge Python Jupyter Notebook ortamına çekilmiş ve 

ayrıntılı bir şekilde incelenmiştir.  

 

 
ġekil 8. PaylaĢılan excel  belgesinin Python ortamındaki görüntüsü 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
ġekil 9. Veri setindeki hastalıkların dağılımı 
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