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Proje Konusu
Proje konunuzu asagidaki listeden seginiz.

Hareket izleme ve destek sistemleri

Kronik hastalik takibine yonelik giyilebilir teknolojiler

Gorme engelli bireyler i¢in hastane i¢i yonlendirme sistemleri
Gereksiz antibiyotik kullammim azaltmaya yonelik teknolojiler
Nefes bilesenlerinden hastalik teshisi yapabilen sistemler
Fiziksel tip ve rehabilitasyona yonelik teknolojiler

Ortez ve protez teknolojileri

Hastalik teshisine yonelik karar destek sistemleri
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1. Problem Tammmu ve Mevcut Durum Degerlendirmesi
Parkinson hastaligi (PH), dopamin ireten hiicrelerin kaybi veya yikimindan kaynaklanan
dejeneratif kronik bir beyin hastaligidir. PH, kismen veya tamamen motor refleks ve konugma
kaybina neden olmaktadir. Toplumda Parkinson hastaligi vakalarimn artmasiyla birlikte,
hastaligin erken tam ve teshisinin dnemi artmugtir. Ozellikle erken tami ile baslanan erken tedavi
ile hastalarin yagam kalitesi ve iiretken yasamda kalma siireleri oldukga artmaktadir. Gelisen
yazilim teknolojisi ile birlikte hekimlere yardimci bilgisayarli tam tespit uygulamalar1 her gecen
giin saglik sektoriinde artmaktadir.
Bu ¢alisma kapsaminda PH'yi erken tespit etmek i¢in konusma sesin tespit edilmesi i¢in makine
Ogrenmesi yazilimlar1 gelistirmek amaglannustir. PH’1n tespitinde konusma ses verilerinin
secilme nedeni 10 hastadan yaklasik 9'unda konugma veya ses sorunu yasanmasidir. Proje
kapsaminda, bir mikrofon yardimu ile kaydedilen konugma seslerinden, belirleyici ses
Oznitelikleri hesaplanmistir. Cikarilan 6znitelikler ile olusturulan ses veri seti temel makine
Ogrenmesi ve derin 6grenme algoritmalar: ile simiflandirilacak kisinin hastanu yoksa saglikli
bir birey mi olduguna karar verilmistir.
Parkinson hastaligi (PH), dopamin {iireten hiicrelerin kayb1 veya yikimindan kaynaklanan
dejeneratif bir beyin hastaligidir. PH, kismen veya tamamen motor refleks ve konusma kaybina
neden olan ve ayrica diisiinme, davranis ve diger onemli sinir sistemi siireclerini etkileyen
norolojik bir durumdur. PH, hastalarinin yaklasik %90'inda konusma ve motor becerileri
(yazma, denge vb.) zamanla bozulur. Parkinson Vakfi'na gore diinya gapinda 10 milyondan
fazla insan Parkinson hastaligindan muzdariptir [2]. Bu hastalig1 teshis etmek i¢in ayrintili bir
tibbi Oykil, geemis tedavi Oykiisii, fizik muayeneler, kan testleri ve beyin taramalari gereklidir.
Bu prosediirler pahal1 ve zaman aliciolabilmektedir. Toplumda Parkinson hastaligi vakalarimn
artmasiyla birlikte, hastaligin erken tam ve teshisinin 6nemi artmustir. Clinkii erken tam ile
baslanan erken tedavi ile hastalarin yagam kalitesi ve iiretken yasamda kalma siireleri ol dukga
artmaktadir. PH hastaliginin tespitinde konusma seslerindeki anormalliklerin analizi etkin bir
yaklasimdir. Ciinkii Parkinson hastaligi olan 10 hastadan yaklagik 9'unda konusma veya ses
sorunu vardir [1]. Ve bir¢ok hasta ve ailesi, disfoniyi (konusma problemi) parkinson
hastaliginin en aci verici 6zelliklerinden biri olarak gormektedir. Ayrica konusma gii¢liigiiniin
hastalarin yaklasik %90'inda en yaygin erken evre belirtileri arasinda oldugu bilinmektedir [3-
4]. Literatiirde genel olarak ses anormallikleri i¢in konusma degerlendirmesi iizerine bir¢ok
calisma yaymlanmistir [3-5]. Tablo 1’de bu calismalar ¢alismaya katilan denek sayisi, ses
verisinden 6zellik ¢ikariminda kullamlan yontem, simflandirma yontemi ve ¢alisma sonucunda
elde edilen dogruluk performansi agisindan analiz edilmis ve 6zetlenmistir.



Tablo 1. Literatiirde var olanses ile Parkinson tespiti ¢alismalarinin yontemsel analizi ve
ozeti(PH: Parkinson hastasi, S: saglikl1)

Ref. Ozellik Cikarim Yénte mi Siniflandirma Denek Sayisi Dogruluk
[3] FS SVM 31 (PD:23, H:8) 93.84
ANN 91.54
[4] PPE Kernel-SVM 31 (PD:23,H:8) 91.4
[5] Baseline, intensity, Mel Frequency Cepstral RBF-SVM 252 (PD:188, H:64) 86
Coefficients (MFCC), Formant, Bandwidth,
Vocal fold, Wavelet features and TWQT
[6] PNN KNN 98.85
SVM 71.93
RF 98.64
Naive Bayes ) ) 83.03
[7] SLGS SL 252 (PD:188, H:64) 88.71
[8] OGA LR 80 (PD:40, H:40) 84.3
SVM 88.76
KNN 89.46
[9] LFCC SVM 88 (PD:44, H:44) 95
[10] DET KNN 99 (PD:64, H:35) 94.55
[11] Relief SVM 80 (PD:40, H:40) 91.25
[12] Mam’s KNN 0.92
Linear SVM 252 (PD:188, H:64) 0.84
RBF SVM 0.85
Log-Reg 0.84
KNN 0.92
[13] Mutual Information+mRMR SVM 32 (PD:24, H:8) 92.75
[14] KMCFW CVANN 31 (PD:23, H:8) 99.52
[15] SAS NN 31 (PD:23, H:8) 92.9
[16] mRMR (ASA) CVANN 31 (PD:23, H:8) 98.12
[17] UPDRS Kernel-SVM 50 (PD:42, H:8) -
[18] RFS BFO-SVM 31 (PD:23, H:8) 97.42
[19] MFCCs Kernel-SVM 40 (PD:20, H:20) 82.5
[20] A-MCFS ANN 40 (PD:20, H:20) 86.47
SVM 89.36
KNN 90.3
SVM 87.5
DT 90.6
KNN 90.6
Naive Bayes 90.6
[22] SBS RE 32 (PD:24,H:8) 875
[23] HFCC KNN 40 (PD:20, H:20) 87.5
SVM 88
LR 71
[24] PCA RF 36 (PD:20, H:16) 82
[25] FS ANN 31 (PD:23, H:8) 100
[26] L1-RFS SVM 40 (PD:20, H:20) 98.02
[27] PEM (Performance Evaluation Method) SVM 195 (PD:147, H:48) 92.9

Proje sunus raporunda planlanan is akis plan1 ve yontem oOnerisine sadik kalinarak caligsmalar
stirdiiriilmiistiir. Ve bu proje kapsaminda gelistirilen DNN mimarisi ile ses verisinden PH tespiti
%99.926 ortalama dogruluk oram ile saglanmustir.
2. Ozgiinliik

Tablo 1’den de goriildiigii gibi onceki ¢alismalarda kullamlan veri seti 8 aragtirma diginda [6-
12] diger tiim caligsmalarda 40 veya 40'tan az kisi ile gerceklestirilmistir. [13, 14, 23, 24, 15—
22]. Saglik alaninda hastalik tespit ve siniflandirmasi igin gelistirilen yontemlerinin basarist,
tekrarlanabilirligi ve giivenilirligi, ancak ¢ok sayida goniillii denekten alinan biiyiik veri setleri
ile gelistirildiginde miimkiindiir. Ayrica onceki ¢alismalarin dogruluk performanslarinin %71-
%98.85 araliginda degistigi  goriilmektedir. Heniiz yeterli performans seviyesine
ulasilmadigindan bu alanda calismalar stirmektedir. Bu proje kapsaminda Onerilen yontemsel
yaklasimla literatiire katkisi ve 6zgiin yonleri



Caligmada literatiirde var olan en biiylik PH ses verisi olan Sakar ve ark. yayinladig:
Parkinson UCI veri seti [5] kullanilmustir.

Veri seti veri madenciligi yontemleri uygulanarak analiz edilecek ve uyumsuz (outliner)
veriler ayiklanmustir.

Siniflandirma bagarisini arttirmak ve hesaplama siiresini azaltmak i¢cin NCA o6zellik se¢im
yontemi kullanilmustir

Ozellik kiimesi yardimu ile hastalik tespiti icin temel makine dgrenmesi ve yontemlerinin
disinda derin ag mimarisi tasarlanarak sistem basarisi % 99.926 lizerine ¢ikarilmustir.

3. Yontem

Proje kapsaminda yapilacak is adimlar1 yontem akis semast ile Sekil 1’de sunulmustur. Proje
kapsaminda yapilacak isler paketlere ayrilmis ve ayrintili olarak agiklanmaya caligilmustir.
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Sekil 1. Yontemsel akis semasi
3.1. Kullamlan dataset ve 6zellik kiimesi

Bu c¢alismada kullanilan PH veri seti [5] toplamda 252 denekten toplanan ses verilerini
icermektedir. Bu veriler Istanbul Universitesi Cerrahpasa Tip Fakiiltesi Noroloji Anabilim
Dali'ndaki uzmanlar tarafindan yaslar1 33 ile 87 arasinda degisen 188 Parkinson hastas1 (107
erkek ve 81 kadin) ve yaslar1 41 ile 82 arasinda degisen 64 saglikli bireyden (23 erkek ve 41
kadin) toplanmustir. Veri toplama islemi 44,1 kHz o6rnekleme hzinda bir mikrofon ile
yapilmustir. Veri toplama esnasinda her denegin 'a' iinliisiinii ii¢ kez seslendirmesi istenmis ve
veriler kaydedilmistir [5]. Toplanan ses verilerinden 752 adet 6zellik ¢ikarilmistir (Tablo 2).
Ozellik ¢ikariminda kullamlan yontemler; taban cizgisi, yogunluk, Mel Frekans Cepstral
Katsayilar1 (MFCC), Formant, Bant Genisligi, Vokal kivrim, Wavelet 6zellikleri ve TWQT
ozellikleridir [5].
Table 2. Ozellik kiimesi ve 6zellik sayisi [5]

Ozellik
Temel ozellikler

B
Performans Degerlendirme Seniflandirma

Ozellik Cikarimi

Olciilen deger
Titresim varyantlari
Isiltli varyantlar
Temel frekans parametreleri
Uyum parametreleri
Tekrarlama Donemi Yogunluk Entropisi
Detrended Dalgalanma Analizi (DFA)
Saha Periyodu Entropisi (PPE)
Yogunluk Parametreleri
Formant Frekanslar
Bant genisligi

Ozellik sayis1
23

Zaman frekansi 6zellikleri 10

Mel Frekans Cepstral Katsayilar

MFCC'ler

84

Dalgack Déniistimii Tabanh
Ozellikler

FO ile ilgili dalgacik doniisiimi (WT)

181

TQWT Features

431
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Vokal kivrm  6zellikleri Glottis Bolimii (GQ) 23
Glottal - Giirtilti Uyarmm (GNE)
Vokal Fold Uyarma Oram (VFER)
Ampirik Mod Ayristrma (EMD)

3.2. Ozellik Secimi
752 tane dznitelik kiimesi icerisinde yer alan ayirt edici 6znitelikler NCA yontemi ile se¢ilmistir
NCA en ¢ok kullamlan 6znitelik se¢cim yontemlerinden biridir. NCA'daki her bir 6zelligin
onemini ac¢iklamak i¢in agirliklar kullamlir. NCA’da, 6zellik agirliklarimi agirliklar: belirlemek
i¢iniistel bir ¢ekirdek islevi ve Manhattan mesafe tabanli uygunluk islevi kullanilir. Tiim 6zellik
agirliklarina baglangigta sabit bir pozitif tam say1 (genellikle bir) atamr. Agirliklar, stokastik
gradyan inisi (SGD) yontemi kullanilarak giincellenir. NCA, pozitif agirlikli 6zellikler iiretir.
NCA algoritmasimin en Onemli avantaji, her Oznitelige pozitif bir agirlik atamasidir.
Denklemlerde [1], NCA algoritmasi agiklanmustir [29].

S = {Cy,y1), o, &y, -, (o, yu)} (1)
N gozlem igeren bir egitim seti ile ¢ok siifli bir simflandirmadir. Burada x; Ozellik
vektorleridir, y; € {1,2,3, ..., c} sinif etiketleridir ve ¢ siniflarin sayisim temsil eder. Rastgele
secimi kullanan NCA siirecinde tim S Ogelerinin bir referans noktasi olarak kullanilmasi
miimkiindiir. X i¢in referans noktas1 olarak S'den x; noktasim segme olasiligi P(Ref(x) =
xj|S), xj uzaklik fonksiyonu d,, .d,, ile 6l¢iildiigii gibi X'e daha yakinsa daha yiiksektir
denklem 2'de agiklanmustir.

dw(xiﬁxj) = Zf=1 Wrz |xir - xjrl (2)
Denklem 2'te w, 6zellik agirliklaridir. P(Ref (x)) Denklem 3'te agiklanmustir. Denklem 3'te
verilenk degeri bir ¢ekirdek veya d,, (xi, Xj ) kii¢iik oldugunda biiyiik degerler alan bir benzerlik
fonksiyonudur.

N _ k(@w(xxj))

P(Ref(x) = x;]$) = S k(d () (©)
752 6znitelik ile Sakar'in PH veri seti, NCA 0Oznitelik secici ile en ayirt edici 256 6zniteligi
secmek i¢in kullamlmistir. NCA yonteminin gelistirilen Matlab kod blogu asagida yer
almaktadir.

B R e e e o b e e o e e e R o S e e e e e R e R e e e R e e e e e e e e T e R R e e R e e R e R e

%% NCA metoduile 6zellik se¢imi

** *% **xk ** * ***k *%* **xk

X=pdspeechfeatures(:,[3:754]); %% Ozellik matrisi (Veri boyutu 756X752 adet)

y=pdspeechfeatures(:,755); %% Simf vektori

mdl=fscnca(X,y, Solver','sgd','\Verbose',1); %% NCA mimarisi

xx=mdl.FeatureWeights;

[aa,ind]=sort(xx, desc");

fori=1:256 %% 256 adet en yiiksek agirlikli 6zellikler ile yeni veri kiimesini olustur.
son_dataset(:,i)=X(:,ind(i));

end

son_dataeset(:,i+1)=y;

*kkkkhkikk *kk *kk KKk KKk *kk *kk * *x *k*k *k*k *kk *kk KKk

3.3. Smiflandirma Yontemleri

Parkinson hastaligimin sesle tespiti i¢in bes farkli makina 6grenme algoritmasi (LD, NB, DT,
DVM, RF) ve bir adet derin sinir ag1 (DNN) mimarisi kullanilmistir. Kullanmlan yontemler sirasi
ile kisaca Ozetlenmistir.

Destek Vektor Makineleri (DVM'ler), az sayida 6grenme modeli lizerinde yiiksek diizeyde bir
genelleme elde etmek i¢in Yapisal Risk Minimizasyonunun (SRM) endiiktif ilkesini kullanan
ogrenen makinelerdir. DVM, degerlendirilmesi zor olan karmasik veri kiimelerindeki kaliplar
tammlamak icin etkili bir 6grenme yontemidir [28]. Destek vektor makinesi algoritmasi, veri
noktalarim acgik¢a simflandiran N boyutlu bir uzayda (N — 6zellik sayis1) bir hiperdiizlem arar.
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Veri noktalarinin sinmiflarim ayirmak icin kullamlabilecek ¢ok sayida olasi hiperdiizlem vardir.
Amag, en bilyliik marj1 olan, yani her bir siniftaki veri noktalar1 arasindaki en biiyiik uzaklig1
olan ucaklar1 bulmaktir [28]. Karar Agaci (DT), verilerin belirli bir parametreye gore siirekli
olarak boliindiigli bir tlir denetimli makine Ogrenimidir. Agact aciklamak ig¢in iki varlik
kullanilabilir: karar diigiimleri ve yapraklar. Karar agaglari, simflandirma modellerinde en
yaygin kullamlan yontemlerden biridir. Clinkii yapilandirmas1 ve kavramasi daha basit bir
tekniktir, model seffafligi verir ve gorsel bir sunuma sahiptir [29]. K-En Yakin Komsu (KNN)
yontemi, parametrik olmayan bir simflandirma algoritmasidir. KNN modeli, temel
matematiksel temellere dayandi@ i¢in kolaydir. Ve birgok endiistride yaygin olarak
kullanilmaktadir. Temel ilke, bilinmeyen bir degiskenin simfinin en yakin komsularimnkiyle
aym olacag varsayimina dayamr. Tahmin sonucunu hesaplamak i¢in egitim veri kiimesindeki
en yakin k elemanin mevcut durumlarinin ortalamasi kullanilir. Komsu sayis1 metot adindaki
"k" harfi ile belirtilir. Optimum siniflandirma veya tahminin belirlenmesi s6z konusu oldugunda
k sayis1 ¢cok onemlidir. Dogru k sayisim se¢cmek i¢in deneme yanilma veya ¢apraz dogrulama
yaklasimlarim kullanabilir [30]. Veri sinifi, egitim setinin en yakin mesafesi olarak hesaplanan
k veri noktasinmin ortalamasi alinarak belirlenir. Bulunan deger yorumlanmadan 6nce esik degeri
hesaplamr. Lineer Discriminant (LD), kategorik bir bagimli degisken ile birden fazla bagimsiz
degisken arasinda bir iliski tanimlamaktir. LD analizinde iki gruplu problemler nispeten
kolaydir. Denekleri iki grup arasinda ayirt etmek i¢in iki grubun araglarindan gecen bir lineer
diskriminant fonksiyonu tammlamr. Ikiden fazla grup oldugunda, simflandirma problemi igin
grup sayist eksi bir fonksiyon tanimu yapilir. Dogrusal diskriminant analizi her grup icin ayri
ayr1 degerlendirilir. A¢iklayici degiskenlerin, esit kovaryans matrisleriyle normal bir dagilima
sahip oldugu varsayilir. Her durumda bagimsiz bir degisken i¢in tahmin edilen katsayi, olayin
o degisken tlizerindeki puam ile ¢arpilir ve bu sonuglar sabite eklenir. Sonug¢, durum igin
diskriminant skorunu verir. Rastgele Orman (RF) modeli, birden ¢ok karar agacindan olusan
bir karar toplulugu (orman) olusturma yontemidir. RF modeli yiizlerce karar agacimin bir
birlesimidir ve kapsaml1 bir sonu¢ elde etmek icin, karar agacimin nihai sonucunu iiretmek ic¢in
tim agaglardan alinan karar sonuglar1 cogunluk oylama yontemi ile degerlendirilir [ 34].

PH ses oznitelik veri setinin simflandirilmast i¢in tek boyutlu Derin Sinir Ag1 (DNN) modeli
olusturulmustur. Ag toplamda 7 katmandan olusmaktadir. Giris katmam, seg¢ilen 6zelliklerin
girildigi  katmandir. Veriler, giris katmaninda z-skor normalizasyonu kullanilarak
normallestirildi. Daha sonra, ¢iktt boyutu 50 olan tam baglantil1 bir katman, ardindan bir toplu
normallestirme katmant ve bir ReLU katmam eklendi. Toplu normallestirme katmam, 6grenme
stirecini stabilize eder ve derin aglar olusturmak i¢in gereken egitim dongiilerinin sayisim
onemli Olglide azaltir [35]. Tablo 3, siniflandiricilarin hiper parametresinin bir dokiimiinii
vermektedir.

Tablo 3. Onerilen siniflandirma algoritmalarinda kullanilan tasarim parametreleri

DT KNN DVM DNN
Type: Fine Type: Fine Type: Linear Feature Input Layer
(numFeatures,'Normalization', 'zscore’)
SplitCriterion:Deviance Distance : Cityblock Standardize :True Fully Connected Layer :50
Maximum Splits: 100 Number of Neighbors : 1 Kernel Fonk : Polynomial Batch Normalization Layer
Surrogate: off Distance Weight : Equal Polynomial Order : 3 Relu Layer
Standardize: True Kernel Scale: Auto Fully Connected Layer :numClass
Box Constraint Level : 1 Softmax Layer
LD NB Classification Layer
Multiclass method : Kernel Fuction: Gaussion
One vs One
Iteration limit: 1000

Kullanilan simflandirma yontemlerine iliskin gelistirilen Matlab kod blogu asagida yer
almaktadir.
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%% ML ve DNN Siniflandirma yontemlerine ait toplu kod blogu

B R e s s e e e s b s e e e b e b e b s e e e R R e e e R e R e R e R e R e e R e e R

inputTable = array2table(trainingData, classificationEnsemble = fitcensemble(...

'VariableNames', {'column 1°', .. predictors,

'column_257'}); response,

predictorNames = {'column 1', 'Method', 'RUSBoost',

.., 'column 256'}; 'NumLearningCycles', 30,

predictors = inputTable(:, predictorNames) ; 'Learners', template,

response = inputTable.column 257; 'LearnRate', 0.1,

isCategoricalPredictor = [false, .. ]; 'ClassNames', [0; 11):

% Siniflandirici Algoritma EJitimi % Tahmin isleviyle sonug¢ yapisini olusturma

$Karar AJaci Algoritmasi predictorExtractionFcn = @(x) array2table (x,

classificationTree = fitctree(... 'VariableNames', predictorNames) ;
predictors, ... treePredictFcn = @ (x)
response, ... predict (classificationTree, x);
'SplitCriterion', 'gdi', ... trainedClassifier.predictFcn = @ (x)
'MaxNumSplits', 100, ... treePredictFcn (predictorExtractionFcn (x));
'Surrogate', 'off', ... trainedClassifier.ClassificationTree =
'ClassNames', [0; 11); classificationTree;

%DVM Algoritmasi % Tahmin edicileri ve yaniti iretin

classificationSVM = fitcsvm(... inputTable = array2table(trainingData,
predictors, ... 'VariableNames', {'column 1',..column 257'});
response, ... predictorNames = {'column 1',..'column 256'};
'KernelFunction', 'polynomial', ... predictors = inputTable(:, predictorNames) ;
'PolynomialOrder', 2, ... response = inputTable.column_257;
'KernelScale', 'auto', ... isCategoricalPredictor = [false, .. falsel;
'BoxConstraint', 1, ... % Capraz dodgrulama gerceklestirme
'Standardize', true, ... partitionedModel =
'ClassNames', [0; 11); crossval (trainedClassifier.ClassificationTre

$KNN Algoritmasi e, 'KFold', 20);

classificationKNN = fitcknn(... $Dogrulama tahminleri hesaplama
predictors, ... [validationPredictions, validationScores] =
response, ... kfoldPredict (partitionedModel) ;
'Distance', 'Euclidean',6 ... validationAccuracy = 1 -
'Exponent', [], ... kfoldLoss (partitionedModel, 'LossFun',

'NumNeighbors', 1,

5070 'ClassifError")y;
'DistanceWeight', 'Equal',

'Standardize', true, ... % DNN Algoritmasi
'ClassNames', [0; 1]); numFeatures = size(tbl,2) - 1;
$NB Algoritmasi numClasses = numel (classNames) ;
classificationDiscriminant = fitcdiscr(... layers =
predictors, response, ... [featureInputLayer (numFeatures, 'Normalizatio
'DiscrimType', 'linear', . n', 'zscore')
'Gamma', 0, FillCoeffs', 'off', ... fullyConnectedLayer (50)
'ClassNames', [0; 11); batchNormalizationLayer
distributionNames = repmat ({'Kernel'}, 1, relulayer
length (isCategoricalPredictor)); fullyConnectedLayer (numClasses)
distributionNames (isCategoricalPredictor) = softmaxLayer
{'mvmn'}; classificationLayer];
if any(strcmp (distributionNames, 'Kernel')) miniBatchSize = 16;
classificationNaiveBayes = fitcnb (... options = trainingOptions ('adam',
predictors, response, ... 'MiniBatchSize',miniBatchSize,
'Kernel', 'Normal', ... 'Shuffle', 'every-epoch', .
'Support', 'Unbounded', ... 'ValidationData',tblValidation,
'DistributionNames’', 'Verbose', false) ;
distributionNames, ... net =
'ClassNames', [0; 11); trainNetwork (tblTrain, labelName, layers, optio
else ns) ;
classificationNaiveBayes = fitcnb (...
predictors, ... YPred = classify(net,tblTrain(:,1l:end-
response, ... 1), '"MiniBatchSize',miniBatchSize) ;
'DistributionNames’',
distributionNames, ... YTest = tblTest{:, labelName};
'ClassNames', [0; 11); accuracy = sum(YPred == YTest) /numel (YTest) ;
end figure
$RF Algoritmasi confusionchart (YTest, YPred)

template = templateTree (...
'MaxNumSplits', 20);
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3.4. Performasn degerlendirme yoéntemleri
PH erken tespiti i¢in makine Ogrenimi algoritmalarinin performansim karsilastirmak igin
hassasiyet, hassasiyet, dogruluk gibi ¢esitli standart degerlendirme metodolojileri kullandik.
Kullanilan performans degerlendirme olgiitleri Tablo 4'de verilmistir [29, 36]. Gergek pozitif
(TP), gercek negatif (TN), yanlis pozitif (FP) ve yanlis negatif (FN) i¢in performans metrikleri
icin bir tahmin yapilmustir.
Table4. Performans metrikleri

Performans Metrigi Kisaltma Esitlik Aciklama

Pozitif tahmin degeri PPV TP Pozitif oldugu tahmin edilen tiim numuneler iginde
Precision TP + FP dogru tahmin edilen pozitif numunelerin orani.

Negatif Tahmin Degeri TN Negatif oldugu tahmin edilen tim numuneler ig¢inde
NPV TN + FN dogru tahmin edilen negatif numunelerin orani.

Gergek Pozitif Oran TPR TP TP sonuglarmm toplam gergek pozitif numune sayisna
Sensitivity TP + FN oran.

Gergek Negatif Oran TNR TN TP sonuglarmmn toplam gercek negatif Orneklerin
Specificity TN + FP sayisina orani

Cok smifli Dogruluk TP + TN Yontemle yapilan dogru tahmin sayismm, yapilan
ACC TP+TN + FP + FN toplam tahmin sayisma orant

F1-Skoru PPV * TPR PPV ve TPR puanlar1 arasmdaki agirlikli ortalama.
7 * PPV T TPR

MCC-Matthews max([(TP *TN) — FP «FN)/((TP + FP) « P « N = (TN

korelasyon katsayisi MCC + FN))*0.5], [((TP +FP) *P* N =x (TN

+ FN))*0.5])
Siniflandirma yontemlerinin performans kriterlerinin hesaplanmasi i¢in gelistirilen Matlab kod
blogu asagida yer almaktadir.
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%% Performans metriklerinin hesaplanmakod blogu

*hkkkhkikk *kk *kxk KKk *kk *kk *k*k *kk *x *k*k *kxk *k*k *k*k *kk

tahmin=validationPredictions;

cevap=response;

C=confusionmat (cevap, tahmin) ;

[m,n]=size(C); gm(k)=1;

for i=1:m
rr(i)=C(i,1i)/sum(C(i,:));
pp(i)=C(i,1i)/sum(C(:,1));
gm (k) =gm (k) *rr (i) ;

end

R(k)=mean (rr); P (k)=mean (pp); gm(k)=gm (k)" (1/m); dogru(k)=validationAccuracy;

Fl=(2.*P.*R) ./ (P+R);

*k*x **kx **k* **kx * ** **k* **kx

3.5. Deneysel uygulama sonuglari

Calismada 3.60 GHz Intel i7-7700 CPU, Windows 10 ve 16 GB RAM'e sahip bir bilgisayar
kullamlmstir. ~ Onerilen yontemsel yaklagimi uygulamak i¢in Matlab 2020 progranu
kullamlmustir.  Bu veri setinin %10 ¢apraz dogrulama uygulanmistir. Ve her bir siniflandirma
algoritmast 100 kez ¢alistirilarak dogruluk, hassasiyet, 6zgiinliik ve duyarlilik degerleri i¢in en
lyli, minimum, ortalama deger ve standart sapma degerleri hesaplanmistir ve Tablo 5 ‘de
sunulmustur.

Tablo 5. Simflandirma yontemlerinin performansi

Simflandirici Metrik Dogruluk Duvarhilik Ozgiinliik Keskinlik F1
LD En ivi 84.656 79.586 80.956 80.606 80.265
Minimum 81.216 75.219 75.731 74.906 75.474
Ortalama 82.746 77.200 77.882 77.248 77.539
Standart Sapma 0.681 0.880 0.8770 0.954 0.854
KNN En iyi 94.179 92.699 91.805 91.678 92.250
Minimum 91.931 90.324 89.284 89.009 89.971
Ortalama 93.099 92.528 90.979 90.793 91.747
Standart Sapma 0.473 0.274 0.286 0.299 0.270
DT En iyi 83.068 77.679 77.487 76.653 77.583
Minimum 76.984 69.827 69.919 67.741 70.156
Ortalama 79.640 73.162 73.065 71.813 73.111
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Standart Sapma 1.174 1.546 1.479 1.693 1.467
DWM En iyi 90.211 88.832 84.851 84.149 86.653
Minimum 87.698 84.811 81.621 80.440 83.185
Ortalama 89.230 87.347 83.254 82.359 85.250
Standart Sapma 0.460 0.679 0.712 0.809 0.649
RF En ivi 87.830 83.400 86.425 86.400 84.765
Minimum 83.730 78.429 81.366 81.224 79.870
Ortalama 85.521 80.581 83.719 83.634 82.119
Standart Sapma 0.829 0.994 1.054 1.080 1.002
NB En ivi 78.703 71.745 70.090 68.006 70.738
Minimum 76.719 68.935 67.564 64.804 68.242
Ortalama 77.706 70.336 68.826 66.415 69.573
Standart Sapma 0.412 0.586 0.556 0.682 0.560
DNN En iyi 100 100 100 100 100
Minimum 99.705 100 100 100 100
Ortalama 99,926 100 100 100 100
Standart Sapma 0.103 0 0 0 0

Ayrica smiflandirma modelimizin dogru ve yanlis tahmin sayisint gosteren her simiflandirici

icin karisiklik (confusion) matrisleri elde edilmis ve Sekil 2'de verilmistir.

KNN

LD

DVM

DT

NB

RF

DNN

True Class

o

Predicted Class

1

Sekil 2. Simflandirmamn karisiklik matrisleri
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PH erken tam calismasinda LD, KNN, DT, DVM, RF, NB ve DNN simflandirma yontemleri
sirastyla %82.746, %93.099, %79.640, %89.230, %85.521, %77.706, %99.926 olarak elde
edilmistir. En yiiksek basari ise DNN ve KNN yontemi ile elde edilmistir.

4. Uygulanabilirlik ve Ticarilesme Potansiyeli
Bu ¢aligsmada, 6nerilen yontemin performansi ayni veri seti kullanan Sakar ve ark. [5] ve Tuncer
et. al.[12] in¢alismalari ile kargilastirilmugtir (Tablo 6). Sakar [5] ve Tuncer [12] ¢alismalarinda
siniflandirma algoritmasi olarak KNN, Log-Reg, lineer DVM ve RBF DVM simiflandiricilarim
kullanmiglardir. Sakar [5] en yiiksek basariyr %86 dogrulukla RBF—DVM yontemiyle elde
etmistir. Tuncer ise Onerdigi yontemle en yiiksek basari oramm %92 dogrulukla KNN
siniflandiricisina aittir. Bu ¢aligmada ise en yiiksek basar1 %99.926 ortalama dogrulukla DNN
yontemi ile elde edilmistir.
Tablo 6. Simflandirma yontemlerinin performans karsilastirmasi

Referans Kullanilan Yontem Dogruluk (%) F1 Skor
Sakar [5] KNN 0.84 0.83
Linear DVM 0.83 0.82
RBF DVM 0.86 0.84
Log-Reg 0.85 0.84
Tuncer [12] KNN 0.92 0.90
Linear DVM 0.84 0.82
RBF DVM 0.85 0.78
Log-Reg 0.84 0.78
LD 82.746 77.539
KNN 93.099 91.747
Onerilen Yontem bT 79.640 73111
DVM 89.230 85.250
RF 85.521 82.119
NB 77.706 69.573
DNN 99.926 100

Tablo 6’da bu ¢aligmada onerilen DNN yontemin, Sakar'in 6nerdigi en yiiksek dogruluk alinan
yontemden %13.926, Tuncer'in Onerdigi yontemden ise %7.926 daha yiiksek oldugu
gosterilmistir. Bu nedenle, 6nerdigimiz yontemsel yaklasimin PH'yi tespit etmede daha etkili
oldugunu gostermistir. Gelistirilen metodik yaklasimin, klinik uygulamalarda uzmanlara
yardimct olan bir karar destek mekanizmasi olabilen yiiksek diizeyde basar1 sagladig
kamtlanmustir.

Saglik alaninda hastalik tespit karar destek yazilimlar1 / platformlarim tiimii heniiz laboratuvar
Olgekli test agamasindadir, hastanelerde aktif olarak uygulamaya dahil degillerdir. PH’nin ses
verisinden tespiti konunda heniiz ticarilesmis bir yazilim mevcut degildir. Ancak 6nerdigimiz
yontemin telefon application haline doniistiiriilmesi i¢in ¢alismalarimiz siirecektir. Bu da
yazilimimiz sayesinde insanlarin telefon mikrofonlarimi kullanarak giinliik yasamda basit bir 6n
PH tam kitine sahip olacak ve bdylece yasama hizli uygulanabilir olacaktir. Bu application
sayesinde uygulama sonucunda kisi PH olarak tespit edilirse uzmanlara bagvurmalari
konusunda tesvik olusturulmus olacaktir. Erken taninin 6nii agilacaktir.
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