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KISALTMALAR 

ÜÇA: Üretken Çekişmeli Ağlar 

ÖTR: Ön Tasarım Raporu  

YOLO: You Only Look Once 

UAP: Uçan Araba Park Alanı 

UAİ: Uçan Ambulans İniş Alanı 

ESA: Evrişimli Sinir Ağı 
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1. TAKIM ŞEMASI 

Takımımız, 4 Yazılım ve 1 Elektrik Elektronik Mühendisliği disiplinlerinde öğrenim gören öğrencilerden 
oluşmaktadır. Takım danışmanlığı, Yazılım Mühendisliği Ana Bilim Dalında öğretim üyesi olarak çalışan 
bir akademisyen tarafından yürütülmektedir. Takım üyelerinin Teknofest kapsamında düzenlenen 
Ulaşımda Yapay Zekâ, Tarımsal İnsansız Kara Aracı ve Karma Sürü Simülasyon kategorilerinde daha 
önce yarışma tecrübeleri bulunmaktadır. Takım şeması şekil 1.1’de verilmiştir. 

 

 

Şekil 1.1. Takım Şeması 
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2. PROJE MEVCUT DURUM DEĞERLENDİRMESİ 

Model geliştirme süreçleri ÖTR yazılırken olabildiğince mümkün tercihler yapılmıştı, bu nedenle ÖTR 
aşamasında hazırlanan proje takvimi uyarınca hareket edildiğinde büyük bir sorun yaşanmadan 
hedeflere ulaşılmıştır. 

Temel model algoritmaları denenmiş olup verimliliklerine göre YOLOv5 [1] modelinin daha verimli olduğu 
görülmüştür. YOLOv5, veri seti eğitimi ve testi süresinde tüm imgeyi görmektedir. Böylece sınıflar ve 
görünümleriyle ilgili bağlamsal bilgileri örtük olarak kodlamaktadır. YOLO algoritmasının beşinci 
versiyonunu kullanmamızdaki neden ise, YOLOv5 PyTorch [2]  framework üzerinden çalışan ilk YOLO 
modelidir. Anlaması daha kolay ve basit olan Pythonic yapıda olması sebebiyle Python içerisindeki 
çeşitli kütüphanelerle daha uyumlu çalışan ve grafik işlem birimi kullanarak daha hızlı deneyim sunan 
PyTorch ile YOLOv5 daha hızlı çalışmaktadır. 

ÖTR’de ayrıyeten belirttiğimiz YoloR [3] ve YoloX [4] nesne tanıma modelleri oluşturuldu, özgün olarak 
oluşturulan veri seti üzerinde eğitim gerçekleştirildi ve olası zayıflıklar belirlendi. Teknofest tarafından 
sağlanan örnek video ile testler yapıldı, sonuçlar analiz edildi. Ön ve son işleme algoritmalarının sisteme 
entegre edilip, test edilmesi kararlaştırıldı. 

Alternatif olarak kullanılması planlanan ve temel modellere hibrit olarak entegre edilmesi planlanan SAHI 
algoritması [5] ile denemeler devam etmektedir.  

UAP ve UAİ durumlarını belirleyen model için, ön işleme ile modelin yükünü azaltmaya yönelik 
çalışmalar yapılarak, deneyler sonucu belirli bir eşik değer belirlenip sınırlayıcı kutunun en boy oranını 
kullanarak iniş alanlarının sınıflandırma algoritması kullanılmadan elenme işlemini yapacak bir metod 
belirlendi, gerekli istatistikler çıkartıldı ve incelendi. Sonuçlar kısmında detaylandırılacak. 

Geliştirmekte olduğumuz modelde, eğitim aşamasından sonra Algısal Özet Fonksiyonu (Perceptual 
Hash) kullanılmıştır. Bu fonksiyonu kullanmadaki amacımız; test doğruluk oranını kabul edilebilir bir 
oranda tutup çalışma süresini azaltmaktı fakat yarışma alanında paylaşılan verileri test ederken 
çevrimdışı bir ortam olduğundan Algısal Özet Fonksiyonunun kullanımından vazgeçilmiştir. 

Yarışma sırasında kullanılacak donanımlar kararlaştırıldı. Veri setini çeşitlendirmek için dron alınması 
kararlaştırıldı. Yarışma şartlarına uygun irtifalarda Elâzığ taşıt trafiğinde ve Fırat Üniversitesi 
kampüsünde çekimler yapılarak özgün veri setine eklemeler yapıldı. Google Colab Pro üyeliği satın 
alınarak YOLO mimarileri için eğitimler gerçekleştirilmiştir. Yarışma esnasında bilgisayar üzerinde 
koşturacağımız YOLO mimarisinin ön eğitilmiş halini kullanmak için Monster Tulpar serisi seçilmiştir. 
Seçilen bilgisayar, Intel® Core™ i7-7700K işlemciye ve 64 GB RAM’a sahiptir. Seçilen bilgisayarın, 
sahip olduğu NVIDIA GTX 1080 ekran kartı ile kullandığımız nesne tespit algoritmalarını hızlı bir şekilde 
çalıştırması, yarışma esnasında avantaj sağlayacaktır. 
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3. ALGORİTMALAR VE SİSTEM MİMARİSİ  

3.1. Veri Setleri  

Yarışma komitesinin şartnamede belirlemiş olduğu veri seti kriterlerine göre; açı (Kamera açısı 60-90 
derece aralığında), yükseklik (hava aracının yerden yüksekliği 25m ile 100 m arasında) şartları baz 
alınarak; ÖTR’de bahsedilen veri setlerine Vedai [5], Dota [6], VisDrone [7], Bdd100k [8], Voc [9], COCO 
[10], Dlr [11], Detrac[12], Uavdt [13], Arxiv [14], Pesmod [15] ve Tugraz [16] internet sitelerinden veri 
toplanmıştır (200 bin dron verisi).   

Veri Setlerinin oluşturulması esnasındaki aşamalar aşağıda verilmiştir: 

1. Elde edilen veri setleri yarışma şartnamesine göre uygun olarak ayıklanmıştır. Formata uygun 
toplamda 40 bin resim elde edilmiştir. Ayıklanan veri setinde; güneşli, karlı, sisli, yağmurlu ve 
gece hava koşullarına ait resimler de mevcuttur. Eğitim için kullandığımız örnek veri seti şekil 
2.1’de verilmiştir.  

 

 

Şekil 2.1. Örnek Veri Seti 

 

2. CycleGAN [17] algoritması kullanılarak farklı hava koşullarını (güneşli, yağmurlu, karlı) içeren 
veriler üretilmiştir. CycleGAN kullanarak elde edilen sentetik görüntüler şekil 2.2’de verilmiştir. 

 

 

Şekil 2.2 CycleGAN Deneme Sonuçlar 
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3. VQGAN [18] algoritması kullanılarak sentetik görüntüler elde edilmesi de planlanmaktadır.  

4. Yarışma şartnamesinde bahsedilen irtifalarda dron uçuşları yapılarak eksik olan nesne sınıfları 
özgün veri setine eklendi. Dron uçuşları Elâzığ taşıt trafiğinde ve Fırat Üniversitesi Kampüsünde 
yapıldı. İniş alanlarını branda olarak bastırarak kullanmak için gerekli fizibilite çalışmalarına 
başlandı. 

 
5. UAP ve UAİ verilerinin yetersizliği nedeniyle boş park alanlarda dron uçuşu yapıldı sonrasında 

photoshopile boş alanlara UAP VE UAİ görüntüleri yapıştırılarak veri seti çeşitlendirildi. 
 

6. Davinci Resolve 17 [19] ve GTA V [20] programlarında sanal drone videoları oluşturulup gerçek 
hayatta olmayan UAP ve UAİ alanlarında veri seti ihtiyacı karşılanmıştır. 

 

 

3.2. Algoritmalar  

Yarışmada kullanacağımız algoritmalar aşağıdaki gibidir. 

● YOLOv5 

YOLO algoritması [21], gerçek zamanlı nesne tespiti için kullanılmaktadır. Bu algoritma, ileri yayılma ile 
imgedeki nesneleri kutu şeklinde tespit etmektedir ve son derece hızlı şekilde işlem yapmaktadır. Veri 
setinin eğitimi ve testi süresinde tüm imgeyi görmektedir. Böylece sınıflar ve görünümleri ile ilgili 
bağlamsal bilgileri örtük olarak kodlamaktadır. YOLO algoritmasının beşinci versiyonunu 
kullanmamızdaki neden ise, YOLOv5 PyTorch framework üzerinden çalışan ilk YOLO modelidir. 
Anlaması daha kolay ve basit olan Pythonic yapıda olması sebebiyle Python içerisindeki çeşitli 
kütüphanelerle daha uyumlu çalışan ve grafik işlem birimi kullanarak daha hızlı deneyim sunan PyTorch 
ile YOLOv5 daha hızlı çalışmaktadır.  

● YOLOR  

You Only Learn One Representation (YOLOR) genellikle belirli bir amacı yerine getirirken, aynı anda 
birden fazla sorunu çözmek için eğitilebilen bir modeldir. Evrişimli Sinir Ağları (ESA) [22] genellikle tek 
bir amaç düşünülerek oluşturulur. ESA’lardan çıktı almak için girdileri nasıl analiz edeceklerini 
öğrenirken, YOLOR, ESA'ların hem çıktı almayı hem de tüm farklı çıktıların ne olabileceğini öğrenmesini 
sağlamaya çalışır. Tek bir çıktı yerine, birçok çıktıya sahip olabilir. İnsanlar tek bir girdi verildiğinde farklı 
sorulara cevap verebilir. Tek bir veri parçası verildiğinde, insanlar verileri farklı açılardan analiz edebilir. 
Örneğin, bir şeyin fotoğrafı, gösterilen eylem, konum vb. ile ilgili farklı tepkiler ortaya çıkarabilir. YOLOR, 
bu yeteneği makine öğrenimi modellerine vermeyi amaçlar. 5 YOLOR yönteminin, yüksek doğruluğu 
korurken algılama verimliliği açısından son teknoloji yöntemlerinden önemli ölçüde daha iyi performans 
göstermesi öncelikli model olarak seçilmesine neden olmuştur [23].  

● YOLOX  

YOLOX, Ağustos 2021'de piyasaya sürülen, YOLOv5'ten daha iyi performans sağlayan ve Apache 
lisansıyla sunulan son teknoloji bir nesne algılama modelidir [4]. Giriş imgesini tek bir seferde sinir 
ağından geçirerek, imgedeki tüm nesnelerin sınıfını ve koordinatlarını tahmin edebildiği ve gerçek 
zamana yakın çıkarım hızına sahip olduğu için tercih edilmiştir. 

● SAHI 

SAHI, Küçük nesneleri, modeli yeniden eğitmeden ve daha büyük GPU bellek ayırmaya gerek 
duymadan tespit etmeye yardımcı olarak geliştirilen bir modeldir.[24] Küçük nesneler üzerinde başarılı 
sonuçlar verdiği gözlendiği için tercih edilmiştir. Temel modellere hibrit olarak entegre edilmesi 
planlanmaktadır.  
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4. ÖZGÜNLÜK  

Yarışma komitesinin belirlemiş olduğu metriklerde özgün veri setimiz oluşturulmuş olup eksik olan veri 
sınıfları tespit edildikçe veri setimiz zenginleşmeye devam etmektedir. 

Kullanılan veri seti sağlığını görüntülemek için Roboflow [25] platformu kullanılmıştır. Bu platform hangi 
sınıftan ne kadar veri olduğunu, hangi sınıfın eğitim için yeterli miktarda olduğunu, hangi sınıfın veri 
miktarının eksik olduğunu belirtmektedir. Ayrıca bu platformda veri çoğaltma (Data agumentation) 
işlemleri de yapılabilmektedir. Bu platform kullanılarak kontrollü bir veri seti hazırlanmıştır. 

Ayrıca özgün veri seti oluşturulurken yetersiz bulunan nesne sınıflarının çeşitlendirilmesi için ÜÇA ile 
sentetik veri üretimi yapılmıştır. ÜÇA, evrişimli sinir ağları gibi derin öğrenme yöntemlerini kullanan 
üretken modellemeye yönelik bir yaklaşımdır. ÜÇA, gerçek veriler yerine geçebilecek sentetik veri 
örnekleri oluşturmak için iki sinir ağı kullanan algoritmik mimarilerdir [26]. ÜÇA’ın seçilen iki versiyonu 
CycleGAN ve VQGAN modelin veri iyileştirmesinde kullanılmıştır. CycleGAN veriler üzerinde mevsim 
değiştirme efekti uygulayarak, VQGAN ise verileri çoğaltarak (Agumente işlemi) sentetik veri üretiminde 
önemli ölçüde veri setine katkıda bulunmuştur. 

Etiketleme için taşıt olarak bizden istenilen alt sınıfların hepsi (araba, motosiklet, traktör, kamyon vb.) 
ayrı ayrı modele tanıtılıp eğitimin kolaylaştırılması hedeflenmiştir. En son JSON dosyasında bunların 
hepsi “Taşıt” etiketi ile sınıflandırılıp, ID numarası “0” olarak yazılmıştır. 

Modelin çalışma esnasında ortaya çıkabilen “false pozitif ve false negatif” gibi istenmeyen durumların 
en aza indirgenmesi için eğitim veri setinin %3’ü, arka plan görüntülerinden oluşturulması sağlanmıştır. 

Drone görüntülerinde küçük nesne tespiti oldukça önemlidir. Araştırmalarımız ve hazır modellerde elde 
ettiğimiz sonuçlara göre küçük nesne tespit oranını artıran SAHI algoritması [27] oldukça fayda sağladığı 
görülmüştür. Yapılan araştırmaya göre de algoritma diğer modellerdeki sonuçlardan iyi olduğu 
anlaşılmıştır. Bu durumda nihai eğittiğimiz modeli SAHI algoritması ile küçük nesne tespitini 
kolaylaştırması hedeflenmektedir [28]. 
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5. SONUÇLAR VE İNCELEME: 

Yarışma kapsamında yapılan çalışmaların adımları 8 aşamada verilmiştir. Kullanılan yöntemlerin 
adımları şekil 5’te verilmiştir. 

 

Şekil 5.1.Yapay Zekâ Modelinin Başlangıç ve Bitişini Oluşturan Adımlar 

 

1. Görüntü üzerinden Yapay Zekâ modellerini eğitirken veri toplama çok önemlidir. İlk aşama olarak 
birçok açık kaynak tabanlı platformlardan veriler toplandı. 
 

2. Dron çekimleri için ortamlar oluşturulup amaca uygun veriler toplandı 
 
3. Verilerin istenilen miktarda ve çeşitlilikte olmaması nedeniyle veri arttırma metotlarından biri olan 

Roboflow ile veri artırımı yapıldı. 
 
4. Veri hazırlama süreci niyetlendiğinde veri sağlığını Roboflow’dan inceleyerek kontrollü bir veri seti 

hazırlanmıştır. 
 
5. Make Sense [29] ile etiketlenen verilerden Roboflow’dan sihirbaz olarak etiketleri bulundurulmuştur. 
 
6. Make Sence’den yapay zekâ model eğitimi için txt formatında etiket çıktıları alınmıştır. 
 
7. Elde edilen txt formatından Google Colab Pro üzerinden eğitim gerçekleştirilmiştir. 

8. Sonuç olarak eğitilen Yapay Zekâ modelinin test aşaması tamamlanmıştır. 

Kullanılması öngörülen algoritmalar etiketlenmiş veriler üzerinden Google Colab Pro kullanılarak 
eğitilmiştir. YoloR çalıştırılmasında epoch hatası alınmıştır. Hata çözülmesine rağmen GPU hatası 
devam etmiştir. İlk olarak 100 epoch YOLOv5 daha sonra 100 adım (epoch) YOLOX modelleri 
eğitilmiştir. Sonuçları Şekil 5.2’de yer almaktadır. 
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Şekil 5.2. YoloV5s Modeli Deneme Eğitimi Sonuç Grafikler 

 

Kullanılması planlanan alternatif model olan SAHI özgün veri setimiz üzerinde denenmiştir ve 
sonucunda Şekil 5.3’te görüldüğü üzere küçük nesne algılamada oldukça iyi olduğu görülmüştür. 

 

 

Şekil 5.3. SAHI Algoritmasının Uygulama Durumu 

 

Eğitilen modellerin performansını yarışma kriterlerine göre değerlendirmek için, şartnamede belirtilen 
IoU metriği dikkate alınmıştır. Model başarısını ölçmek için kullanılan bir diğer metrik ise Karmaşıklık 
matrisi (Confusion Matrix)’dir [30]. Karmaşıklık matrisi, gerçek değerlerin bilinmekte olduğu, test veri seti 
üzerinde, bir sınıflandırma modelinin performansını ölçmek için kullanılan bir tablodur. Karmaşıklık 
matrisi yardımıyla Gerçek Pozitif (TP), Yanlış Pozitif (FP) ve Yanlış Negatif (FN) durumları incelenmiştir. 
Yanlış pozitif durumları: IoU oranı 0.5 olan tespitler ve etiketlenmemiş bir objenin işaretlenmesidir. Yanlış 
negatif durumu ise, etiketli bir nesnenin tespit edilememesidir.  

Karmaşıklık matrisinde bulunan TP, FP, FN durumları nesne sınıfları için Accuracy (Doğruluk), Precision 
(Tahmin), Recall (Duyarlılık), F1-Score (F1-Puanlama) gibi metriklerinin hesaplanmasında kullanılır. 
Oluşturulan sınıflandırma modeli için sözü geçen metrikler hesaplanmıştır. Şartnamede, nesne tespitinin 
doğruluğu Kesişimin Birleşime Oranı (Intersection Over Union) (IoU) değerine göre belirlenmiştir. Bu 
oran tahmin edilen alan ve nesnenin gerçek alanının arasındaki eşleşme miktarını gösterir. mAP 
(Ortalama hassasiyet), nesne tespitinde kullanılan modellerin doğruluğunu ölçmek için kullanılan 
popüler bir ölçümdür. Şartnamede belirtilen IoU eşik değerine (0,5) göre mAP metriğinin hesaplanması 
kararlaştırılmıştır. 

mAP metrik değerinin hesaplanabilmesi için, Precision ve Recall değerlerinin hesaplanması 
gerekmektedir. Presicion (Kesinlik), sınıflandırma modelinin yaptığı tahminlerden kaçının gerçekte 
doğru olduğunu ölçen metrik değeridir.  
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Precision değeri, 

Precision: 
𝑇𝑃

𝑇𝑃+𝐹𝑃
   formülü ile hesaplanmıştır [31]. Recall (Duyarlılık) ise pozitif olarak tahmin edilmesi 

gereken durumların ne kadarının pozitif olarak tahmin edildiğini gösteren bir metriktir.  

Recall değeri, 

Recall: 
𝑇𝑃

𝑇𝑃+𝐹𝑁
   formülü ile hesaplanmıştır [32]. AP (Ortalama Hassasiyet), kesinlik ve duyarlık eğrisinin 

altındaki alan bulunarak hesaplanır. mAP metrik değeri ise AP değerinin ortalamasıdır. 
 

 
 

Tablo 5.1. YOLOv5 Modellerinin Sonuçlarına Göre Karşılaştırılması 
 
UAP ve UAİ alanlarının tespiti için yazılan algoritmada önce UAP ve UAI alanlarının tespiti yapıldı 
sonrasında koordinatları tutuldu. Yarım UAP ve UAİ’ler inişe uygun olmayacak şekilde “y-uap” ve “y-uai” 
ismiyle etiketlenmiştir. Alanların üzerinde farklı nesneler tespit edilirse, iniş veya park için “uygun 
değildir” bilgisi döndürülür. 
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