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1. Problem Tanimi ve Mevcut Durum Degerlendirmesi (15 puan)

Yirminci ylizyllda diinyada egitim ve gelir diizeyindeki yiikselme, beslenme
aliskanliklarinin degismesi, bulasici hastaliklarin kontrolii gibi etkenler beklenen yasam
siresinin artmasina neden olmustur. Yagam siiresinin uzamasi istenen bir sey olmakla birlikte,
paralelinde bulasict olmayan kronik hastaliklarin goriilme sikliginda artis meydana gelmistir.
Y ashi niifusun ¢ocuk niifusa oranla artis iginde olmast, toplumdaki saglik sorunlarinin ¢ocukluk
cagl hastaliklarindan yasli niifusta goriilen bulasic1 olmayan kronik hastaliklara dogru
kaymasina yol agcmustir. (T.C. Saglik Bakanligi Temel Saglik Hizmetler1 Genel Midiirligi,
2010-2014)1En son yapilan 2012 istatistik verilerine gore diinyada meydana gelen 56 milyon
olim vakasmin 38 milyonu 6zellikle kalp ve damar hastaliklari, kanser, kronik hava yolu
hastaliklar1 ile meydana gelmistir (Global Status Report, 2014)% Kalp ve damar hastaliklar
acisindan olumlu olarak degerlendirilebilecek unsur ise kan basinci, obezite, kolesterol kontrolii
vb. ile hastaligin rahatlikla kontrol edilip 6nlenebileceginin ortaya ¢ikarilmasidir.

Yapay zeka, saglik hizmetlerinde giderek artan bir rol kazanmistir. Son yillarda, saglik
caligsanlarina yardimer olmak icin ¢esitli cihazlar, tibbi yontemler ve gelismis algoritmalar
basartyla kullamlmistir (bkz. (Materials, 18 Nisan 1 22 5 2019))? insanlar ve makineler
arasindaki bu is birliginin en 6nemli hedefleri arasinda tibbi yardima genis erisilebilirlik, bir
teshise ulagmak icin gereken siirenin kisaltilmasi ve pandemi nedeniyle son zamanlarda daha
fazla gahit oldugumuz hastane yogunlugu, doktorlarin yiikiimliiliiklerinin hafifletilmesi gibi
konular basglica yer alir. Elbette, yapay zeka tabanli cihazlarin biiyiik miktarda bilgiyi analiz
etmesi ve (hizli ve dogru) kararlar almasi i¢in, dnce uygun bir egitim almalar1 gerekmektedir
(Ba, L., 2013)# Temel olarak, egitim sirasinda, bir makine 6grenimi modeli 6rneklere beslenir
ve i¢ parametreleri buna gore ayarlanir. Egitim bittikten sonra, dgrendiklerini bu verileri
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aciklamak i¢in kullanan modele yeni veriler sunulur ve kiyas yapilir. Son yillarda kalp ve damar
rahatsizliklarinin tahmini ve hastaliklarin siniflandirilmast alaninda son ylllarda pek ¢ok
caligma gergeklestirilmis ve yaymlanmistir (bkz. (Shao, Y.E. et al, 2014)) Bu projede
hedeflenen amag ise hastaliklarin saptanma ve siiflandirma yontemlerinden de destek alarak
kardiyovaskiiler hastaliklarin yapay zeka ile takip altina alinmasidir. Bu yontemle saglikta
yapay zeka kullanimint diger projelerin iistiine katarak bir adim daha ileri goétiirmek projenin
ana vizyonudur. Hastalarin anlik takibi i¢in tasarlanmis olan bileklik kalp atis1, kandaki oksijen
seviyesi vb. gibi verileri anlik olarak takip edecek ve her hastaya 6zel bir veri profili
olusturulacaktir. Giindelik yasamda hastanin verilerindeki anormallikleri en kisa siirede tespit
edip hastanin durumu kétiilesmeden miidahale edilmesine olanak saglayacaktir. Hastanin saglik
verileri kigisel doktoruyla da paylasilacak ve hastanin uzaktan kontrolii saglanacaktir. Ek olarak
hastaya temin edilecek kompakt EKG cihazi sayesinde hastanin kisisel doktoru istedigi zaman
hastanin daha ayrintili verilerine de uzaktan erisebilecektir. Bu yontem var olan hasta takip
metotlarinin yapamadigi tahmin, anlik izleme ve raporlama, veri toplama ve analiz etme gibi
yontemleri tek ¢ati altinda birlestirerek kullaniciya sunacaktir.

PSR hakem degerlendirmesi sonrasi alinan geri doniitler tizerine; veri seti ile istenilen
ozelliklerin uyugsmamasi sorununa ¢oziim Onerileri gelistirmis, kendi veri setimizi olusturmak
tizere adimlar atmis bulunmaktayiz. Kullanim kolayligi saglamasi bakimindan internet
ortaminda hastalara ait bir profil olusturmak ve diger 6zelliklerde sadelestirmeye gidilmesi
planlanmustir.

2. Ozgiinliik (25 puan)

Proje hastalarin takibinde, yapay zeka ve giyilebilir teknolojiyi bir araya getirmektedir.
Hasta doktor etkilesimini en iist seviyeye ¢ikararak siireci kolaylastlrmaktadlr Ayni zamanda
raporda (bkz. AKINCI, B. N., DANISAN, T., & Tamer, E. R. E. N. (2021)) da incelendigi tizere
viicutta rahatsizlik ¢ikaran bazi giyilebilir 01hazlar1n dezavantajlar1 arastirilmis, ne kadar etkili
oldugu g6z oniinde bulundurulmus ve ¢ok daha konforlu, kompakt olan bileklik kullanilmak
uzere segllmlstlr Bu projeden dnce yapay zekanin saglikta kullamml mevcuttur (bkz. Cifci, M.
E. (2019)) (bkz. AKALIN, B., & VERANYURT, U. (2020)) Bununla beraber gelistirilen
projelerde kalp hastaliklarinin tespltl lizerine cesitli caligmalar yapilmis ve basarili sonuglar
elde edilmistir (bkz.( Ekrem, O., Salman, O. K. M., Aksoy, B., & Inan, S. A. (2020))? Ancak
bu projelerde yapay zekanin giyilebilir teknolojilerle iliskisine ve hasta takibinde
kullanilmasina rastlanmamustir. Verilerin analizinde benzer yontemler kullanilsa da varilan
sonu¢ ve amaglar farklidir. Bir giyilebilir teknoloji tizerinden veri toplayip, yapay zeka ile
isleyen ve takip saglayan herhangi bir uygulamaya literatiir lizerinde rastlanmamistir. Proje
saglik sisteminde kullanilan mevcut sistemlere gore biiyiik bir kolaylik saglamaktadir. Bununla
beraber kullanicilarin verilerinin gizlilik esaslarinca analiz edilip kullanilmasiyla her gegen giin
¢ok daha stabil bir uygulama olusturulacaktir. Bu devinimli 6zelligi piyasadaki rakiplerine gore
onemli bir fark olusturacaktir.

3. Yontem (30 puan)

Hastaligin izlenmesinde toplanacak veriler BIA/Biyoempedans sensorii, hareket takibi,
kan/oksijen oran1 hesaplayici, nabiz dlger, tansiyon dlger, ecg/eeg sensorii ve uyku monitorii
gibi sensorler araciligiyla saglanacaktir.

Bileklikte bulunan sensdrler ve GorselA’da gosterilmistir.



ECG/EEG Sensory

Uyku monitdrd
(ses analizi destekli)

Hareket Takihis

BIA/Blyoempedans

senser \

Gorsel A

Tanslyon dlger

Kalp Atis Sensord

Kan/Oksljen

/ aran senséra

Projede yapilmasi hedeflenen algoritmada veri igleme kiitiiphaneleri olan pandas,
numpy, matplotlib, seaborn kullanilarak veriler analiz edilip ve gorsellestirilmistir; makine
ogrenmesi i¢in kullanilan tensorflow ve keras kiitiiphaneleri ile de yapay sinir aglar
aracilifryla hedeflenen model olusturulmustur. Algoritmanin hizli ve kolay anlagilabilir
oldugu icin Python dili ile yazilmasina karar kilinmistir. Bileklikteki kalp atis sensoriinden
(Giris Gerilim aralig1 (Vin): 3.3 - 6V, Cikis Gerilimi: 0 - Vin (Analog), 0/ Vin (Dijital),
Calisma Akimi: <10mA, Boyutlar: 28/24(mm), Baglant1 Araytizii: PH2.0-3P) ve diger
sensorlerden alman veriler, makine Ogrenme siirecinde On isleme tabi tutulup
kiimelendikten sonra, boyut kiigiiltme de uygulanarak model olusturulmustur. Modelin
verileri hassas ve dogru bir sekilde degerlendirmesi i¢in 303 kalp hastasinin verileri
bulunan bir veri setiyle desteklenmistir. (UCI Machine Learning Repository, tarih yok):
Veri seti hastalara ait 14 i¢ parametre igermektedir ( yas, cinsiyet, gogiis agris1 tipi,
tansiyon, serum kolesterol, tokluk sekeri diizeyi, dinlenme durumunda elektrokardiyografi
diizeyi, maksimum kalp atis ritmi, egzersiz ile olusan gogiis agrisi, dinlenme durumunda
ST degeri, pik egzersiz durumunda ST segmentinin egimi, biiyiik damarlarin sayisi, hasar
orani, hedef). Bu ozellikler kendi icerisinde aldiklar1 degerler ile ayr1 ayr1 kiimelenecektir.
303 kisiye ait veri setinin 160 adedi egitim, 143 adedi test verisi olarak rastgele sekilde
ayrimistir.

fag irekd

Cinsivat O=erkek, 1=kadin
Gagis agris tipi 1-4 aras
Dinlenme durumunda kan basinet (tanshon) Sireldi

serum kalasteral (mghdi) Sureld

Tolchl gekeri dizeyi= 120 mg/dl 1=daogn, O=yarhs
Dinlenme durismunda Elektrokardivograft dizevi (0,1,2) 1-2 aras
Muaksipmm kalp aiig ritmi el

Egzersiz ile olusan gédis agrsm 1=evet, O=hayr
Dinlenme durumunda ST degert =irekd

Fik egzersiz durumunda ST segmentinin egimi 1-2 arast

Bipvirk damariarin saast ((-3)

Hasar Cram: S=normal  0=kalcr  hasar,7 = gerd

cavrilehilir hasar

Hedaf

Tablo 1: Kalp hastalar1 verilerinin 6znitelikleri ve deger araliklari
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Algoritma temel mantigin1 ve isleyisini ifade eden akis diyagrami Grafikl ile
gosterilmistir.

/ Sensorlerden ;
gelen verileri / Basla
topla / —
Verilerin analiz et ve

Verileri Vekrll tabanina ‘ Verileri isle ve siniflandir — makine 6grenmesi siirecini
ekle
baslat

/ Veriler Sonuglandirildi

= RS

Veriler Hastanin bilekligine ilet,
doktora bilgi gonder ve verileri
hastanin profiline isle

. Sorun saptanmadi
_p

Sorun saptandi

Ciktilar model
ile kiyasla

Sinir Durumlari
bozan verileri
tespit et

Grafikl

Makine 6grenmesi iglem basamaklari (6nisleme, siniflandirma, model ve kiyaslama vb.)
asagida Gorsell, Gorsel2, Gorsel3, Gorseld, GorselS, Gorsel6, Gorsel7, Gorsel8, Gorsel9,
Gorsell0 ve Gorsel 11°de sirasiyla gosterilmistir.

import os, types

import pandas as pd

import matplotlib.pyplot as plt
%matplotlib inline

import seaborn as sns

import numpy as np

df = pd.read_csy('../input/heart-failure-prediction/heart.csv')
df .head()

Age Sex ChestPainType RestingBP Cholesterol FastingBS RestingECG MaxHR ExerciseAngina Oldpeak ST_S

0 40 M ATA 140 289 0 Normal 172 N 0.0 Up

1 49 F NAP 160 180 0 Normal 156 N 1.0 Flat

28| 37 M ATA 130 283 0 ST 98 N 0.0 Up

3 48 F ASY 138 214 0 Normal 108 Y 7 Flat

4 54 M NAP 150 195 0 Normal 122 N 0.0 Up
Gorsell



numerical = ['Age', 'RestingBP', 'Cholesterol', 'MaxHR', 'Oldpeak']

categorical = ['Sex', 'ChestPainType', 'FastingBS', 'RestingECG', 'ST_Slope', 'ExerciseAngina’,'H
eartDisease' ]

df = df[numerical + categorical]

df.shape

Gorsel2

sns.set(style='whitegrid', palette='deep', font_scale=1.1, rc={'figure.figsize':[8,5]})

df[numerical] .hist(bins=15, figsize=(15,6), layout=(2,4));
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Gorsel3

fig, ax = plt.subplots(2, 3, figsize=(20,10))

for variable, subplot in zip(categorical, ax.flatten()):
sns.countplot(x=df[variable], hue='HeartDisease', data=df, ax=subplot, palette='Set2')
for label in subplot.get_xticklabels():
label.set_rotation(90)
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Gorsel 4



bins = np.linspace(df.Age.min(), df.Age.max(), 10)
g = sns.FacetGrid(df, col="Sex", hue="HeartDisease", palette="Set1", col_wrap=2)

)

g.map(plt.hist, 'Age’, bins=bins, ec=

g.axes[-1].1legend()

plt.show()
Sex =M Sex =F
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75
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25 d
0
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bins = np.linspace(df.Cholesterol.min(), df.Cholesterol.max(), 10)
g = sns.FacetGrid(df, col="Sex", hue="HeartDisease", palette="Setl1", col_wrap=2)
g.map(plt.hist, 'Cholesterol’, bins=bins, ec="k")

g.axes[-1].legend()
plt.show()

Gorsel 5

bins = np.linspace(df.0ldpeak.min(), df.Oldpeak.max(), 18)
g = sns.FacetGrid(df, col="Sex", hue="HeartDisease"”, palette="Set1", col_wrap=2)
g.map(plt.hist, 'Oldpeak', bins=bins, ec="k")

g.axes[-1].1legend()
plt.show()
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sns.set(style="white")
mask = np.zeros_like(df.corr(), dtype=np.bool)
mask[np.triu_indices_from(mask)] = True

fig, ax = plt.subplots(figsize=(5,5))
cmap = sns.diverging_palette(255, 18, as_cmap=True)
sns.heatmap(df.corr(), mask=mask, annot=True, square=True, cmap=cmap,vmin=-1, vmax=1, ax=ax)

bottom, top = ax.get_ylim()
ax.set_ylim(bottom+8.5, top-@8.5)

Gorsel 6

X = df[['Age', 'Sex', 'RestingBP', 'Cholesterol', 'FastingBS', 'MaxHR', 'ExerciseAngina’, 'Oldpeak','Ch
estPainType-ASY', 'ChestPainType-ATA', 'ChestPainType-NAP', 'ChestPainType-TA', 'RestingECG-LVH', 'Re
stingECG-Normal', 'RestingECG-ST', 'ST_Slope-Down','ST_Slope-Flat', 'ST_Slope-Up']]

X.head()

Age Sex RestingBP Cholesterol FastingBS MaxHR ExerciseAngina Oldpeak (A)g:slpamType- :!Tv:slpamType- Shel

NAP
0 40 0 140 289 0 172 o} 0.0 0 1 o}
149 |1 160 180 0 156 0 1.0 (0] 0 1
2 37 0 130 283 0 98 o 0.0 0 1 Q
3 48 1 138 214 0 108 1 1.5 1 0 o
54 0 150 195 0 122 0 0.0 0 0 1

Gorsel 7

X_train, X_test, Y_train, Y_test = train_test_split(X,Y, test_size = 8.2, random_state = 2)

Gorsel 8



parameters ={'C':[0.81,8.1,1],
‘penalty’:['12'],
‘solver':['1lbfgs']}

1r=LogisticRegression()

logreg_cv = GridSearchCV(1r,parameters,cv=10)
logreg_cv.fit(X_train, Y_train)

GridSearchCV(cv=18, estimator=LogisticRegression(),
param_grid={'C': [@.81, @.1, 1], 'penalty': ['12'],
‘solver': ['1lbfgs']})

print(“"tuned hpyerparameters :(best parameters) ", logreg_cv.best_params_.)
print(“accuracy :",logreg_cv.best_score_)

tuned hpyerparameters :(best parameters) {'C': 8.1, 'penalty': '12', 'solver': 'lbfgs'}
accuracy : 0.8785479452854794

print('Accuracy is ', logreg_cv.score(X_test,Y_test))

Accuracy is ©.8369565217391365

Gorsel 9

parameters = {'criterion': ['gini’', ‘entropy'],
‘splitter': ['best’, ‘random'],
‘max_depth’' : [2*n for n in range(1,10)],
'mox_features': ['auto', ‘sqrt'],
‘min_somples_leaf': [1, 2, 4]
‘min_samples_split': (2, 5, 18]}

tree = DecisionTreeClassifier()

tree_cv = GridSearchCV(tree, parameters, cv=18)
tree_cv.fit(X_train,Y_train)

GridSearchCV(cv=18, estimator=DecisionTreeClassifier(),
param_grid={‘criterion’: [‘gini’, ‘entropy'].
‘max_depth': (2, 4, 6, 8, 18, 12, 14, 16, 18],
‘max_features': ['auto’, ‘sqrt'],
‘min_samples_leaf': [1, 2, 4],
'min_samples_split': [2, 5, 10],
‘splitter’: ['best’, ‘random']})

print("tuned hpyerparometers :(best parameters) ", tree.cv.best_params.)
print("accuracy :",tree_cv.best_score.)

tuned hpyerparameters :(best parameters) {'criterion': 'entropy’, ‘max_depth’': 18, 'max_fea
tures’: 'auto’, 'min_samples_leaf': 4, ‘min_samples_split': 5, ‘splitter’': 'random’}
accuracy : 8,8596630877452796

Gorsel 10



parameters = {'n_neighbors': [1, 2, 3, 4, 5, 6 1
algorithm': ['auto’, 'ball_tree', 'kd_tree', 'brute']

2] [1,2]}

KNN = KNeighborsClassifier()

knn_cv earchCV(KNN, parameter

knn_cv.fit(X_train, Y_train

GridSearchCV(cv=18, estimator=KNeighborsClassifier(),

param_grid={'algorithm': ['auto’, 'ball_tree', 'kd_tree',6 'brute'],
n_neighbors': [1, 2, 3, 4, 5, 6, 7, 8, 9, 10],
p': [1, 2]})

print(“tuned hpyerparamet parameters) ", knn_cv.best_params_)

print("accuracy :*, knn_cv

tuned hpyerparameters :(best parameters) {'algorithm': 'auto’, 'n_neighbors': 10, 'p': 1}
accuracy : 8.8765294335431321

print('Accuracy is', knn_cv.score(X_test,Y_test)

Accuracy is 8.8532608695652174

Gorsel 11

Bileklikten elde edilebilecek tiim veriler ile bu veri setindeki tiim verileri karsilastirip
hassas bir sonuca varmak miimkiin degildir, ancak kalp hastaligi tespitinde kullanilabilecek veri
setleri cok azdir. Cok daha isabetli tespitler, hastanin eszamanli takibi ve aninda miidahaleler
yapabilmek i¢in yapay zeka ¢ok biiylik dnem teskil etmektedir bu yiizden projede kullanimi
cok elzemdir. Yapilan uzun arastirmalar sonucu is gormesi bakimindan en uygununun bu veri
seti olduguna karar verilmistir. Veri seti ve veri girdilerinin birbirini tamamlamamasi ve yer yer
uyusmazligi sorununun giderilmesi i¢in ilerleyen donemde projeye 6zel veri seti olugturulmasi
planlanmaktadir. Bu asamada kullanilabilecek veriler iizerinden sonuca ulasmak
hedeflenmistir.

Toplanan veriler hasta, doktor etkilesimini saglayan bir sistem lizerinden kaydedilecektir.
Bu sayede sistem daha saglikli bir model olusturulmasin1 miimkiin kilacaktir. Olusturulacak bir
web sayfasi ile arayiiz kazandirilacak sistem hastanin verilerini ve doktorun miidahalelerini
dijital ortamda gosterecektir. Yapilmasi planlanan web sayfasinin Ontasarimi GorselB’de
gosterilmistir.



HASTA PROFILI

Yapay 2eka ile Kalp Hastalarinin Takibi

‘ 84% ; ‘ 13/6 ’ G 75% ;
Kan oksijen orar Tanslyon durumu Kalp Atg Stabilitesi

Hasta : Em** YIx*k
Yas: 62 Nabiz: 70 Hasta Verileri Eszamanh Takip Ediliyar
Saghk Drumu : Riskli

P d

= =

Gorsel B
4. Uygulanabilirlik ve Ticarilesme Potansiyeli (25 puan)

Kalp hastalarinin tespiti icin kullanilan bu veri seti hastalik tespitlerinin yapilabilmesi i¢in
bize gerekli verileri sunmustur. Verilerle beslenerek olusturulan model projenin amacina uygun
islemlerin gergeklestirilmesi i¢in baslangic diizeyinde yeterli olacaktir. Algoritmanin en hassas
ve en dogrucu sonuglari verebilmesi i¢in tabii ki cok daha fazla veriye ihtiya¢ vardir, bu
zamanla iyilestirilebilir bir problemdir ve projenin gidisatini olumsuz etkilemez. Yanlis tani
koyma ve hatal1 tespitlerle daha az karsilasmak i¢in detayli bir veri grubu islenmistir. Veri seti
bu diizeyde bize hastalik siirecini takip etmemizi saglayacak kadar yeterli veri sunmustur.
Olgiimlerin hatali yapilmasi durumunda (donanimsal, yazilimsal problem) artidan bir kontrol
yontemi saglamak i¢in hastaya ek olarak kompakt bir EKG cihazi temin edilecektir. Temin
edilecek EKG 6l¢lim cihazindan gekilen verilerinin hastanin kisisel doktoruyla paylasilmasiyla
daha ayrintili bir analiz saglanacak ve en dogru sonug¢ alinacaktir. Tip alaninda hedeflenen is
yiikiinlin hafifletilmesi adina basarili bir adim daha atilacaktir. Cihazlarin disaridan temin
edilmesi nedeniyle olusabilecek aksakliklar ve arizalara hizli ¢6ziim sunmak i¢in bir servis ekibi
gorevlendirilmesi diisiiniilebilecektir. EKG verilerini makine 6grenimiyle isleyerek kardiyak
patolojilerini tespit etmeyi amaglayan projelerin sonuglarindan ve yontemlerinden de destek
alinarak projenin kapsami ve hassasiyeti genisletilecektir (bkz. (Agliari, Elena vd. ,2020))!!
Ilerleyen zamanda sistemi ¢ok daha stabil ve minimal sekilde ¢alistirabilmek igin kisisel akilli
saatlerde ve bilekliklerde hastalik siirecinin takibini ve doktor-hasta iletisimini saglamay1
amaglayan bir yazilim lizerinde ¢alisilmas1 hedeflenmektedir. Bilekligin gerekli donanimlari
iizerinde bulundurarak temin edilmesi konusunda yerli ireticilerle anlagsmalar saglanmasi
kuvvetle muhtemeldir. Bu sekliyle diger saglik veri analizi yapan bilekliklerden ¢ok daha fazla
ozellik saglanabilir. Bununla beraber bir yazilim eklentisiyle kisilerin halihazirda sahip
olduklari cihazlara entegre olarak galistirilabilecektir. Bunun igin de elde edilebilecek tiim veri
tiplerine 6zel analiz yontemleri kullanilacaktir. Bu kisimda olusabilecek uyusmazlik vb.
sorunlarin giderilmesinde yazilimsal destek ekibi kurulacaktir. Ilerleyen dénemlerde markalarla
isbirligine gidilerek tam uyumlu {iriinlerin piyasaya siiriilmesi saglanabilir.
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