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1. Proje Mevcut Durum Değerlendirmesi  

– Proje sunuş raporunda, birçok yöntemin test edilmesi planlanmış olup bunların nesne tanıma 

ve ensemble yöntemleri tamamlanmıştır. Tarafımıza organ başlangıç ve bitiş kesit bilgileri 

sağlandığından organ segmentasyonu yöntemlerine proje sunuş raporunda belirtildiği gibi 

öncelik verilmemiştir. Hacimsel olarak veri boyutunun yüksek olması ve altyapı kısıtından 

dolayı few shot, 3d nesne tanıma, video nesne tanıma yöntemleri uygulanamamıştır.  

 

– Paylaşılan veriler üzerinden veri keşfi yapılarak verilen etiketlemelere göre veri hazırlama ve 

ön işleme süreçleri yapılmıştır. Veri hazırlama ve ön işleme sürecinde; 

 Modelin karar verme sürecinde herhangi bir bilgi sızıntısı olmaması ve daha güçlü 

modeller oluşturabilmek için paylaşılan veriler hasta bazlı olarak rastgele şekilde 968 

hasta Train (%80) ve 243 hasta Test (%20) olacak şekilde ayrılmıştır. 

 Housfield unit değerleri ve Windowing, BT görüntülerinde organların ortaya 

çıkarılması için önemli parametreler olarak bilinmektedir. Verilen etiketlemelerdeki 

organların yapay zeka modellerine uygun şekilde öğretilmesi  için Hem Train hem de 

Test setlerindeki görüntülerin metadata larında yer alan “Rescale Intercept” ve “Rescale 

Slope” değerleri yardımıyla tüm görüntülerde belirli bir housfield unit standartı 

oluşturulmuştur. Sonrasında tüm görüntülere windowing uygulanarak görüntülerdeki 

organlar daha belirgin olarak ortaya çıkarılmıştır. 

 Son olarak görüntülere 0 ila 255 arasında rescale işlemi uygulanarak Train seti için 

24829, Test seti için 4996 görüntü hazırlanmıştır. 

– Bilgisayarlı görüyle abdomen bölgesi için hastalık tespiti için sınıflandırma, segmentasyon 

veya nesne tanıma gibi çözümlerin hangisinin uygun olduğu ilk olarak tanımlanmıştır. 

Paylaşılan verilere ait etiketlemelere göre en uygun çözümün nesne tanıma olduğu göz önüne 

alınarak yapay zeka modelleri seçimi gerçekleştirilmiştir. Bilgisayarlı görü alanında popüler 

olan Nesne tanıma yapay zeka algoritmaları anomali tespitinde önemli bir rol oynamaktadır. 

Bilgisayarlı görüyle abdomen bölgesi için hastalık tespiti problemi için öncelikle tek bir nesne 

tanıma model (Faster RCNN) implementasyonu yapılmıştır. Ancak tek bir model bağımlılığı 

azaltmak ve model çeşitliliğini artırmak açısından tek bir modele bağlı kalınmayıp “Anchor 

Based”, “Anchor Free”, “IoU-Aware”, “Transformers” tabanlı farklı mimarilere sahip, PyTorch 

tabanlı açık kaynak bir nesne tanıma aracı olan MMDetection platformu kullanılarak 12 adet 

nesne tanıma model implementasyonu gerçekleştirilmiştir. 6 hastalık sınıfına sahip hazırlanan 

veri üzerinden model eğitimleri yapılmıştır. Veri boyutunun yüksek olmasından ötürü her bir 
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model 4 GPU üzerinden paralel işlem ile yapılarak eğitimler gerçeklenmiştir. Bir model için 

ortalama eğitim süresi 10 saattir. Eğitim aşamasında nesne tanıma modelleri için kullanılan 

hiper-parametreler aşağıdaki tabloda gösterilmektedir. Model eğitimleri batch size 4, 30 epoch 

ve MS-COCO ve ImageNet üzerinden alınan önceden eğitlmiş modeller üzerinden default 

parametreler ile yapılmıştır. Eğitim ve test aşamalarında resize, random flip normalize ve 

padding augmentation yöntemleri uygulanmıştır.   

 

MODELS Optimizer Learning Rate Ortak Parametreler 

ATSS SGD 5e-3  

 

 

 

 

 

LrScheduler – Step 

Momentum – 0.9 

Weight Decay – 1e-4 

Batch Size – 4 

Epoch Number – 30 

  

Cascade RCNN SGD 1e-2 

Deformable DETR Adam 1e-4 

DETR Adam 1e-4 

DoubleHead RCNN SGD 5e-3 

Dynamic RCNN SGD 1e-2 

Faster RCNN SGD 1e-2 

FCOS SGD 5e-3 

RetinaNET SGD 1e-2 

VarifocalNET SGD 2e-2 

YOLOF SGD 1e-3 

YOLOv3 SGD 5e-4 

 

– Eğitimden sonra modellerin doğrulanması için test seti üzerinde test edilmiş ve yapılan model 

tahminlere post-processing işlemi uygulanmıştır. Hem yanlış pozitif sayısını azaltmak hem de 

çifte gerçek pozitifleri yani üst üste gelebilen tahminleri azaltmak için modellerin tahminlerine 

“Non-Maximum Suppression (NMS) ve Soft NMS” uygulanmıştır. Post-processing sonucunda 

elde edilen model tahminleri üzerinden model doğrulaması yapılmıştır. 
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2. Özgünlük 

Bu çalışmada farklı mimarilere sahip “Anchor Based”, “Anchor Free”, “IoU-Aware”, 

“Transformers” 12 farklı güncel mimari kapsamlı bir şekilde karşılaştırılmıştır. Ayrıca bu 

modellerin sonuçlarının tekil olarak değerlendirilmesi yerine kalabalık bilgeliği konseptinden 

yola çıkılarak tüm model sonuçları ağırlıklandırılmış bir şekilde birleştirilmiştir. Bu işlem en 

iyi sonuç veren yönteme göre %5, modellerin ortalama başarısına göre %11 mAP artış 

sağlamıştır. 

 

3. Sonuçlar ve İnceleme 

MMDetection aracında yer alan 12 adet nesne tanıma modeli test seti üzerinde ayrı ayrı test 

edilmiş ve modellerin her bir sınıf için precision, recall ve mean average precision sonuçları 

aşağıdaki tabloda verilmektedir. Paylaşılan verinin kapsamı büyük veri kapsamındadır ve sınıf 

sayısı literatüre nispeten fazladır. Bu minvalde elde edilen sonuçlar incelendiğinde; 

transformers ve IoU-Aware tabanlı modeller anchor based veya anchor free modellere nazaran 

daha yüksek başarım göstermektedir. 12 model arasından kıyaslama yapılmak istendiğinde, IoU 

değeri 0.5 alınarak elde edilen mAP değeri en yüksek model Deformable DETR modeli olduğu 

tespit edilmiştir. Sınıf bazlı olarak değerlendirildiğinde; aşağıdaki tabloda gösterilen açık 

kırmızı renkli çizili olan değerler 12 model arasında en iyi precision değerini, açık sarı renkli 

çizili olan değerler 12 model arasında en iyi recall değerlerini ifade etmektedir. En yüksek 

başarım gösteren sınıf Aorta sınıfı, en düşük başarım gösteren sınıf bağırsak sınıfı olarak tespit 

edilmiştir.   

Model ensemble, birden fazla modelin tahminlerini genelleştirebilmek için kullanılan bir 

methoddur. Bu çalışmada tek bir modele bakarak bir karar vermek veya 12 ayrı modelin 

kararlarını ayrı değerlendirmek yerine tüm modellerin kararlarının dikkate alınarak bir 

tahminleme yapılması amaçlanmıştır. Ensemble sonuçları değerlendirildiğinde, 12 model 

arasından en iyi sonuç veren modelden daha iyi sonuç verdiği aşağıdaki tabloda da 

gösterilmektedir.  
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MODELS Metrics Apandiks Safra Pank-

reas 

Böbrek/Üreter 
Bağırsak Aorta mAP@0.5 

ATSS [1] 
Precision 0.298 0.649 0.721 0.687 0.122 0.967 0.574 

Recall 0.559 0.822 0.876 0.826 0.544 0.986  

Cascade 

RCNN [2] 

Precision 0.224 0.536 0.658 0.618 0.063 0.962 0.510 

Recall 0.386 0.686 0.741 0.746 0.167 0.969  

Deformable 

DETR [3] 

Precision 0.371 0.630 0.750 0.724 0.135 0.969 0.597 

Recall 0.757 0.888 0.965 0.895 0.656 0.994  

DETR [4] 
Precision 0.196 0.590 0.705 0.490 0.096 0.935 0.502 

Recall 0.771 0.929 0.981 0.889 0.605 0.997  

DoubleHead 

RCNN [5] 

Precision 0.235 0.533 0.701 0.626 0.113 0.976 0.531 

Recall 0.467 0.679 0.813 0.768 0.321 0.984  

Dynamic 

RCNN [6] 

Precision 0.243 0.581 0.648 0.641 0.099 0.977 0.531 

Recall 0.503 0.802 0.852 0.748 0.419 0.987  

Faster RCNN 

[7] 

Precision 0.241 0.537 0.711 0.630 0.096 0.978 0.532 

Recall 0.395 0.667 0.791 0.746 0.228 0.988  

FCOS [8] 
Precision 0.241 0.609 0.732 0.549 0.075 0.963 0.528 

Recall 0.616 0.840 0.929 0.826 0.642 0.983  

RetinaNET [9] 
Precision 0.263 0.608 0.765 0.660 0.157 0.983 0.573 

Recall 0.628 0.842 0.909 0.900 0.549 0.993  

VarifocalNET 

[10] 

Precision 0.328 0.629 0.769 0.735 0.075 0.982 0.586 

Recall 0.672 0.843 0.955 0.895 0.558 0.993  

YOLOv3 [11] 
Precision 0.317 0.591 0.673 0.657 0.074 0.964 0.546 

Recall 0.565 0.702 0.809 0.836 0.391 0.978  

YOLOF [12] 
Precision 0.143 0.472 0.564 0.281 0.042 0.949 0.408 

Recall 0.493 0.762 0.858 0.512 0.433 0.982  

Ensemble 
Precision 0.404 0.711 0.820 0.779 0.169 0.986 0.645 

Recall 0.798 0.903 0.959 0.926 0.726 0.993  



7 

 

Veri hazırlama aşamasında yaşanılan zorluklar ve çözümleri:  

 Veri boyutunun yüksek olmasından kaynaklı olarak herhangi bir eksik veri 

hazırlanmasında verinin baştan hazırlanması gerekliliği doğmaktadır. Bu problem 

mevcut verisetinden örnek bir küçük set alınarak veri hazırlığının yapılarak herhangi bir 

eksikliğinin olmadığı anlaşıldığında tüm verisetine uygulanmıştır.  

 Paylaşılan verilerin sınıflarında toplam 17 adet farklı sınıf yer almaktadır. Ancak 

tahminlemesi istenen sınıf sayısı 6’dır. Sınıflar aşağıdaki gibi 6 sınıfta birleştirilmiştir.  

 

 

 

 

Model geliştirme aşamasında yaşanılan zorluklar ve çözümleri: 

 Veri dengesizliğinden meydana gelen sonuç farklılıkları mevcuttur. Tek bir modele 

bağlı kalmak yerine 12 ayrı model geliştirilmiş ve 12 ayrı model sonucu dikkate alınarak 

karar verilmesi amaçlanmıştır. Bu sayede veri dengesizliklerini engellemek adına yeni 

bir yöntem geliştirilmiştir. 

 Model tahminlerinde oluşan fazlalıklar, model sonucu doğrudan etkilemektedir. Hem 

fazla pozitif hem de üst üste gelen gerçek pozitifleri önlemek için NMS veya Soft-NMS 

kullanılmıştır. 

 

Örnek bir hastanın görüntüsüne ait model sonuçlarını aşağıda gösterilmektedir. Bazı modeller 

arasındaki tahmin skor farklılıkları ve farklı yapı tahminleri nedeniyle ensemle yönteminin 

neden uygulanması gerekliliği de gösterilmektedir. 

 

 ATSS            Cascade RCNN               Deformable DETR 
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 DETR             Double Head RCNN   Dynamic RCNN 

 

      Faster RCNN                 FCOS         RetinaNET 

 

        VarifocalNET                       YOLOv3        YOLOF 
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4. Deney ve eğitim aşamalarında kullanılan veri setleri 

Sağlık Bakanlığı kapsamında paylaşılan veriseti kapsamında; veri %80 train, %20 test olacak 

şekilde hasta bazlı olarak ayrılmıştır.  
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