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KISALTMALAR
e CNN : Convolutional Neural Network
e Faster-RCNN : Faster Region Based Neural Network
e AUC:The Area Under Curve
e YOLO : You Only Look Once
e SIOU : Scale Sensitive Intersection over Union
e |OU :Intersection over Union

e CIOU : Complete Intersection over Union

1-PROJE MEVCUT DURUM DEGERLENDIRMESI
1.1- Yapilan Degisiklikler

Donamim Degisikligi: Proje Sunus Raporunda, elimizdeki donanimlarin tizerinde
calisacagimiz biyik veri setleri icin yeterli olmayacagimi ve bu sebeple Google Colab Pro
Plus Gzerinden modelimizi egitecegimiz belirmistik. Ancak Google Colab tizerinden
calisirken Uzerinde galistigimiz blylk boyutlu veri setlerinin Google Drive'a yiuklenmesi
stirecinin bize ¢ok vakit kaybettirmesi sebebiyle Google Colab kullanmaktan vazgectik.
Elimizdeki donanimlarin da hala yetersiz olmasindan dolay1 okulumuzun da yardima ile Intel
Xeon E-2236 islemci ve Nvidia Geforce RTX3080TI ekran karti i¢ceren bir sunucuya erisim
izni aldik. Yarisma esnasinda kullanacagimiz test donaniminda ise bir degisiklik olmadi.

3 Boyutlu Yaklasim: Proje Sunus Raporunda, siniflandirma algoritmasi olarak 3D-
CNN kullanacagimizdan bahsetmistik. Veri setinin tarafimiza teslimi sonrasinda
g6zlemlerimiz Uzerine serilerin her bir kesitinde verilen bounding-box’larmn takip eden
kesitlerle baglantis1 olmadigmi, dolayisiyla bizden 3 boyutlu bir bounding-box degil iki
boyutlu bounding-box’lar kiimesi oldugunu fark ettik. Bu sebeple 2 boyutlu inceleme yapan
bir yaklasim (2D-CNN tabanli algoritmalar) kullanmaya karar verdik.

Veri setimizde de goriildiigii Uzere bir serinin farkli kesitlerinde farkli hastaliklarin
gorilmesi mumkin olabiliyor. Bu yontemi kullanarak bir hastada (seride) bulunabilecek
birden fazla hastaligi tespit etmemiz de mumkin olacak. (Coklu ¢iktr).

Ek olarak, 2DCNN algoritmasini1 kullanarak transfer 6grenme yontemini de
kullanabilecek, bu sayede ¢ok fazla sayida veri ile egitilmis model agirliklar: ile modelimizi
calistirmaya baslayabilecegiz.

Sekil 1: 2D-CNN (Feature Extractor) Mimarisi



3D Slicer Yontemi: Proje Sunus Raporunda, 3DSlicer kullanarak veri sayisini
artirmay1 planladigimizdan bahsetmistik. Amacimiz bize verilen serinin igindeki tim kesitleri
birlestirerek 3D bir cisim elde etmek, sonrasinda bu cismi coronal, sagittal ve axial eksenlerde
kesitlere ayirarak daha fazla seri elde etmekti. Ancak soru-cevap toplantisinda 6grendigimiz
Uzere bu yontem bizim i¢in pek efektif olmayacak, ¢linkli meydana getirilen kesitlerde
bounding box’lar saglikl bir sekilde elde edilemeyecek (algoritma kisminda bahsedildi).
Serileri Gg boyutlu sekilde incelemektense, serideki her bir kesiti ayr1 ayr1 incelemeye karar
verdigimiz i¢in bu veri sayisini artirma yontemini kullanmaktan vazgectik.

1.2-Mevcut Durum Degerlendirmesi

1.1 kisminda bahsettigimiz durumlarm disinda Proje Sunus Raporumuzun
rehberliginde ilerledik. Model gelistirme alaninda ¢alisan takim Uyelerimiz, girdigimiz soru
cevap toplantilarindan sonra egitim ve test i¢in kullanabilecegimiz 2D-CNN tabanl
algoritmalari arastirmaya ve bu algoritmalar1 nasil kullanabileceklerini 6grenmeye agirlik
verdiler. Smiflandirma ve lokalizasyon igin kullanabilecegimiz olasi algoritmalarin
alanlarinda en bagarili modeller olan F-RCNN ve YOLO modelleri oldugu gordldi. Bu
modeller arasinda yapacagimiz se¢im ise deneylerimizin sonuglaria goére belirlendi.
(Sonuglar ve Inceleme)
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Sekil 2: FRCNN Mimarisi
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Sekil 3: YOLO Mimarisi

Veri 0n isleme alaninda ¢alisan takim Uyelerimiz ise, bize verilen FTP sunucusunda
bulunan 79GB'lik veri seti Uzerinde ¢alisti. Etiket ve bounding box koordinatlarmin
bulundugu dosyadan elde edilen verileri modelimizde kullanabilecegimiz bir formata
dontstiirdiler. Bu doniisiim esnasinda ayn1 zamanda Data.xlIsx iginde bulunan eksik bilgileri
ve yarigma esnasinda tespit edilmesi istenmeyen hastaliklar igin gerekli islemleri yaptilar. Bu
islemler esnasinda veri setimizde yaklasik olarak 350000 adet fotograf olmasina ragmen,
yalnizca yaklasik 20000 adet fotografin etiketlenmis oldugu goruldu. Bu duruma karsi
yapilabilecekler tartigildi, olas1 yontemler hakkinda arastirma yapildi.



Gorlntl 6n isleme alaninda galisan takim Uyelerimiz, bize verilen veri setindeki
serileri incelediler. Olusturdugumuz modeli egitmek igin ihtiyacimiz olan verileri elde etmek
amaciyla, olusturduklar1 sistem mimarisini kullanarak dosya turi DICOM olan kesitleri
pencereleme (windowing) uygulayarak PNG dosya tiriine doniistiirdiiler. Bu asamada
medikal teoriyi anlamak adina BT goriintileme teknigi Uzerine arastirmalar yapildi,
uzmanlardan konuya iliskin bilgi alindi. 3D gorintilerin iki boyutlu kesitler halinde
incelenmesinin getirdigi sorunlar ve inceleme yontemleri tizerine ¢alismalar da yapilarak
konu detaylica incelenmis oldu.

2-OZGUNLUK
2.1-S10U Loss Fonksiyonu

Proje sunus raporunda yeni bir loss fonksiyonu kullanacagimizdan bahsetmistik. Daha
once medikal bir projede kullanilmamis olan SIOU ile ilgili proje sunus raporundan bu yana
daha fazla arastirma yaptik. Siradan loss fonksiyonlarin aksine bounding box ile ground truth
box arasindaki alan farkini da hesaba katan SIOU, modelimizin hem hizini, hem de basar1
oranini artiracak. Yaptigimiz arastirmalar sonucunda, kullanacagimiz model olan Faster-
RCNN'in DIOR veri setinde SIOU kullanildigr zaman %10.20 daha yiiksek performans
verdigini gormiistiik [1].

(a)IOU loss (b)CIOU loss (c)SIOU loss

Sekil 4: SIOU Loss Kiyaslamast

On arastirmalarmmizin ardindan somut deneylere basladigimiz bu yontemin 10U
metrigini gelistirdigi gorulirken, modelimizin siniflandirma basarisina katki saglamadigi
gorildi. Bu ¢ikarimlar sonuclar ve inceleme bolimdinde tartigildi.

2.2-Veri Seti Simflandirmada Gurulti (Noise) Onleme — (Ek Bilgilerin Kullanimi)

Aciklama: Elimizdeki veri setini dogru yorumlamak adina edindigimiz medikal
bilgileri yorumladigimizda, bazi hastaliklarin kendi aralarinda korelasyona sahip oldugu; buna
karsin bazi hastaliklarin ise birbirlerinden bagimsiz davraniglara sahip oldugu goruldd.
Ornegin, apendikolit bulgusunun apandisit vakalarina miteakiben meydana gelmesi,
gelistirecegimiz algoritmada énemli rol oynayabilecek bir durumdur. Ek olarak, safra
kesesinde gorilen safra kesesi tasi, akut kolesistit vakalarmm kiminde gorulirken kiminde
gorilmemektedir, bu durum aralarindaki diisiikk korelasyon seviyesini gozler 6niine serer. Bu
korelasyonlarm derin 6grenmede kullanilmalar1 ise 6nemli bir konudur.

Islem 1: Diisiik korelasyona sahip olmasina ragmen ayn1 kesitte bir arada
bulunabilecek bulgular farkli smiflarda incelendi. Ornegin, saglikli bir safra kesesinin etiketi
0, akut kolesistit bulgusu gorulen bir safra kesesinin etiketi 2 iken safra kesesi tas1 i¢in yeni
bir smif olusturuldu (7) ve bu bulgu, bu yeni smnif adi altinda incelendi. Bu sayede



modelimizin genelleme yetenegini artirmay1 hedefledik. Clinkl sahip oldugumuz iki
hastaliktan bir tanesini tek bir sinifta, diger hastaligi ise saglikli organ ile ayni sinifta
incelemek kompleks bir veri uzaymin olusmasina yol agiyordu. Modelimizin galigsmasi
sonrasinda Uretilen ‘safra kesesi tasi (7)” ¢iktilar1 ek bir islemle O (istenmeyen hastalik,
saglikli organ) smifinda dahil edilerek yarismanin isterlerine uyum saglandi.

@ Ozgiin Yéntemimiz —¢

li Model Sonucu _l

l Saghkl Kolon Kalsifiye Divertikll

Klasik Ydntem

Sinif 1

Saglikh Kolon Sinif 0
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Sekil 5: Veri Seti Gelistirme Algoritmasi

Islem 2: Veri setinde verilen etiketler gézlemlendiginde, herhangi bir hastalik
bulgusuna rastlanmayan kesitlerdeki organ isimlerinin de tarafimiza saglandig: goruldi.
Ancak organlarin gériintiilendigi kesitler genellikle bir serinin farkli bolgelerinde yer alan
kesitler oldugu i¢in, buttin bu organlar1 dogrudan ayni sinif altinda incelemek ‘birbirine
benzemeyen (diisiik korelasyon) goriintiileri’ tek bir sinif altinda toplayarak veri uzaymin
kompleks bir hal almasina sebep olacakti. Bu durumu ¢éziimlemek igin her farkli organ icin
yeni smif numaralar1 olusturuldu (Kolon:8, Pankreas:9 vb.). Modelden alinan ¢iktilar ek bir
islemden gegirilerek saglikli olan hastaliklarin yarigmada istendigi gibi ayn1 sinifa (0) dahil
edilmesi saglanarak yarisma kurallarinin disina ¢ikmadan veri setimizdeki karmasa 6nlenmis
ve smiflandirma basarisi artirilmis oldu.

Islem 3: Apendikolit gibi diger bir hastalikla yakindan iliskili (Akut apandisit)
bulgular iligki gosterdigi hastalik ile ayn1 sinifta inceleyip modelimizin bu korelasyondan
faydalanmasi saglandi.

Sonug: Yapilan tm bu islemler sonucunda yarismada istenen 7 sinifa ilaveten 7 sinif
daha elde edildi. Bu sayede veri setinde saglanmis olan ek bilgiler verimli bir sekilde
kullanilarak smiflandirma basaris1 yiksek oranda artirildi. Ek olarak bu yeni siniflandirma
metodu ile veri siniflarinin dagilimi gercek hayatla daha uyumlu hale gelmis oldu.

2.3-Ogrenme Aktarim (Transfer Learning)

Ogrenme aktarimi yontemi yiiksek sayida veri ile egitilmis modellerin agirliklarinin
kiglk captaki veri setleri ile yapilan egitimlerde kullanilmasina denir. Bu sayede hem veri
setindeki yetersizlikler 6nlenmis olur, hem de modelin basar1 oran1 artirilir. Yarismada bize
sunulan problem 3 boyutlu bir problem oldugundan, hacimsel inceleme yapip yapmamak
onemli bir soruydu. Bu problemdeki verinin 0zellikleri sebebiyle 2 boyutlu inceleme yapmay1
tercih ettik. Bu sayede 3 boyutlu verilerde 3 boyutlu yontemlerle kullanilamayan ‘transfer
6grenme’ yontemini kullanip modelimizin basar1 oranini artirabilecegiz.



3-SONUCLAR VE INCELEME

Yaptigimiz ¢caligmalar sonucunda elde ettigimiz bilgileri, probleme dair yaptigimiz
cikarimlari ve birtakim 0n islemler sonucu elde ettigimiz veri setini deneyler ile destekledik.
Bu deneylerde stratejimiz 6ncelikle modelde kullandigimiz veri sayisinit kademeli olarak
artirmak oldu. Bunun sebebi kiigtk veri seti ile modelimizin verimizle uyumlu bir bigimde
calistigin1 gorip, sonrasinda daha yuksek sayida veri ile modelimizin gergek performansini
gOzlemlemekti. Buna ek olarak, training-validation ayirmasini yaparken bir serinin
goOruntilerinin training ve validation verilerine dagilmasini1 6nledik. Bu sayede modelimizin
overfitting problemi ile karsilasip karsilasmadigini daha iyi gézlemlemis olduk. Son olarak
ise veri setimize belli islemler yaparak dengeli, kullanilabilir formatta bir veri seti elde ederek
calismalarimiz1 bu veri setleri ile yaptik (Kullanilan Veri Setleri kisminda bahsedildi).

1- YOLO: Obje tespiti alaninda sik¢a kullanilan YOLO (You Only Look Once) isimli
modelin ‘XLarge’ versiyonunu ilk deneylerimizde kullanarak veri setimizin anlamlilig ve
davranis1 hakkinda fikir edindik. Bu deneylerde kullanilan parametreler ve sonuclar
asagida goruntulenebilir.

Deney-1: Yarigmada istenilen siniflandirma dogrultusunda hazirlanan veri seti ile yapilan
bu deneyde, veri ¢ogaltma i¢in olasiliksal parametrelere sahip bir mimari insa edilerek
veri ¢ogaltma yontemleri her denemede degisse de veri sayisini sabit (i¢ (3) katina ¢ikaran
bir sistem kurmus olduk.
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Sekil 6: YOLO Deney 1 Veri Seti Dagilim Grafigi

Goruntllerde gorilebilecegi lizere veri seti yine tam olarak dengeli dagilmamis olsa da
denge orani islenmemis hale kiyasla artirilmistir. Smiflar aras1 tam dengeye gidilmemesinin
sebebi verinin gercek hayattaki dagilimla olan benzerligini korumaktir.

Bu veriler ile yapilan ilk deneyde kullandigimiz model olan YOLOV5-X
algoritmasmin gosterdigi performans, egitim ve test sonuglar1 ve yaptigi bazi 6rnek tahminler
ile ground truth kiyaslamalar1 asagida verilmistir.



Sekil 7: YOLO Deney 1 Sonuglari

Model Kullanilan Loss | Gorintu Matrisi | Transfer Veri Cogaltma
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Yukarida goriildiigii gibi, kompleks bir model olmayan YOLOV5-X ile yapilan
caligmalar, ilk deneyler i¢in anlamli sonuclar tiretmistir. Bu sonuglarin yorumlanmasi
6zgunlik kismina yazmis oldugumuz ek bilgilerin algoritmada kullanilmasi tabanli fikrimizin
olusmasinda 6nemli rol oynadi. Bu deneyin sonuglariyla yapilan tahminleri asagida
gorebilirsiniz.

a)

Ground Truth

b)Tahmin Edilen (Cikt1)

Sekil 8: YOLO Deney 1 Ground Truth ve Cikti Karsilastirmasi

Deney-2: Yapilan ilk deneylerde saglikli organlarin ayni sinifta olmasi ve ek bilgi
olarak belirtilen baz1 hastaliklarin veride gurultiye (noise) sebep olmasina ¢ozim yontemleri
arastirildi. Bu esnada yaptigimiz medikal arastirmalar sayesinde 0zgun fikrimiz olan yeni
smiflandirma metodunu kullanmaya karar verdik. Kullanilan bu metot sonucunda uretilen
yeni veri setinin dagilimi asagida verilmistir. (NOT: Bu veri seti Gretiminde yarigma verisinin
tamami kullanilmamagtir.)
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Sekil 9: YOLO Deney 2 Veri Seti Dagilim Grafigi

Bu veri ile elde ettigimiz sonuclar asagida gosterilmektedir. Bu sonuclarda modelin
smiflandirma basarismin arttig1 goriilmiis, ancak metriklerde yapilan hesaplamalar sebebiyle
bu basar1 modelin ilk ¢iktisinda gézlemlenmemistir. Bu durumun sebebi fazla sayida sinifin
kullanilmis olmasiyla beraber metrik formiillerinde dogal bir sekilde yasanan degisimdir,
ancak tiretmis oldugumuz yeni smiflar1 yarismanin istedigi gibi tek bir sinifta topladigimizda
basar1 gozle gorilir bir sekilde artmstir. Bu yontem kullanildiginda metriklerdeki iyi yonli

degisim gorilmektedir
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vallbow_loss

trainjobi_loss

train/cls_loss

valjobi_loss valcls loss

metrics precision metrics|recall
A I A=A

e
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metricsimAP_0.3 metrics/mAP_0.5:0.95

N
TV,

Sekil 10: YOLO Deney 2 Test Sonuglari

2- F-RCNN: YOLO modelinden daha kompleks bir yapiya sahip olmakla beraber medikal
verilerde daha sikga kullanilan bu model, deneylerimizin ikinci kismin1 olusturmaktadir.
YOLO ile yapilan deneyler ayn1 kosullarda F-RCNN ile tekrarlanmis, elde edilen
sonuglarda gelisme goriilmistiir. Bu sonuglar ve uretilen 6rnek ¢iktilar asagida

gosterilmistir.
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Sekil 11: F-RCNN ile Yapilan Test Sonuglari

21019Seri438168568048. .04
b)Yapilan Tahmin (Ciktr)

Sekil 12: F-RCNN Sonucu Ground Truth ve Cikti Karsilastirmasi

NOT: Goriildiigii gibi ¢iktilar arasinda safra kesesi tasi bulgusu da ayr1 bir sinif olarak
bulunmaktadir. Bu durumun sebebi bu modelin ¢alismasinda da yukarida (YOLO
deneylerinde) kullanilan verinin ayni sekilde tekrarlanmis olmasi ve kontrollii deneyin
saglanmasidir. Bu deneyler sonucunda F-RCNN modelinin smiflandirma basarisinin daha
yuksek oldugu, ancak 10U basarisinda ciddi bir degisim olmadigi goriilmiistiir.

SI0U Deneyleri: Ozgiinlik kisminda bahsedilen SIOU Loss fonksiyonu ile denemelerimiz
devam etmektedir. Diisiik veri ile yaptigimiz deneylerde 10U metriginde SGD’ye kiyasla bir
artig gozlemledik. Gozlemledigimiz artigin bizi yaniltmadigimi gérmek igin daha fazla sayida
egitim ve test verisi ile deneylerimizi tekrarlayacagiz.

Karsilasilan Sorunlar:

- lleriki deneylerde veri dagihmmin daha diizenli bir hale gelmesi tizerine calismalar
yapilmali. Su asamada modelde onyargiya sebep olabilir.

- Test verilerinin sayis1 artirilarak daha guvenilir sonuclar elde edilmeli. Diistik veri
sayisi Ve test seti orani ile yapilan deneyler giivenilir olmayabilir.

- KigUlk bulgularin tespitinde modelimiz problem yasayabiliyor, bu sorunun ¢ézimu
icin gesitli yontemler arastirilmali (You Only Look Twice, Sliding Aided Interference
gibi teknikler arastiriliyor, deneylerine baslanacak).
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Cikarimlar:

- Yaptigimiz deneyler veri sayisi giderek artirilarak yapilmakla beraber, saglanan
verinin tamami heniiz kullanilmamistir. Dolayisiyla elde edilen sonuglarin
yorumlanmasi i¢in daha fazla sonug gerekmektedir.

- Su ana kadar yapilan deneylerde F-RCNN modelinin smiflandirmadaki basarisi
goriilmiistiir. Dolayisiyla yapilan kontrollii deneylerde F-RCNN’den alinan ¢iktilar
gelistirmeye yonelik yeni arastirmalar yapilmali, yeni veri isleme teknikleri izerine
calisilmalidir.

- YOLO modeli ile yapilan deneyler de daha yiiksek veriyle tekrar edilmeli, F-
RCNN’den daha iyi bir ¢ikt1 verip veremeyecegi gozlemlenmelidir.

4-DENEY VE EGIiTiM ASAMALARINDA KULLANILAN VERi SETLERI

Kullanilan Veri Seti: Yarigma tarafindan bize verilen FTP sunucusu lzerinden
erigim saglayabildigimiz 79GB'lik veri setinin modelimizi egitmek i¢in yeterince blyuk
oldugunu diisiinerek baska veri seti kullanmamaya karar verdik. Bize verilen bu veri setinde
1182 seri oldugunu ve bu serilerin i¢inde toplam yaklasik olarak 350000 adet kesit oldugunu
gordik. Bu kesitler icinde bulunan ve bizim yarisma esnasinda tespit etmemiz istenmese de
ek bilgi olarak verilen apendikolit, safra kesesi tasi ve kalsifiye divertikiil hastaliklarini da
kullanarak basar1 oranimizi artirmaya yonelik ¢calismalar yaptik. Bunun yaninda herhangi bir
bounding box koordinatina sahip olmayan baslangig-bitis kesitleri hesaba katilarak veri
setinin genellenebilirligini artrrmay1 hedefledik.

DICOM Isleme: Yarisma tarafindan DICOM formatinda saglanan goriintiilerin birgok
islenebilir 6zelligi bulunuyordu. Bu 6zelliklerden window center ve window width degerleri
goruntulerin parlaklik ve kontrast ayariyla ilgiliyken, patient id ve slice thickness gibi
parametreler ise hacimsel inceleme ile alakaliydi. Uyguladigimiz 6n islemede gorintiye
oncelikle windowing uygulandi. Windowing’i dogru bir sekilde gergeklestirebilmek icin
gereken window center ve window width degerleri DICOM metadata’si ile elde edilerek
¢iktiya ulasildi. Sonrasinda ise kimi goruntilerde fazlaca olan ve BT ¢ekim makinesinden
kaynaklanan guriltayd temizlemek adina morfolojik islemler yapildi. Bu islemlerin ardindan
elde ettigimiz 6rnek goruntuler ve drnek bir kod blogu asagida verilmistir.

if window_width==1:
try:
window_width=medical_image.WindowWidth
except:
window_width=400

img_min = window_center - window_width // 2
img_max = window_center + window_width // 2

window_image = image.copy()

window_image [window_image < img_min] = img_min
window_image [window_image > img_max] = img_max

self.window_image = window_image

(a) (b)
Sekil 13: (a) DICOM Formatindan PNG Formatina Déniistiirdiigimiiz Veri Ornedi
(b) Uyguladigimiz Windowing Islemi

Smif Dengeleme: Veri seti incelendiginde bazi siniflara ait olan verilerin toplam veri
icerisindeki oranmin ¢ok diisiik oldugu goruldl. Saglanan veri setinin dagilimi gergek hayatla
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baglantili da olsa kimi siniflardaki asir1 diisiik 6rnek sayis1 modelin agirliklandirma
strecindeki onyargiy1 artirtyordu. Bu yuzden asir1 diistik sayida olan verilerin dengelenmesi
icin siif bazli augmentation uygulandi.

Veri Cogaltma: Veri setimizdeki fotograflarin sayis1 ¢ok fazla da olsa etiket sayisinin
azligindan kaynakli olarak veri cogaltmaya ihtiya¢ duyduk. Bu alanda basvurdugumuz
yontemler: x-y eksenlerinde aynalama, parlaklik +/-, orijin etrafinda dondirme ve benzeri
oldu. Bu yontemler ise etiketlenmis veri sayimizi 5 katina ¢ikardik.

Veri Seti Uretme: Bize verilen veri setinde gortintiiler icin gerekli etiketler yer alsa da alanda
kullanilan kiituphanelerin ¢alisma formatmma uygun degildi. Veri setini ve etiketleri gereken
formata getirebilmek icin 6ncelikle bittin gorintiler tek bir klasorde toplandi. Bunun sebebi
goruntaleri iki boyutta inceleyecek olmamizdi. Buna ek olarak klasordeki her bir png uzantili
fotografa denk gelen koordinatlar excel dosyasindan alindi, yeni bir saklama metodu ile her
gorintu basma txt uzantili bir etiket dosyasi olusturuldu. Yeni saklama formati ve 6rnek kod
blogu asagida bulunmaktadir.

"[sinifid] [xmerkez] [ymerkez] [genislik] [ylukseklik]

medical_file=pydicom.read_file('valdcm\\'+dicom_name)
height=medical_file.Rows
width=medical_file.Columns
min_inter,max_inter=ggg£g§
xmin,ymin=min_inter.split(",")
xmax, ymax=max_inter.split(",")
x_center=str(((int(xmin)+int(xmax))/2)/width)
y_center=str(((int(ymin)+int(ymax))/2)/height)
norm_width=str((int(xmax)-int(xmin))/width)

norm_heightzstr((int(ymax)—int(ymin))/height)|
Sekil 14: Excel Dosyasindaki Koordinatlari Yeni Saklama Formatina Déndistiirdiigimiiz Kod Blogu

Egitim ve Teste Ayirma: Uretilen veri setinin %80i egitim igin kullanilirken, %210u
validation ve %210u ise test seti olarak kullanild:.

Simiflandirma Problemi: Ozgiinliik kismimda detaylica agiklanan bu konu, veri setimize
yaptigimiz islemler arasinda en 6nemlisidir. Bu islem sayesinde konuya farkli bir bakis agisi
getirip medikal bilgilerden de yararlanmay1 sagladik. Metot 6zetle modelin ¢alismasi
asamasinda bltun organlarin tek bir smifa degil kendilerine has farkli siniflara hitap
etmelerini saglamaktir. Bunun igin ise data.xIsx dosyasinda bulunan bazi etiketler farkli diger
etiketlere goturuluyor (mapleniyor).
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