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1. Proje Mevcut Durum Değerlendirmesi (20 puan) 
 
Proje Sunuş Raporunda hedeflenen tüm görevler başarıyla gerçekleşmiştir. Bu rapor sonrası 
hibrit modellerin denenmesine karar verilip bunların verimlilikleri karşılaştırılmıştır. Bu kısım  
özgünlük bölümünde daha ayrıntılı anlatılacaktır. Aşağıda yer alan bilgiler, proje üzerinde 
bugüne kadar yapılan çalışmaları ve gelinen son noktanın neler olduğunu detaylıca 
açıklamaktadır. 
 
Yarışmada istenen 6 çeşit hastalık sınıfı için çoklu sınıflandırıcı (Multi-Class Classification) 
kullanılmıştır. Literatürde birçok çoklu sınıflandırma yapan derin öğrenme algoritmaları 
bulunmaktadır. Hepsini değerlendirme  ve kullanmak zaman açısından verimli olmayacağı gibi  
hem de efektif olmayacaktır. Bu yüzden literatürde en popüler kıyaslama olan Microsoft’un 
COCO veri seti üzerindeki mAP değeri karşılaştırması baz alınmıştır.[5] Böylelikle 
kullanılması planlanan algoritmalar belirlenmiştir. Her nesne tespiti algoritması uygulamaya 
göre farklılık göstereceğinden medikal anlamda bu çalışmada faydalı olabilecek yöntemler 
araştırılmıştır. Medikal görüntülerin özniteliklerini en iyi algılayabilecek algoritmalar 
seçilmiştir. 
 
AP50 değerlendirme metriğine göre en başarılı algoritmalar aşağıdaki görselde belirtilmiştir. 
Model geliştirilmesi yaparken literatürdeki en güncel ve en yüksek AP değerine sahip mimariler 
kullanılarak veri seti üzerinde test edilmiştir.  
 
 
Araştırmalarımız sonucunda en efektif olacağını düşündüğümüz DINO, YOLOR, YOLOv4  ve 
YOLOv5 algoritmalarıdır. Bu algoritmalar ayrı ayrı model eğitilerek deneme yapılmıştır. Per-
formans kıyaslaması yapıldıktan sonra en verimli gördüğümüz YOLOv5 algoritması seçilmiş-
tir. Öncelikle önceden eğitilmiş basitten karmaşık sinir ağ modellerine göre sırayla eğitimler 
gerçekleştirilmiştir. YOLOv5s modeli nispeten en az kompleks olan modeldir. En az komplesk 
olması modeli hız bakımından öne çıkarmaktadır. Ama bu yarışma için doğruluk daha ön 
planda olduğu için daha kompleks modeller olan YOLOv5x gibi modeller tercih edilecektir.. 
Önceden eğitilmiş(pretrained) model kullanınca eğitimler çok daha iyi sonuç verdiği gözlem-
lenmiştir. Model sonuçlarını ve incelemeleri “3.Sonuçlar ve İnceleme” bölümünde yer almak-
tadır. 
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Ayrıca işlemlerin hızlandırılması için transfer learning yöntemi de denenmiştir. Bu yöntemle 
beraber daha önce bilgisayarlı tomografi verileri kullanılarak eğitilmiş MedNet gibi medikal 
önceden eğitilmiş (pretrained) modeller üzerinden transfer learning yöntemi ile model gelişti-
rilmesi yapılmıştır [6]. Burada kullanılan verisetlerinin ayrıntıları “4.Deney ve Eğitim Aşama-
larında Kullanılan Veri Setleri” bölümünde tartışılmıştır. MedNet oldukça fazla veri ile hazır-
landığı için çoğu çalışmada yüksek model doğruluğunu yakalamaya yardımcı olmuştur.[10] 
MedNet önceden eğitilmiş veriseti ile eğitim yapıldığında modelin hızlıca öğrenmesi ve daha 
smooth bir loss fonksiyonu elde edilmesine sebep olmuştur. Ayrıca bu durum modelin eğitimini 
hızlandırmış. Daha çok eğitim ve daha farklı parametre ve hiperparametrelerle eğitimler yapıl-
masına olanak sağlanmıştır. Bunun sonucuna göre en optimmum eğitim sonucu tespit edilmeye 
çalışılmıştır. Eğitim süreci gerçekleştirilirken eğitimi gerçek zamanlı izlemek değerlendirmek 
amacıyla Wandb kullanılmıştır. MLOps PLATFORMU sağlayan wandb bağlantısı için aşağı-
daki kod parçacığı kullanılmıştır. Model eğitimi sırasında eğitimin başarısının nasıl olduğunu 
anlık olarak izlememize olanak sağlamıştır.  

 
 
Teknofest tarafından sağlanan Sağlık Bakanlığı verileri çok büyük boyutta olduğu için bulut 
üzerinden eğitim yapılması karar verilmiştir. Bunun için 200 gb’lık bir Google Disk alanı sa-
tın alınmıştır. Yaklaşık 150 GB boyutundaki dicomlar aşağıda özgünlük kısmında belirtilen 
yöntemler ile PNG formatına  çevrilmiştir. Bu PNG’ler ile bulutta eğitim yapmak için Google 
Colab kullanılmıştır. Colab üzerinde yukarıda belirtilen tüm algoritmalar için ayrı ayrı model 
eğitimleri gerçekleşmiştir. Colab’ın tarafımıza sağladığı ücretsiz grafik işlemcisi Tesla T4 
kullanılmıştır. Her bir eğitim yaklaşık olarak 8-9 saat aralığında sürmüş olup DINO, YOLOR, 
YOLOv4 ve YOLOv5 algoritmaları için ayrı ayrı eğitimler farklı Google hesapları üzerinden 
gerçekleştirilmiştir. (Burada kullanılan veri setleri 4. Bölümde verilmiştir.) Deneme amaçlı 
yapılan bu küçük eğitimler ile YOLOv5 kullanılmasına karar verilmiştir. Asıl veri setimiz 
YOLO v5 in X VE S VE M modelleri üzerinden denenmiş en başarılı sonuç Yolov5x üzerin-
den alınmıştır. 
 

 
 
 

 
Veri setimiz nispeten az veriden oluştuğu için yukarıdaki gibi parçalara ayrılmıştır.  
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Eğitimimiz aşağıdaki aşamalar takip edilerek kodu yazılmıştır. 
 
• Eğitim verileri Train, test ve Validation olarak 3 parçaya ayrılmıştır 
• Yolo v5 model kodlarının Colab üzerinden hazırlanması 
• Model ile wandb arasında bir pipline(veri-hattı) oluşturulması 
• Veri seti entegrasyonu 
• Final tespitinin yapılması ve sonucun gösterilmesi 
 
Özet olarak hazırlanan modeller, gerçek modeller temel alınarak oluşturulmuştur. Yapılan de-
ğişiklilkler ile modellerin daha hızlı çalışması sağlanmıştır. 
 
 

2. Özgünlük 
 
Bu kısımda öncelikle daha önce uygulanmış tüm algoritmalar karşılaştırılarak hibrit model 
oluşturmak düşünülmüş ve bu hayata geçirilmiştir. Hibrit model için seçilen algoritmalar 
YOLOv5 ve TOLOv5 tir. Hibrit model oluşturulurken ağ yapıları değiştirilmiş ve birbiriyle 
uyumlu homojen bir algoritma oluşturulmuştur. Bu hibrit algoritma tatmin edici bir sonuç 
vermediği için YOLOv5 algoritması uygulanmış ve onun sonuçları, sonuçlar kısmına 
yansıtılmıştır. 
Teknofest tarafından Sağlık Bakanlığı aracılığıyla tarafımıza iletilen dicom görüntüleri (Eğitim 
için uygun format olan PNG formatına dönüştürülür.) belirli aralıklarla (parçalara ayrıldığında 
etiketsiz ve etiketli ) yaklaşık 357 bin adet veri bulunmaktadır. Bu veri setindeki hastalıklı veri 
sayısı yaklaşık 34 bin adettir. Bunlardan 10 bin adedi istenen sınıf dışında kalmış olup 5 bin 
adedi başlangıç bitiş kesitlerinden oluşmaktadır. Böylece elde kalan yaklaşık 19 bin adet veri 
hastalıklı verilerdir. 357 bin adet içindeki 19 bin adet hastalıklı veri doğru bir eğitim için yeterli 
olmayacağından farklı yöntemler ile veri çoğaltması yaparak daha çok hastalıklı veri elde etmek 
hedeflenmiştir. Bu amaç doğrultusunda GAN tabanlı sentetik (data augmentation) veri üretimi 
gerçekleştirerek model için ekstra veri üretimi yapılarak model başarısının arttırılması sağlan-
mıştır. GAN, klasik derin ağ mimarilerinden farklı olarak bir üretici ve bir ayırıcı olmak üzere 
iki farklı derin ağa sahiptir ve bu iki ağın çekişmeli olarak çalışmasıyla öğrenme işlemini ger-
çekleştirir. Üretilen sentetik görüntüler gerçekmiş gibi ayırıcıyı kandırmaya çalışır. Her iki ağ 
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da paralel olarak rekabetçi bir şekilde eğitilir.[8] [9]. Bu eğitim ekip tarafından dikkatli bir bi-
çimde yapılmış olup sonuçlara etki etmiştir. Sentetik yöntem ile veri arttırma başarılı olmuştur. 
Dengesiz veri seti böylelikle nispeten daha dengeli hale getirilebilmiştir.  
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Teknofest tarafından sağlanan Sağlık Bakanlığı verileri DICOM formatındadır. Hem eğitim-
lerin daha kolay olması hem de algoritmanın daha verimli çalışabilmesi adına bu DICOM gö-
rüntüleri PNG formatına çevrilmiştir. PNG dönüştürme işlemi gerçekleştrirken bu çalış-aya 
özgü olarak veri setinde farklı organlara ait olan veriler kullanılarak histogram analizi gerçek-
leştirilmiştir. DICOM görüntülerin PNG formata dönüşümü gerçekleştirirken Bu histogram ise 
ortalama HU değerini belirlemede yardımcı olmuştur. Böylelikle farklı organlara ait olan Di-
com görüntüleri ortak bir pencere ayarı ile Png ye dönüştürülmüştür. Derin öğrenme modeli-
mizin daha verimli çalışabilmesi için bize verilmiş olan veri setleri üzerinde görüntü işleme 
yön-temleri uygulanmıştır. Bu yöntemler görüntü verilerini kırpma, yeniden örnekleme, yüksek 
geçiş filtreleri ve alçak geçiş filtreleridir. Bunlar uygulanarak görüntüdeki istenmeyen gürültü-
yü veya yapaylıkları azaltma ve istenen bölgenin vurgulanması amaçlanmıştır. Detaylı ön işlem 
bilgisi aşağıda anlatılmıştır. 
Veri Ön İşleme 
Sağlık Bakanlığı tarafından sağlanan beyin BT tarama görüntüleri, eğitim ve değerlendirme 
için derin öğrenme modeline beslenmeden önce bazı ön işleme gerektirdi. Ön işleme, öğrenme 
algoritmalarının etkinliğinde büyük rol oynar. Sınıflandırma modellerimiz için yalnızca PNG 
görüntüleri kullandık. Bu nedenle, boru hattının bu ilk aşamasında, üç standart ön işleme tek-
niği uyguladık. 
1. Görüntü Yeniden Boyutlandırma: 512X512 piksel beyin BT görüntülerini 224 X 224 pik-
sellik yeni bir boyuta yeniden boyutlandırdık. Bu derin öğrenme modellerimizin eğitiminin ve-
rimliliğini artırdı.  
2. Veri Büyütme: Araştırmalar, veri büyütmenin orijinalden daha fazla eğitim verisi üreterek 
sınıflandırma görevlerinin doğruluğunu artırmak için çok etkili bir teknik olduğunu göstermiş-
tir. Bu projede, yeniden boyutlandırılmış BT görüntülerine dikey çevirme, döndürme, yakın-
laştırma, çarpıtma ve aydınlatma gibi geleneksel dönüşümler uyguladık. 
3. Veri Normalleştirme: Veri normalleştirme yönteminin temel amacı, 
öğrenme algoritmamızı besleyebilecek yüksek kaliteli bir veri üretmek. Bu, model performan-
sını ve eğitim kararlılığını artırdı. BT görüntülerini içe aktararak normalize ettik. 

 

3. Sonuçlar ve İnceleme (30 puan) 
 
Model eğitimleri gerçekleştirildikten sonra eğitim süreci anlık olarak wandb aracılıpıyla anlık 
olarak incelenmiştir. Eğitimin nasıl gerçekleştiğini ve maliyet fonksiyonunnn hedef değer  olan 
0.001 değerlerine kadar indirilebildiği şekilden görünmektedir.  
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F1 Score değeri bize Kesinlik (Precision) ve Duyarlılık (Recall) değerlerinin harmonik 
ortalamasını göstermektedir. Şekilde görüldüğü üzere F1 - score değeri. Veri setimiz hali 
hazırda eşit şekilde dağılmamasından kaynaklı doğru model seçimi yapmamız hakkında bize 
fikir vermektedir.  
 
 
 
 
 

 
Model eğitimi sonucunda elde edilen çıktılar yukarıdaki gibidir. Bu çıktılar sonucunda nesne 
tespiti yüksek doğrulukla gerçekleştirilmektedir.  
 

4. Deney ve eğitim aşamalarında kullanılan veri setleri (15 puan) 
 
  
Teknofest tarafından sağlanan Sağlık Bakanlığı verileri tarafımıza ulaşana dek model 
karşılaştırmaları ve algoritma iyileştirmeleri için farklı veri setlerinden yararlanılmıştır. Bu 
verisetleri internet üzerinde açık kaynaklı ücretsiz ve telifsiz medikal verilerden oluşmaktadır. 
Örneğin algoritma karşılaştırması için kullanılan veri setlerinden biri “University of Iowa 
Health Care ” üniversitesinin “Carver College of Medicine” okulundan alınan verilerdir.[12]. 
“Visible Human Project CT Datasets” adlı bu dataset insan vücudunun farklı bölümlerinden 
oluşan Dicom görüntüleridir. Açık kaynak olduğu için izin gerekmeksizin kullanılan bu 
datasetleri Dicom -Png dönüşümü, gerekli görüntü işleme vb. ön işleme işlemleri ve pencere 
ayarlarının uygulanması konusunda ekibe hem bilgi hem de tecrübe kazandırmıştır. Bunların 
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yanı sıra kullanılması kararlaştırılan modelin belirlenmesinde önemli rol oynamıştır. Ayrıca 
yine ücretsiz ve açık kaynaklı bir şekilde internet üzerinde araştırmalar sonucunda bulunan 
“National Institutes of Health” adlı kuruluştan elde edilen veri setleri organ segmentasyonu ve 
ön işlemler amacıyla kullanılmıştır. Burada elde edilen veri seti png formatında yer almakta 
olup aynı zamanda geniş bir organ çeşitliliğine sahiptir. Bu veri setinde 32000 adet BT 
görüntüsü bulunmaktadır Bu görüntüler aynı zamanda transfer learning amacıyla farklı 
modellerinin eğitiminde kullanılan veri setleridir[13]. DICOM Formatı 
Tıpta Dijital Görüntüleme ve İletişim (DICOM), tıbbi verilerin depolanması ve aktarılması için 
standarttır ve biyomedikal araştırmalar için sıklıkla kullanılır . DICOM formatındaki dosyalar, 
DICOM görüntü yorumlaması için önemli bilgileri ve piksel veri değerlerini içeren bir başlık 
veya meta veri içerir. Orijinal DICOM piksel değerleri insan gözüyle görülmeyebilir. Bunun 
bir nedeni, tıbbi görüntüleme ekipmanı tarafından üretilen görüntü sinyallerinin doğası olabilir. 
Yaygın olan diğer bir neden ise, gizlilik amacıyla hasta verilerini maskelemek için orijinal 
pikselleri belirli miktarlarda ölçeklendirip kaydırarak piksel değerlerinin Hounsfield 
birimlerine dönüştürülmesidir [12]. Hem görüntü piksel değerlerini insan gözünün görünür 
spektrumuna yeniden ölçeklendirmek hem de aşağıdaki şekil 4'te gösterildiği gibi görüntünün 
yalnızca yararlı kısımlarını görüntülemek için meta verilerde kodlanmış bilgileri kullanmak 
genellikle gereklidir. 
 
PNG Formatı 
DICOM formatından farklı olarak PNG formatının kullanımı oldukça basittir. PNG görüntüleri, 
çok çeşitli kitaplıklar kullanılarak doğrudan programlara okunabilir. Bu nedenle, hem tahmin 
hem de segmentasyon modellerimizi eğitmek için sağlanan PNG dosyalarını kullandık. 
Segmentasyon durumunda, maske görüntüleri de PNG olduğu için PNG kullanımı 
kaçınılmazdı. Bununla birlikte, tıbbi görüntüler çoğunlukla DICOM formatında mevcut 
olduğundan, modellerimizi DICOM görüntüleri üzerinde de test ettik, ancak önce DICOM 
görüntüleri, piksel dizilerini tahmin veya segmentasyon modellerine yerleştirmeden önce ön 
işleme tabi tutulur. Yukarıdaki şekil 4'te sağdaki görüntü, DICOM ön işlemesinden sonra elde 
edilen tek kanallı 8 bitlik bir görüntü olan nihai görüntünün doğasını göstermektedir. 
Modellerimiz 32 kayan nokta 3 kanallı görüntü aldığından, hem DICOM hem de PNG 
görüntülerinin 3 kanallı bir görüntü dizisine dönüştürülmesi gerekir. 

5. Referanslar (5 puan) 
 

1. Abel L, Wasserthal J, Weikert T, et al. Automated Detection of Pancreatic Cystic 

Lesions on CT Using Deep Learning. Diagnostics 

2. Jin Joo Park, Convolutional-neural-network-based diagnosis of appendicitis via CT 

scans in patients with acute abdominal pain presenting in the emergency department 

3. Anushri Parakh, Urinary Stone Detection on CT Images Using Deep Convolutional 

Neural Networks: Evaluation of Model Performance and Generalization 

4. Jiamin Liu, Detection and diagnosis of colitis on computed tomography using deep 
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convolutional neural networks 

5.  https://paperswithcode.com/sota/object-detection-on-coco?metric=AP50  

6.  https://arxiv.org/ftp/arxiv/papers/2110/2110.06512.pdf  

7.  https://www.nvidia.com/tr-tr/  

8.  https://arxiv.org/pdf/1803.01229.pdf  

9.  https://dergipark.org.tr/tr/download/article-file/942990  

10.https://learnopencv.com/transfer-learning-for-medical-images/ 

11.https://www.analyticsvidhya.com/blog/2020/08/selecting-the-right-bounding-box-

using-non-max-suppression-with-implementation/  

12.https://towardsdatascience.com/from-patches-to-slides-how-to-train-deep-learning-

models-on-gigapixel-images-with-weak-supervision-d2cd2081cfd7  

13. https://www.nih.gov/ 

14. https://medicine.uiowa.edu 
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