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1. PROJE MEVCUT DURUM DEGERLENDIRMESI

Yarigma amaglar1 dogrultusunda hastaliklar iizerinde ¢alisma yapilirken daha 1yi bilgi sahibi
olabilmek amaci ile literatiir taramalarina devam edilmistir. Bu baglamda bircok makale
incelenmis ve hastaliklara 6zel 6zellikler tizerinde durulmustur. Calismalarimizda olusabilecek
olas1 hatalar ve hastaliklari tanima iizerine eksiklikler giderilmistir.

Saglik bakanligi tarafindan gonderilen veriler incelendiginde veri seti igerisinde bulunan
“Data.xlsx” dosyasinda belirtilen etiketlerin disinda da mevcut goriintiiler oldugu tespit
edilmistir. Sekil 1 Veri seti icerisinden ornekler alinarak saglik alaninda uzman goriisli ve
destegi alinarak veriler kontrol edilmistir. Tiim veri seti mevcut etiketlere gore diizenlenmistir.

Saglik Bakanligi tarafindan saglanan veriler DCM formatinda tarafimiza iletilmistir. Bu
formata uygun model egitimi miimkiin olmayacagindan dolay1 veriler iizerinde format
doniistimii uygulanmistir. Veriler lizerinde DCM’den PNG’e doniisiimii yapilmasi amaciyla
arastirmalar yapilmistir. Bir¢ok doniisiim yontemi denenmistir ve goriintiilerde bozulma oldugu
tespit edilmistir. Sorunun ¢dziilmesi amaciyla esik degerinde degisiklik yapilip ¢aligmalara
devam edilmistir. Yapilan incelemelerde sonuglar yetersiz goriildiigii i¢in her fotografa 6zgii
esik degeri hesaplamasi yapilmis ve bu hesaplamalar sonucunda uygun esik degerleri ile
fotograflarda doniisiim yapilmistir.

Veri sitesi igerisinde bulunan “Data.xlsx” dosyasindaki etiketlerin doniistimlerinin yapilmasi
icin algoritma tasarlanmistir. Tasarlanan algoritmay1 kullanarak teknofest tarafindan
takimimiza verilen ID’lere gore YOLO etiket formatinda (Bkz. Resim 1) doniisiimii yapilmistir.
(Bkz. Tablo 1) Bu doniisiimiin yapilmasi verilerin islenmesini daha da kolaylastirmaktadir.
Etiketler ve veriler tek klasor i¢cinde toplanip daha kolay islenebilir hale getirilmistir.

Olusturulmus veri seti tek bir cati altinda toplanmistir. Veri inceleme ve gorsellestirme
yontemleri kullanilarak sinif (class) sayisi ve etiket adedi tespit edilmistir. Elde edilen
sonuclara Tablo 1'de yer verilmistir.
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Sekil 1: Veri Setindeki Siniflar ve Sayilart Resim 1: YOLOv4 Etiketleme Mantig1.



Tablo 1: Hastaliklarin Etiket ID ve Adetleri

Hastahk Ismi Etiket ID Etiket Adedi
Akut Apandisit ile Uyumlu 1 5063
Akut Kolesistit ile Uyumlu 2 4692
Akut Pankreatit ile Uyumlu 3 6430
Bobrek Tasi 4 2049
Ureter Tas1
Akut Divertikiilit ile Uyumlu 5 1081
Abdominal Aort Anevrizma 6 9767
Abdominal Aort Diseksiyon

Proje sunug raporunda belirtilen Faster R-CNN modelinde beklenilen sonuca
ulasilamadigindan yalnizca YOLOv4 algoritmasi kullanilmasi yontinde degisiklik yapilmistir.
‘Sonuglar ve Inceleme’ béliimiinde algoritmalar ¢iktilart ile daha detayli bir sekilde
incelenmistir.

2. OZGUNLUK

Tibbi goriintiiler elde etmek bir¢ok prosediire dayali oldugundan ulagilmasi olduk¢a zordur.
Goriintiiler elde edilmis olsa dahi {izerinde etiketleme ¢alismalari yapilirken tip doktorlarinin
uzman girdisine ihtiya¢ duyulmaktadir.[1] Tibbi goriintiiler iizerinde veri ¢ogaltma islemi
yapmak projenin bu asamasinda daha avantajli olacaktir. Bu nedenle teknofest tarafindan
tarafimiza iletilen goriintiiler iizerinde asagida belirtilen yontemler ile veri ¢cogaltma islemi
yapilmistir.

Genellestirilebilir derin 6grenme modelleri elde etmek igin biiyiik miktarda veriye ihtiyag
vardir. Geometrik diizenlemeler veya deformasyonlar tibbi goriintii ¢ogaltilmasinda oldukca
yaygin olarak kullanilan yontemlerdir. Derin sinir ag1 modellerini egitmek i¢in 6rnek sayisin
artirmak, veri kiimelerinin boyutunu dengelemek ve bunlarin verimliligini iyilestirmek i¢in
yaygin olarak kullanilmaktadir. Bu yontemlerden histogram esitleme, kontrasti veya parlaklig
arttirma, beyaz dengeleme, keskinlestirme ve bulaniklastirma yontemleri en popiiler olanlardir.
Bu yontemler uygulama kolayligi ve hizliligindan dolay1 diger veri ¢ogaltma yontemlerine gore
oldukca kullanighidir. Bu nedenle veri biiyiitme c¢alismalarimizda bu yontemlerden
yararlanilmistir.[2]

Ozellikle derin 6grenme baglaminda kullanilan veri biiyiitme, daha fazla etiketli veri
olusturmanin basit bir yolunu saglar; genellikle dondiirme, ¢evirme, renk kaymasi veya
goriintlinlin ve etiketin gegerliligini koruyan diger benzer iki boyutlu manipiilasyonlar anlamma
gelmektedir. Ozgiinliik adina veri seti iizerinde rastgele kontrast/parlaklik degisimi, giiriiltii ve
bulaniklik, dondiirme, perspektif projeksiyonu ve kumas desenleri uygulanmistir



2.1. FILTRELER

Veri seti ¢ogaltilmas: yontemleri arasinda filtre uygulamalar1 da oldukga popiilerdir. Yapilan
arastirmalar sonucunda goriintiiler iizerindeki giiriiltiiyli azaltmak amaciyla gauss, median,
wiener ve bilateral filtrelerinin uygulanabilirligi degerlendirilmistir.[3] Veri seti {lizerinde
uygulamalar1 yapilmis ve asagida filtrelerin detayli incelenmesi ve ¢iktilari sunulmustur.

Gauss filtresi uygulanan goriintiideki giirtiltiiyli azaltmakta basarilidir ancak kenarlarin
korunmamasi nedeniyle biiyiik miktarda ayrintiy1r kaybetme riski bulunmaktadir.[4] (Bkz.
Resim 3) Bu sebeplerden dolayi tercih edilmemistir.

Median filtresi dogrusal olmayan bir yontemdir. Komsu pikselleri kullanilarak ortalama alimr
ve yeni goriintli olusturulmaktadir. Bu yontem giiriiltli azaltilmasina yardimci olsa da goriintii
tizerindeki detaylar1 bozmaktadir.[5] (Bkz. Resim 4) Boylece bulanik ve net olmayan bir
goriintii elde edilmektedir. Bu uygulanan filtre neticesinde goriintiiler tizerinde ciddi derecede
piksel kaybi olusmaktadir. Belirtilen sebeplerden dolay1 bu filtrenin kullanilmasi tercih
edilmemistir.

Wiener filtresi ters filtreleme yapmaktadir. Filtrenin calisma mantigi ortalama kare hatasini en
aza indirmektir.[6] Gorseller tizerinde giiriiltiiyili azaltma da basarili olsa da gorsel detaylarim
olumsuz etkilemektedir. (Bkz. Resim 5) Bu sebeplerden dolay: veri ¢gogaltma yontemlerinde
kullanilmasi tercih edilmemistir.

Bilateral filtresi gorselin her bir piksel degerini komsu pikselleri ile agirlik ortalamasini alarak
degistirmektedir.[7] Filtrenin mantig1, goriintii tizerindeki kenar detaylarini koruyup giiriiltiiyt
azaltmayr amacglamaktadir. (Bkz. Resim 6) Giriltii azaltmada gosterdigi performans
incelenmis olup ¢aligsmalarimizauygun gorilmiistiir.
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Veri ¢ogaltma islemi yapilirken kullandigimiz yontemlerden bir digeri de goriintii tizerinden
siyah alanlarin ¢ikarilmasidir. Yapilan islemin amaci veri ¢esitlerinin arttirilmasidir. Bu
yontemde ilk asama olarak goriintli lizerinde en biiyiikk kontur bulunur. Konturun en ug
noktalarini hesaplayarak ilgi alani elde edilir ve kirpilir. Kirpilmis goriintii kaydedilerek veri
sayist iki katina ¢ikarilmistir. (Bkz. Resim 8)

Adim 1.0rjinal Goruntu Adim 2. En buyuk kontur Adim 3. Ug noktalari bul

Adim 4. Resmi kirp

Resim 8: Gorsellerden Siyah Alanlarin Cikarilmast Islemi

3. SONUCLAR VE INCELEME

Proje sunus raporunda belirtildigi gibi ¢alismalarimizda YOLOvV4, YOLOvV3, Faster R-CNN ve
SSD algoritmalar1 denenmistir. Model incelemeleri ve sonuglar1 asagidaki paragraflarda
detaylica agiklanmis olup kullanilacak olan algoritma belirtilmistir. Model inceleme yontemleri
ile incelendiginde de ¢ikan degerlere tablo 2°de yer verilmistir.

3.1. ALGORITMALARIN INCELENMESI

SSD algoritmasinin arkasindaki temel mantik, sabit boyutlu sinirlayici kutu tahmini tiretmektir.
Bu kutulardaki nesne sinifi 6rneklerinin varligi i¢in puanlar verir ve en iyi tahminleri ¢ikti
olarak veren ileri beslemeli evrisimsel ag kullanilmaktadir.[8] eklemektedir. SSD, sinif bagina
ortalama 8732 tahmin tiretirken; YOLO, sinif basina yalnizca 98 tahmin liretmektedir. Bu
durumlardan dolay1 nesneler tizerinde SSD algoritmasinin basari orani1 diistik ¢itkmaktadir. Cok
tahminde buldugundan kaynakli hiz agisindan olumsuz sonuglar alinmistir.[8§] SDD modeli bu
sebeplerden dolayi tercih edilmemistir.

Faster R-CNN iki asamadan olusan nesne tespiti algoritmasidir. ilk asamada bolge teklif
onerisiyle nereye bakilacagini bildiren derin ve tam evrisimsel katman bulunmaktadir. Ikinci
asamada Onerinden bolgeleri kullanan hizli R-CNN algilayicist bulunmaktadir.[9] Faster
RCNN algoritmasinin ¢aligma prensibi bolge teklifinde bulunarak nesne tespiti yapmasidir.[10]
Yarisma kapsaminda abdomen bolgesinde calisildigindan dolay1 Faster R-CNN algoritmast
birden fazla teklifte bulundugu goriilmiistiir. Bu durum hastaliklarin yanlig tespit edilmesine
neden oldugu ve dogruluk orammin diistiigii tespit edilmistir. Bu sebeplerden dolay1
caligmalarda kullanilmasi tercih edilmemistir.

YOLOvV3 ReLU aktivasyon fonksiyonu kullanmaktadir. Bu durum olumsuz sonu¢lanmaktadir.
YOLOv4 geleneksellesen ReLU aktivasyon fonksiyonu yerine Mish fonksiyonu
kullanmaktadir.[11] Bu durum modelin kesin kurallar yerine hata pay1 birakarak eslesme
degerinin artmasini saglamaktadir.



Mish Activation

Resim 9: Mish ve ReLU Aktivasyon Fonksiyonlarinin Garfikleri.

YOLOv4 algoritmast 416x416 c¢ozinirliginde gorseli girdi olarak kullanmaktadir.[12]
YOLO’nun nesne tespiti algoritmasinin en biiyiik avantajlarindan biri goriintiiyli 1zgaralara
bolerek her 1zgara i¢in puanlama yapmaktadir. Sinirlayict kutular tahminlerin hesaplanmasi
sonucu olusmaktadir.[13] Buna goére YOLO her i1zgara igin ayri bir tahmin vektori
olusturmaktadir. Siniflandirmaile farkli 6lgeklere ve boyutlara sahip ¢oklu sinirlayici kutular
tahmin edilmektedir. YOLOv4 algoritmasinin yukarda belirtilen nedenlerden dolay: yarigma
senaryosuna en uygun model oldugu tespit edilmistir. Bu nedenden dolay1 ¢alismalarimizda
YOLOvV4 algoritmasikullanilacaktir.

Tarafimiza iletilen veri setinde etiketli olan gorseller 29.082 adettir. Ozgiinliik kisminda
bahsedilen veri ¢ogaltma yontemleri uygulanarak veri seti zenginlestirilmistir. Veri ¢ogaltma
yontemleri sonrasinda veri sayimiz 8 katina g¢ikarilarak 232.656 adet veriye ulasilmistir.
Verilerimizi training, validation ve test olmak tizere 3 ayr1 boliime ayrilmistir. Verilerin esit
dagilmasi igin algoritma olusturulmustur. Bu algoritma ile daginik bir sekilde boéliimlere
olusturulmustur. Olusturulan bdliimlerin oranlar1 Sekil 3’de belirtilmistir. Model egitirken 6500
epoch yapilmistir. Modelin ezberleme ihtimaline karsi early stop kullanilmigtir.[14]

3.2. MODEL DOGRULUGUTEST ASAMALARI

Degerlendirme kriterleri olarak, karisiklik matrisi (confusion matrix), duyarlilik (recall),
hassasiyet (precision), F1 puani (F1-score) ve kesisim bolgeleri (IoU) kullanilacaktir.[15]

Kansikhik Matrisi: Karisiklik matrisi, bir siniflandirma algoritmasinin performansini
tamimlamak i¢in kullanilan tablodur. Karsilik matrisi, bir siniflandirma algoritmasmin
performansini gorsellestirir ve Ozetlemektedir. Karisiklik matrisi, siniflandiricinin 6lgiim
metriklerini tanimlamak i¢in kullanilan dort temel 6zellikten olusmaktadir. Bu o6zellikler
sunlardir:

TP (True Positive/ Gercek Pozitif): Gergek degerleri 1 olarak siniflandirilmaktadir. Gergek
pozitif, 1 olarak siniflandirilan ve gercekten 1 olan degerlerin sayisidir.

TN (True Negative/ Gercek Negatif): Ger¢ek olmayan degerleri 0 olarak
siniflandirilmaktadir. O olarak siniflandirilan ve gergekten de 0 olan degerlerin sayisidir.

FP (False Positive/ Yanhs Pozitif): 1 olarak siniflandirilan fakat gercekte 0 olan degerlerin
sayisidir.

FN (False Negative/ Yanhis Negatif): 0 olarak siniflandirilan fakat gercekte 1 olan degerlerin
sayisidir.

Bir algoritmanin performans olgiitleri, yukarida belirtilen TP, TN, FP ve FN temelinde
hesaplanan dogruluk, hassasiyet, duyarlilik ve F1 puanidir.



Dogruluk, siniflarin ortalama hassasiyet (AP) degerlerinin aritmetik ortalamasi (mAP) alinarak
bulunmaktadir.[16] Denklem 1’de formiilleri gosterilmektedir.

#TP(c)

1 ..
AP = (;)ZRECQHL, Precision(Recall;)=1 mAp=Zceclasses #TP(O) + H#FP(0) 1)

Duyarhlik, isabet orani olarak bilinmektedir ve yiiksek olmasi beklenmektedir. Sinirlayicimimn
ne kadar TP ya da TN degeri dogru tahmin ettiginin bir 6l¢iisiidiir. Denklem 2’de duyarliligin
nasil hesaplandigi gosterilmistir.

TP
TP+FN

Duyarlilik= (2)

Hassasiyet, pozitif olarak siniflandirilanlar arasinda dogru siniflandirilmis 6rneklerin oranim
degerlendirir. Duyarlilik gibi hassasiyetin de yiiksek olmas1 beklenmektedir. Denklem 3’de
hassasiyetin nasil hesaplandigi gosterilmistir.

Hassasiyet =

(3)

TP+FP

F-1 puani, siniflandiricinin ne kadar iyi performans gosterdiginin bir 6l¢iisiidiir. Duyarlilik ve
hassasiyetin harmonik ortalamasidir. Denklem 4’de f-1 puaninin nasil hesaplandig
gosterilmistir.

Hassasiyet x Duyarlilik

F-1=2x

(4)

Hassasiyet+Duyarlilik

loU, her bir sinirlayict kutu igin, tahmin edilen sinirlayict kutu ile ger¢ek sinirlayicr kutu
arasindaki ortligmeyi 6l¢mek i¢in kullanilir. Sekil 2°de yap1 gosterilmektedir.

Tahmin Kutusu \
% Dogru Etiketi
Brtiigme Alan

ek —

Birlik Alani

/ Dogru Etiketi
Tahmin Kutusu /

Sekil 2: IoU Hesaplama Mantig.

Tablo 3: Model Sonuc¢lar Tablosu

Model Dogruluk Dogrulama Kayip Dogrulama
Dogrulugu Kaybi
YOLOV4 0.8256 0.8456 0.7664 0.7125
YOLOv3 0.7435 0.8434 0.7046 0.6994
0.7258 0.7562 0.7498 0.8325

Faster R-CNN
SSD 0.7151 0.7895 0.6895 0.7451



3.3. YASANILAN SORUNLAR VE COZUMLERI

Yapay zeka destekli hastalik tespiti ¢alismalarinda karsilasilan en biiyiikk sorun veri
yetersizligidir. Bu baglamda sorunu ¢ozmek amaciyla veri seti arayisina girilmis ancak “Deney
ve Egitim Asamalarinda Kullanilan Veri Setleri” baslig altinda detaylica bahsedildigi lizere
yeni veri setine ulasilamamistir. Veri yetersizligi sorununu ¢6zmek amaciyla 6zgiinliik baslig
altinda belirtilen yontemler ile veri seti biiyiitiilmiistiir.

3.4. SONUC

Modelin sonuglar1 ve tablolar incelediginde %82 dogruluk orani ile YOLOv4 modelinin
basarili oldugu diisiiniilmektedir. Modelin test ¢iktilar1 bkz. resim 10’ da belirtilmistir. Bu
asamadan sonra model degisikligi yapilmayacaktir. Yarisma zamanina kadar yeni veri
cogaltma teknikleri kullanilarak model gelistirilecek ve test edilecektir. En yiiksek dogruluk
orani alinmasi i¢in ¢alismalarimiza devam edilecektir.

Resim 10: Etiketli Ornek Veri



4. DENEY VE EGITiM ASAMALARINDA KULLANILAN VERIi SETLERI

Yapay zeka tabanli hastalik tespiti tizerine makaleler incelenirken bir¢ok veri seti bulunmustur.
Veri setlerinin uygunlugu uzman destegi alinarak degerlendirilmistir. Yarigma sartnamesinde
belirtilen hastalik siniflarina uygun veri seti bulunamadigindan agik kaynak veri seti
caligmalarimizda kullanilmamistir. Bolgede bulunan hastanelerden doktorlar ile iletisime
gecilerek veri seti konusunda talepte bulunulmustur. Etik onay1 vb. prosediirden dolay1 istenilen
sartlara uygun veri setine ulagilamamistir. Bu nedenlerden dolay: teknofest tarafindan saglanan
saglik bakanlig1 veri seti iizerinde 6zgilinliik kisminda belirtildigi sekillerde veri ¢ogaltma
islemleri uygulanmistir.

Verilerimizi training, validation ve test olmak iizere 3 ayr1 bolime ayrilmigtir. Béliimlerinin
oranlar1 sekil 3 belirtilmistir.

B Training
82% 9% m Validation

Test

Sekil 3: Veri Dagilimlart
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