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1. Uygulama Tanim

Kanser; viicudun herhangi bir organinda ya da dokusunda kontrolsiizce biliylimeye baslayan,
kendi siirlarindan ¢evredeki dokulara dogru ilerleyen ve en sonunda viicuda yayilan genis bir
hastalik grubudur. Neoplazm ve malign tiimorler kanserin diger yaygin adidir. Diinya Saglik
Orgiitii (DSO/World Health Organization-WHO)’ niin verilerine gére tiim diinyada dliimlerin
ikinci temel nedeni olarak kanser yer almaktadir. Ekonominin temel taslarindan biri olan
saglik hizmetlerinde dijital donilisiim ile kisa siirede onemli bir yol kat etmistir. Dijital
doniistimle birlikte saglik konusunda potansiyele sahip olan yapay zeka kavrami hayatimiza
girmistir. Yapay zeka saglik alaninda erken teshis, tani, tedavi, aragtirma, sagligr koruyup
siirdiirme alanlarinda karsimiza ¢ikmaktadir, Ozellikle yapay zekanin kanserin tiiriiniin kesin
olarak belirlenmesi ve gerekli tedavinin planlanabilmesi i¢in kanserli hiicre ve dokulari
mikroskop altinda inceleyen patoloji bulgularinin yorumlanmasinda kullanilmasiyla birlikte
patolojik sonuglar hizli, yiiksek dogrulukta ve inceleyen kisiye bagli olmadan elde
edilmektedir. Literatiirde timor dokusu i¢in hazirlanan patoloji slaytlarinin yapay zeka ile
tespiti, kanser tanis1 ve kanserin karakterizasyonu ile “ilgili ‘pek cok calisma yapildig:
goriilmistiir. Bu durum da bizlere patoloji alaninda yapay zeka destekli uygulamalarin
gerekliligi ve kullanish olacagmi géstermektedir.!

Kolon adenomlart kanser 6zelligi tasitmayan 1yi huylu tiimor tipleridir. Adenomlar eger tedavi
edilmez ve tedaviden sonra diizenl takibi yapilmazsa adenokarsinomlara doniisebilmektedir.
Ayrica adenomlarin sahip oldugu displazi (dokunun bi¢imsel-bozuklugu) derecesi adenomun
davranigin1 ve adenokarsinoma doniistimii hakkinda genel bir ipucu vermektedir. Yiiksek
displazi derecesi adenomun daha agresif ve kanserlesme riski oldugunu gostermektedir.
Ayrica yiiksek displazi ve mikroinvazyonun basladig1 intramuscular carcinoma olarak
adlandirilan ve tiimorlerin kasa dogru invazyon yaptiglr evreyi tespit etmek de kolon

adenokarsinomlarinin erken teshisi ve basarili tedavisi igin dnemlidir.”

Kanserde Evre 0 olarak adlandirilan periyotta, anormal hiicrelerin olustugu ancak hiicrelerin
cevreye yayllmadig1r ve Karsinom In Situ (Carcinoma In Situ- CIS) olarak adlandirilan bir
siire¢c bulunmaktadir.> Bu evrenin tespiti ise kanserde erken teshis saglayan ve tedaviye erken
baslanmasina yardimci olan bir etkendir. Ancak bu evrenin kolay tespit edilemeyisi kanserde
erken teshisin saglanamadigi durumlardan biridir. Bu evrede invazyonun tespiti ile dogru
kanser tan1 konmaktadir. Ancak patolojik slaytlar tizerinde Evre 0’1n tespit edilmesi inceleyen
patologun vaktini almakla beraber, dogru tani inceleme yapan patologun uzmanhgi ve
bilgisine gore de degismektedir.

Bu projede; patolojik slaytlar lizerinde yapay zeka destekli uygulama sayesinde CIS tespiti
hedeflenmektedir. Bir¢ok kanser tipinde CIS evresi bulundugu i¢in uygulamamiz farkli kanser
tiirlerinin de eklenebilecegi bir imkan saglamaktadir. CIS evresinin yapay zeka ile tespiti
sayesinde de kanserde erken teshisin yapilmasii saglayacaktir. Bu sayede de kanserde
tedavinin baglanmasi ve tedavi basarisi ile sagkalim oranlarindaki artis hedeflenmektedir.
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Sekil 1: Projenin Genel Semasi

2. Proje Mevcut Durum Degerlendirmesi

Proje Sunus Raporunda ¢oziim boliimiinde belirtilen metotlar daha fazla gelistirilerek yeni bir
algoritma semasi tasarlanmigtir. Hasta biyopsi preparatlari uygun filtrelemeler yapilarak
secilmigtir. Daha sonrasinda Ornekler taranarak - samal ortama aktarilmis ve gorseller
pre-processing asamasinda Oncelikle Whole Slide Imaging, sonra-arka plan temizleme ve
sonrasinda goriintiilerin bolinmesi-yapilarak yazilan algoritmada egitilmistir.

Projenin 0n tasarim raporu siiresince yapilan zaman planlamasinda degisiklik olmamustir, bu
nedenle zaman analizinde herhangi bir degisiklik yapilmamustir. Elimizde fazla hasta verisi
olmasina ragmen donamimsal. yetersizlik sebebiyle proje detay raporuna kadar 4 hasta
verisiyle calisilmistir. Training sonucunda elde edilen loss degerlesi Sekil3’te gosterilmistir.
Proje detay raporundan sonra daha fazla hasta verisinde daha uzun siireli egitim yapilarak
yiiksek basarili sonuglar elde etmeyi planliyoruz.

3. Algoritmalar ve Yapay Zeka Modeli
Calismada kullanilan kod Python (3.6) yazilim dilinde Pytorch kiitiiphanesi kullanilarak

visual studio code uygulamasinda https://github.com/onermustafaumit/SRTPMs adresli github
basligindan yararlanilarak implemente edilmistir.

Kullanilan donanimin 6zellikleri asagidaki gibidir:

Isletim sistemi: Windows 10 , 64-bit operating system

RAM: 16GB

Islemci: Intel(R) Core(TM) i7-9750H CPU @ 2.60GHz 2.60 GHz
Grafik islemci: NVIDIA GeForce GTX 1660 Ti

Calismada histopatolojik goriintiilerin  analizi 2 derin 6grenme modeli kullanarak
gergeklestirilmistir.


https://github.com/onermustafaumit/SRTPMs

Tiim slayt goriintiileri ¢cok biiyiik boyutludur, genelde 100.000 x 100.000 piksel olmaktadir.
Veri 6n isleme kapsaminda yiliksek boyutlu goriintiilerin biiylikliigiinii azaltmak icin arka plan
silme islemi uygulanmistir. Derin 6grenme algoritmalar1 girdi olarak hep ayni boyutta veri
aldig i¢in eldeki goriintii bir 1zgaradan gegirilerek 512 x 512 piksel boyutunda kareler halinde
boliinmiistiir. Mitotik figiirler, pseudostratifikasyon ve ¢ekirdek konumlanmasi gibi displaziye
ait karakteristik ozelliklerin daha belirgin olmas1 i¢in 40x yakinlastirmada alinan goriintiiler
kullanilmistir ve kesme islemi 40x yakinlastirmada yapilmistir. Elde edilen goriintiilere ayna
goriintisti alma, dondiirme, rastgele kirpma seklinde veri augmentasyonu methodlar
uygulanip parca boyutu 299 pixele diisiiriilmiistiir. Boylece preparatin farkli bdlgelerinden
rastgele alinmis olan 200 parca, preparati temsil eden torbay1 olugturmustur. Her preparattan
torbalar alinarak egitim setimiz olusturulmustur.

; 5.

Tiim Sla Doku Maskesi Dogranmig Pargalar
Goruntusii

Sekil 2: Goriintiilerin Pre-processing Asamalar: (WSI: Whole Slide Imaging)

Ilk asamada hematoksin&eosin lekeli dijital histopatoloji slaytlarindan displazi seviyesini
tahmin eden derin 6grenme tabanl ¢oklu 6rnek 6grenme (Multiple Instanee Learning) modeli
kullanilmstir.

Displazi tahminini bir ¢oklu 6rnek 6grenme (Multiple Instance Learning, MIL) gorevi olarak
formiile edilmis olup bir numune; numunenin slaytlarindan kirpilmis rastgele pargalardan
olusan bir torba olarak temsil edilmis ve numunenin displazi seviyesi torbanin etiketi olarak
kullanilmistir. Model egitim seti lizerinde egitilmistir (kat0, katl ve kat2); dogrulama setine
gore en 1yl model sec¢ilmis (kat3) ve son olarak bekleme test setinin goriinmeyen hastalari
iizerinde test edilmistir (kat4).

3.1 Sinir Ag1 Mimarileri ve Hiper Parametreler

Oznitelik ¢ikarma modiilii olarak bir ResNet188 modelini ve torba diizeyinde temsil
doniistiirme modiilii olarak ii¢ katmanli ¢ok katmanli algilayictyr kullanilmistir. Torbanin
icindeki her bir 6rnek i¢in 128 oOzellik cikarilmisti. MIL modellerinde kullanilan hiper
parametrelerin mimarisi ve listesi asagida verilmistir.
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Sekil 3: Genel Algoritma Semast*

input - 299 x 299 x 3
ResNet18 (128 nodes in the last fc layer)
‘distribution” pooling
Dropout(0.5)
fc-384 + RelLU
Architecture Dropout(0.5)
fc-192 + RelLU
Dropout(0.5)
fc-1 (regression)

patch size 512 x 512
random crop size 299 x 299
# instances per bag (N) 200

# features (J) 128

# bins in ‘distribution’ filters 21

o in Gaussian kernel 0.05
Optimizer ADAM
Learning rate le—4
L2 regularization weight decay 0.0005
batch size 1

Tablo 1: MIL modellerinde kullanilan sinir agi mimarisi ve hiper parametrelerin listesi.

4. Ozgiinliik

Patoloji slaytlarinin incelenmesi pek cok yontem bulunmakla beraber genel olarak doku
boyast ve Immiinohistokimyasal boyamalar kullanilmaktadir. Tanilarin konulamadig1 ya da
siipheli oldugu durumlarda da genetik testler uygulanmaktadir. Ozellikle ara evrelerde tani
daha zor kondugu i¢in spesifik bir tedaviye baslanma siiresi de gecikmektedir. Projemiz



sayesinde hem bu siirenin kisaltilarak kanserin Evre 0°da tespiti saglanacak olup kesin tani
icin uygulanmasi gereken IHC boyamalar1 ve genetik testlerin gerekliligi azalacaktir.
Literatiirde, farkli calisma gruplarmin yapmis oldugu dijital patoloji yazilimlari olmakla
beraber rutinde tanida yardimeci olarak kullanilan dijital patoloji cihazi ¢ok fazla
bulunmamaktadir. Olan cihazlar ise daha ¢ok patologlarin tani siiresini kisaltmaya yonelik
olan boyanan hiicre ¢ekirdegi ya da protein sayimi ve oran belirleme iizerinedir. Tiirkiye’de
yapilan c¢alismalar incelendiginde ise 16semi iizerine gelistirilen ve kanserli hiicreleri taniyan
yapay zeka g¢alismasi bulunmaktadir’; bunun disinda ek g¢alismaya rastlanmamustir. Diinya
capinda yapilan caligmalar ise yapay zeka ile histopatolojik Orneklerle tam1 kanser tanisi
koyan® ya da kanserin karakteristik ozellikleri (mutasyon, prognoz, ilag direnci, vb.)’ ile ilgili
fikir veren yazilimlar bulunmaktadir. CIS tespiti saglayan ¢aligmalar diger gruplara kiyasla
cok azdir. Yapay zeka ile CIS tanisinin ¢ogu meme®® kanseri iizerine yapilmis olup duktal
karsinom in situ (DCIS) tanisini saglamaktadir.

Bu ¢alismada literatiirde yapilan bu ¢alismalardan farkh olarak CIS tanisi saglanacak olup
kolon dokular1 iizerine ¢alisma yapilacaktir. Kolon poliplerinden biri olan adenomlar
popiilasyonda siklikla goriilmekle birlikte displazi oranlar1 yiikseldik¢e adenokarsinomlara
doniisme ihtimalleri de artan bir patolojik durumdur. Bu ¢alismada da kolon adenomlar:
secilerek literatiirdeki caligmalardan farkli bir kanser tiiriiniin erken evre teshisi saglanmistir.
Ayrica rutinde kullanilan bir yontem olmayisi da bir diger avantajdir. Yapilacak proje
sayesinde ise rutinde kullanilan belirte¢ boyamalari kullanilmadan sadece histopatolojik slayt
iizerinden kanser tanisi erken evrelerde ve uygun fiyath olarak saglanacaktir.

5. Sonuclar ve inceleme

Calismada kullanilan veri Kanser Genom Atlasi ve iiniversite hastanesinden retrospektif
olarak  etik  kurul izni© ile temin edilecektir = Kanser  Genom = Atlasi
(http://cancergenome.nih.gov/) (TCGA) Amerika Ulusal Kanser Enstitiisiiniin (NCI)
yiirtittiigli, kanser histopatoloji goriintiilerinin ve kanserin genetik bilgilerinin depolandig: bir
veri tabanidir. Formalinle fikse edilerek parafine. gémiilmiis olarak saklanan Hematoksin

Eozin boyamas: yapilmis kanserli- doku =~ preparatlar1 tiim slayt goriintiisii seklinde
indirilecektir. Tiim slayt goriintiisii 6zel preparat tarama cihazlariyla elde edilmekte ve dijital
ortama aktarilmaktadir.

Universite hastanesinden alman kanserli slaytlar preparat tarama cihazlar ile dijital hale
getirilecektir. Bunun i¢in hastane veri tabaninda yer alan hasta kayitlar1 incelerek kolon
adenomlarindan yiiksek ve diisiik dereceli displazilar olmak iizere hasta drnekleri secilmis
olup arsivden bu preparatlar ¢ikarilmistir. Cikarilan preparatlar renk ve kesit kalitelerine gore
tekrar secildikten sonra tarama cihazinda taranarak sanal ortama aktarilmistir. Preparatlarin
taramast ITU Ar Teknopark’ta bulunan ARGENIT firmasinda EasyScan cihaziyla
yapilmistir.

Kullanilacak olan verilerin TCGA goriintlisii olanlar1 erisime ag¢ik verilerdir. Hastaneden
aliacak olan hasta biyopsi goriintiileri i¢in de etik kurul bagvurusu yapilmis olup onay stireci
beklenmektedir.


http://cancergenome.nih.gov/

Kolon adenomlar1 bir polip tiirii olup displazi oranlarina gore kolan adenokarsinomlaria
doniisen bir patolojik durumdur. Calismamizda kolon adenomlari {izerinde yer alan displazi
dereceleri ve mikroinvazyonlarin yapay zeka ile tamisi planlanarak  kolon
adenokarsinomlarinda erken evre teshisi hedeflenmistir. TCGA’den alinan veriler ile de dig
validasyon (external validation) yapilmasi hedeflenmektedir. 50 adet yiiksek dereceli, 15 adet
diisiik dereceli hasta biyopsi preparati taranarak sanal ortama aktarilmis ve bdolgelerindeki
displaziler belirlenmistir. Ancak elimizdeki donanimsal kaynaklarin (computational
resources) yetersizligi sebebiyle yapay zekanin egitimi noktasinda sorun yasanmis olup bu
sorun erken evrede ¢oziilemedigi i¢in hazirlanan yapay zeka 2 adet diisiik dereceli ve 2 adet
yiiksek dereceli olmak iizere toplam 4 hasta verisiyle egitilmistir. ileriki dénemlerde donanim
imkanlar1 gelistirilerek daha fazla hasta verisiyle egitim yapilacak olup TCGA verileri de
eklenerek external validation yapilacaktir.

Ayrica ¢alismanin bu boliimiinde mikroinvazyonlar ¢alisiimamis olup sadece displazinin
derecesi yapay zekayla tespit edilmektedir. Bundan sonraki asamalarda daha fazla hasta
Ornegi taranarak mikroinvazyonlar belirlenerek gelistirilen yapay zeka modeline displaziye ek
olarak mikroinvazyon varhiginin tespiti de eklenecektir.
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Sekil 4: Egitilen Algoritmanin Egitim Sonucu
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