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1. Proje Mevcut Durum Değerlendirmesi  
 
1.1 Proje Sunuş Raporu Teslimi Sonrası Karşılaşılan Durumlar ve Güncellemeler 
 

Proje sunuş raporunda belirtilen yöntemlerin uygulanmasına başlanmadan önce payla-
şılan veri setinin iyice anlaşılması için keşifsel veri analizi yapıldı. Keşifsel veri analizi bo-
yunca verilen serilerde eksik görüntü olup olmadığına ve etiketlerde hata olup olmadığına ba-
kıldı. Ayrıca uygulamayı planladığımız 2B ve 3B yöntemler için veri besleme işlemleri farklı 
olacağından verilerin istenilen formata en verimli yoldan dönüştürebilmesi için ön çalışma-
larda bulunuldu.  

Öncelikle denemek istediğimiz Medical Detection Toolkit’in [1] kodu ve makalesi in-
celenirken aynı çalışma grubu tarafından oluşturulmuş ve bu kod yığını yerine kullanılması 
tavsiye edilen daha güncel olan ve geliştirilmeye devam edilen nnDetection [2] kod yığını keş-
fedildi. Bu kod yığını da tıbbi görüntüler için tasarlanmış ve onlar üzerinde test edilmiştir. En 
büyük avantajı 3B tıbbi görüntüler ile çalışabilirken bu görüntüler üzerindeki analizleri 2B ve 
3B makine öğrenmesi modelleri ile yapabilmesinin yanı sıra bu modelleri kolaylıkla topluluk 
öğrenmesi yöntemleriyle birleştirebilmesidir. Fakat görüntüleri ve etiketleri bu kod yığınının 
istediği formata getirilmesi gerekmektedir. Bu sebeple ilk olarak elimizdeki DICOM görüntü-
lerinin NIFTI formatına çevrilmesi gerekmekteydi. Her bir seri dosyası içerisindeki DICOM 
görüntüleri NIFTI formatına çevrilip ardından lezyon koordinatlarından yine NIFTI formatında 
etiket haritalarının oluşturulması için akış oluşturuldu fakat görüntü boyutlarının fazla olma-
sından dolayı çevirme işi çok zaman almaktaydı. Eğitim süresinde zaman problemi olmama-
sına rağmen test aşamasında bizi zora sokabileceği için serilerdeki tüm DICOM dosyalarını 
kullanarak NIFTI dosyası oluşturmak yerine sadece organların başlangıç ve bitiş kesitleri ara-
sında kalan hacimden (organdan bağımsız ilk ve son kesit) NIFTI dosyaları oluşturuldu.  

DICOM dosyalarını NIFTI dosyası haline getirerek 3B görüntü oluşturmak başlı başına 
çözülmesi gereken bir problemdi çünkü bazı seriler içerisinde kesit kalınlıkları farklı olan 
DICOM dosyalarına rastlandı. NIFTI formatı da DICOM gibi tıbbi görüntünün orijini, oryan-
tasyonu, yönü ve voxel aralıkları hakkında bilgiler taşıdığı için bunların kaybolmaması gerekti 
bu yüzden hepsi titizlikle birleştirildi. Ayrıca etiketler 2B kesitler için verildiğinden her 2 bo-
yutlu kesitin NIFTI dosyasında hangi kesite tekabül ettiğini bulmak ve tahmin çıktıları ile eti-
ketler arasında eşleme yapabilmek için NIFTI etiketinden kesit numarasına çevirici fonksiyon-
lar yazıldı ve hazırlanan veri seti üstünde eğitimlere başlandı.  

nnDetection ile eğitimlerimiz sürerken bir yandan da 2B görüntü analizi için YOLO 
[3], RetineNet [4] ve FasterRCNN [5] ile denemeler yapılarak en iyi performansla çalışan 2B 
model bulundu. En iyi performansla çalışan 2B model olan YOLOv5 sadece performans değil 
ayrıca uygulanabilirlik açısından da kolaylıklar sağlıyordu. 2B model üzerinde çalışmaya baş-
layınca nnDetection modelinin kullanılabilmesi için harcanan zaman ile karşılaştırılma yapıldı 
ve YOLOv5 modelinin önişleme işlemlerinin çok daha hızlı olduğu, bu sebeple daha kullanış-
lılığı olduğu kanaatine varıldı. Sadece çalışma hızı bakımından değil ayrıca tahmin perfor-
manslarına da bakınca YOLOv5’in nnDetection ile benzer performans sergilediği gözlendi. Bu 
durumda YOLOv5’in kullanılmasına karar verildi çünkü aynı performansı göstermesine rağ-
men çok daha hızlıydı ve bu sebeple topluluk öğrenmesi ile 5 modeli çalıştırma imkânı suna-
caktı.  

Yapılan tüm deneyler sonucunda kullanılması kararlaştırılan YOLOv5 modelinin per-
formansı tüm veri seti zerinde 5 fold cross validation ile yapıldı/yapılmaya devam etmektedir. 
YOLOv5 için veri hazırlama ve görüntü ön işlemede yapılan işlemleri ayrıntıları 1.2. başlık 
altında verilmiştir.  
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1.2.YOLOv5 Akışı 
 

 
Şekil 1. Yolov5 Akış şeması [6] 

 
YOLOv5, başarısı ve yüksek hızıyla yaygın kullanıma sahip olan derin öğrenme tabanlı 

tek aşamalı nesne tespiti modeli olan YOLO’nun devamı niteliğindedir. 
Model mimarisindeki yeniliklere ek olarak benzer yapıda ve farklı büyüklükteki model seçe-
nekleri, ara aşamalara müdahale edilebilirlik, barındırdığı veri artırımı seçenekleri gibi özellik-
ler başarılı nesne tespiti modelleri oluşturmayı kolaylaştırmaktadır. Eğitimlerde 46.5 M para-
metre sayısına sahip YOLOv5 large modeli kullanılmıştır. 
 
Standart görüntü formatlarındaki pikseller ile DICOM görüntülerindeki voxel değerlerinin öl-
çeği farklılık göstermektedir. YOLOv5, DICOM veya NIFTI gibi tıbbi görüntü formatları ye-
rine png, jpg gibi genel amaçlı görüntü formatlarıyla çalıştığı için ilk adım DICOM görüntüle-
rinin en az bilgi kaybıyla genel amaçlı görüntü formatlarına çevrilmesi yer almaktadır. Lezyon 
içeren kesitler SimpleITK kütüphanesi ile okundu. Lezyonlar SimpleITK kütüphanesinde yer 
alan IntensityWindowingImageFilter [7] fonksiyonu ile doğrusal bir dönüşüm ile piksel değer-
leri 0-255 arasına ölçeklendi. IntensityWindowingImageFilter fonksiyonu, bir görüntüyü ön 
plan ve arka plan bileşenlerine ayıran ikili eşikli bir görüntü oluşturur. Filtre, IntermodesTh-
resholdCalculator kullanarak eşiği hesaplar ve BinaryThresholdImageFilter kullanarak bu eşiği 
giriş görüntüsüne uygular. 
Veri setindeki lezyon içeren görüntülerin %7si doğrulama için ayrılmıştır.  
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2. Özgünlük  
 

Yapılan literatür taramaları sonucunda farklı problemler için uygulanmış çözüm veya 
performans artırma yöntemleri toplanarak sırayla deneyler halinde uygulandı. Her bir deneyde 
uygulanan özgün uygulama veya yöntemin performansa olan etkisi değerlendirildi ve sonuca 
en çok katkı sağlayan yöntemlerin final modellerin eğitiminde kullanılmasına karar verildi.  
 

• Literatürde de benzer problemlerin çözümünde çokça yer bulan görüntülerin yeniden 
boyutlandırılması yöntemi özellikle büyük boyutlu görüntülerde küçük nesleler ararken 
başvurulan bu yöntem görüntünün boyutlarını eksenlerin oranını bozmadan büyütme-
siyle gerçekleşiyor. Problem özelinde açıklamak gerekirse çoğunluğu 512x512 büyük-
lüğünde olan görüntüleri modele vermeden önce boyutlarını 640x640 a çıkarma örneği 
ile açıklanabilir. Görüntü boyutlarını büyüterek aranan küçük nesnelerin de daha görü-
nür hale gelmesiyle performans artışı hedeflendi.  

• Diğer uygulanan yöntem ise bir çeşit regularizasyon yöntemi olan label smoothing yön-
temi. Eğitim setindeki görüntü etiketleri üzerinde küçük değişiklikler yapılarak model-
lerin ezberlemesi engelleniyor bu sayede de aşırı öğrenmenin önüne geçilmiş oluyor. 
Yapılan etiket manipülasyonları büyük/radikal değişiklikler olmadığı için de kayda de-
ğer performans kaybı da söz konusu olmuyor. 

• Deneylerden birinde de çoklu sınıflı modeller eğitmek yerine her sınıf için tek sınıflı 
nesne tespiti yapan modeller eğitilerek performans denemesi yapıldı. Doğru pozitiflerin 
yanında çok fazla yalancı pozitif tahminler atan modellerin performansının çoklu sınıflı 
modeller kadar iyi olmadığı anlaşıldı. Bu yöntem uygulanırken eğitim verisinin tümü 
modele verilmedi sadece o sınıfa ait başlangıç ve bitiş kesitleri arasındaki kesitler ve-
rildi.  

• YOLOv5 mimarisi genellikle 3 kanallı RGB görüntüler için tasarlanmıştır. Tek kanallı 
DICOM görüntülerinden 3 kanallı görüntü oluşturmak için alternatif yollara başvu-
ruldu. Bunlardan bir tanesi 3 boyutlu matrisin her kanalına aynı görüntüyü koymaktı 
(basit fakat problemin üstesinden gelebilen etkili bir yöntem). Ayrıca sadece orijinal 
görüntü dizisi değil, bu dizinin farklı normalizasyonlardan geçirilmiş versiyonları da 3 
kanalda toplanarak modele iletildi ve performans testleri yapıldı. Bunlara ek olarak gö-
rüntüler üzerinde nesnelerin belirginliğini artıracak birtakım filtreler uygulanarak 3 ka-
nalda toplandı ve model doğruluklarına olan etkileri analiz edildi.   

Şekil 1 Aynı kesitin farklı a değerlerindeki görünümü (Sağ) 
a değeri 0.07, (Sol) a değeri 0.4 
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• Alpha blending: Farklı normalizyasyonlarla elde edilen gri ölçek görüntülerinde farklı 
yapıların daha belirgin olmasından faydalanmak amacıyla görüntülerin aşağıda yer alan 
denklemdeki belirtildiği gibi belirlenen katsayılarla çarpılarak piksel bazında toplan-
masıyla yeni görüntüler elde edilmiştir. SimpleITK kütüphanesinin IntensityWin-
dowingImageFilter fonksiyonu (I1) ile min-max normalizasyonu (I2) harmanlanarak 
yeni görüntüler elde edilmiştir. 

I𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜 = 𝛼𝛼I1 + (1 − 𝛼𝛼)𝐼𝐼2 

• Veri artırma yöntemlerinden döndürme, yakınlaştırma, uzaklaştırma, aynalama, kırpma 
ve piksel değeri manipülasyonları uygulandı. Fakat sıralı olarak modele verilen görün-
tülere sabit bir şekilde veri çoğaltma uygulamak yerine veri seti içerisinden rastgele 
seçilen görüntülere olasılıkları önceden belirlendiği şekilde sistematik olarak uygu-
landı. Bu sayede her bir epoch içinde farklı görüntüler gören modeller daha genellene-
bilir ve aşırı öğrenmeden uzak bir şekilde eğitildi. 

• Optimizer olarak SGD kullanılmıştır. Gradyan güncellemelerinin sağlıklı olabilmesi 
için batch boyutunda 8’den yüksek değerler kullanılmamıştır. 

• Test sırası veri artırımı (test time augmentation) yöntemi görüntülerin sadece eğitim 
esnasında değil ayrıca testi esnasında da veri artırımı ile test edilmesi prensibidir. Başka 
bir deyişle sadece orijinal görüntü üzerinde kestirmek yerine veri artırma yöntemleri ile 
elde edilmiş görüntüler üzerinde de kestirim yapılarak, görüntüyü çeşitli şekillerde gör-
mesini sağlar. Bu sayede orijinal görüntüde yakalayamadığı nesneleri üretilmiş görün-
tüler üzerinde yakalaması sağlanarak performans artışı hedeflenir.  

3. Sonuçlar ve İnceleme  
Yapılan toplam 57 sonucun her birinin sonuçlarını yazmak yerine hangi modelin ve 

yöntemin performans artırımı için uygulanabileceğini açıklamak yer ve zaman tasarrufu için 
kaçınılmazdı. Bu yüzden sadece en son karar kıldığımız ve testini yaptığımız modelin sonu-
cunu gösterip diğer modelleri karşılaştırmalı olarak açıkladık. 
 

Öncelikli hedefimiz olan nnDetection ile 3B ve 2B görüntülerin yine 3B ve 2B modeller 
ile analizi sonucunda model performansından ziyade verilen model eğitimi ve testi için hazır-
lanmasının problem teşkil ettiği anlaşılmıştır. DICOM görüntülerinden NIFTI görüntülerinin 
elde edilmesi yaklaşık 1,5 saat sürmüş ve görüntüler üzerinden tahmin de yaklaşık 35 dk. sür-
müştür. Topluluk öğrenmesi ile birkaç model üzerinden tahmin yapılmak istendiğinde ise süre 
daha da artmaktadır. Test veri setinde olan veri sayısı eğitim veri setinin yaklaşık 3’te biri 
olacağından dolayı sürenin yetersiz kalacağı anlaşılmıştır. Model performans karşılaştırmasına 
gelecek olursak da yoğun veri hazırlama ve önişleme sonucu yapılan 3B analiz sonucunda bile 
nnDetection YOLOv5 modellerinden daha üstün bir performans gösterememiştir. Fakat YO-
LOv5 modeli nnDetection’dan hemen hemen 30 kat daha hızlı çalıştığı için hem topluluk öğ-
renmesi ile çoklu model tahmini yapma imkânı sunmaktadır hem de test aşamasında karşılaşı-
lacak herhangi bir aksaklık neticesinde karşılaşılan problemlerin üstesinden gelecek zaman es-
nekliği sağlamaktadır. RetinaNet ve Faster-RCNN modellerinin performansları da Yolov5 ka-
dar iyi olmamakla beraber yarışmacıların YOLOv5 ile aşinalığın daha fazla olması hasebiyle 
model olarak YOLOv5 seçilmiştir. 

Verilen görüntü boyutunu büyütülmesi sonucunda model performanslarında iyileşme-
ler gözlenmiştir, özellikle boyutları çok küçük olan nesnelerin tespitinde model başarımlarında 
artış olmuştur. Label smoothing yöntemi ile kısa eğitim sürecinde bir performans artışı gözlen-
memekle birlikte eğitim süresi uzatılınca küçük iyileşmeler gözlenmiştir. Avantajı ise daha 
fazla epoch boyunca eğitilerek daha iyi öğrenen ama ezberlemeyen modeller eğitilebilmesidir. 



7 

Her sınıf için bir model eğitme fikri ilk deneme sonuçlarında ilgi çekici görünse de yapılan test 
sonuçlarına bakılınca ve gözle test edilince yalancı pozitif tespitlerin yüksek olduğu gözlen-
miştir. Çok sınıflı modeller ve bu modellerin performansının topluluk öğrenmesi ile birleştiril-
mesi sonucu daha yüksek başarımlı model kombinasyonları elde edilmiştir. Farklı görüntü 
kombinasyonları ile oluşturulan 3 kanallı görüntüler üzerinde yapılan deneyler sonucunda en 
iyi sonuçlar IntensityWindowingImageFilter normalizasyonu için α değerinin 0.25±0.1, min-
max normalizasyonu için 0.7±0.1 ile elde edilmiştir ve final modellerde bu kombinasyonun 
kullanılmasına karar verilmiştir. Veri artırma yöntemleri model performansında gözle görülür 
bir performans artışına sebep olmuştur bu sebeple uygulanan veri artırma yöntemleri final mo-
del eğitimlerinde de uygulanacak ve en yüksek performanslı modeller elde edilmeye çalışıla-
caktır. Test sırasında veri artırma yöntemleri ile performansı artırma çabaları boşa çıkmış ve 
performans artışı yerine kaybın olduğu gözlemlenmiştir. Performans kaybına ek olarak tahmin 
süresini uzatan bu yöntemin kullanılmamasına karar verilmiştir. 

Şu ana kadar yapılan deneyler neticesinde kullanılacak model ve topluluk öğrenmesi 
metotlarına karar verildi fakat henüz tamamlanmayan deneyler mevcut. En ideal üst-parametre 
kombinasyonlarını henüz hesaplamış değiliz. Topluluk öğrenmesi için kaç farklı model 
kullanılacağına karar verilmedi ve bu modellerin zaman performans analizleri 
tamamlandığında en uygun model sayısı belirlenecek ve kullanılacaktır. Henüz Deep Lesion 
isimli veri seti ile model ön eğitimi işlemi de yapılmadı. Bu işlem sonucunda model 
performanslarında artış olması bekleniyor fakat deneylerini tamamlamadan kesin bir tahminde 
bulunmak zor. Bunlara ek olarak tüm bu deneyler tamamlandıktan sonra Sahi [8] ile 
performans artırma denemeleri yapılacak ve en son son-işleme yöntemleri için ideal eşik değeri 
hesaplaması yapılacak. Son işleme işlemlerinde NMS ve WBF metotlarının kombinasyonları 
uygulanacak fakat henüz ideal eşik IOU değerlerini bilmiyoruz, yapılacak deneyler ve 
optimizasyon çalışmaları sonunda en iyi performansla çıktı alabileceğimiz değerleri 
hesaplayacağız. 
 
Doğrulama için ayrılan ve sadece kendi eğitildiği α değerleriyle değil tüm fold’lara ait α 
değerlerini (0.05-0.4) içeren veri setinde IOU değeri 0.8915 olarak hesaplanmıştır. 
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Şekil 2 Hata dizeyi (Confusion Matrix) 

 
Şekil 3 F1 Skor Tablosu 
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Şekil 4 Precision- Recall Grafiği 

 
Şekil 5 Recall- Confidence Grafiği 
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4. Deney ve Eğitim Aşamalarında Kullanılan Veri Setleri  
 

ImageNet [9] veya MS COCO [10] gibi çok büyük veri setleri pratik uygulamalarda 
model ön eğitimleri için yaygın bir şekilde kullanılmaktadır, fakat tıbbi görüntü analizleri için 
model ön eğitiminde kullanılmalarının model performanslarına pozitif etkisi olacağı 
düşünülmektedir. Bu sebepten dolayı çözülmeye çalışılan probleme uygun (hem tıbbi görüntü 
hem CT hem de abdomen bölgesinden çekilmiş) bir veri seti olan DeepLesion [11] veri seti 
kullanılacaktır. Bu veri setinde 4427 farklı hastadan alınmış 10,594 seri bulunmaktadır. Çoklu 
sınıflı bir lezyon tespit problemi için etiketlenmiş olan görüntüler ile modellerimizi eğitmenin 
model öznitelik öğrenimi konusunda başarılı sonuçlar çıkaracağı tahmin edilmektedir. Boyutu 
yaklaşık 220 GB olan bu veri setini indirilip keşifsel veri analizi yapıldı ve kullanıma uygun 
olan görüntüler saptandı. Yapılması planlanan ve henüz tamamlanmayan deneyler arasını 
DeepLesion ile model ön eğitimi de eklendi. 
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