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1. Proje Mevcut Durum Degerlendirmesi

Takimmimizin hazirlamis oldugu Proje Sunus Raporunda yapilan literatlir taramalari
sonucu elde edilen modeller ve kullanilmasi planlanan ensemble metodun uygulanabilirliginin
oldugu gézlemlenmistir.Proje raporunda bahsedilen ensembel motodun igindeki modeller
degistirilmistir. U-Net++, AM-GAN, LinkNet34 ve backbone olarak ImageNet veri setinde
onceden egitilmis olan ResNet34 ensembel metodu U-Net++ ve backbone olarak ImageNet
veri setinde 6nceden egitilmis olan ResNet34 olarak degistirilmistir. Basar1 oran1 beklenilen
sonucu vermedigi i¢in degistirilmistir. Ayrica egitim sirasinda yapilacak parametre sayisi
yaklasik olarak 150 milyondan 32 milyona kadar diisiiriilmiistiir. Bu yiizden daha iyi ve hizli
sonu¢ aldigimiz bu mimariyi segmentasyon asamasinda kullandik.

Yarigma kapsaminda paylasilan verilerin formatin (dcm) modellerde kullanilabilmesi
i¢in png formatina doniistiirme islemleri yapildi. Bunun disinda segmentasyon asamasinda
kullanilmak i¢in maskeleme islemi yapildi. Maskeleme isleminde bizlere verilen Data.xIss
dosyasindaki baslangi¢ ve bitis kesitleri kullanilmistir.

Ayrica smiflandirma igin veriler keras.preprocessing.image.DataFramelterator sinifina
doniistirildi. Bu islemden sonra VGG16 modelini siiflandirma islemleri igin olusturuldu.
Segmentasyon i¢in maskelenmis veriler ve orijinal fotograflarin bulundugu dataframe
DataGenerator [8] sinifinda ensemble metot da kullanilabilir hale getirildi. Bu sinif iginde
yapilan islemler i¢inde standartlastirma, normallestirme ve yeniden sekillendirme adimlari
bulunmaktadir.

Sekil 1’de proje sunus raporunda belirtilen ensemble metot, U-Net++ ve U-Net++ ve
backbone olarak ImageNet veri setinde dnceden egitilmis olan ResNet34’nin dice score,
zaman ve loU(Intersection over Union) metriklerine gore karsilastirilmistir.

B +-m----- Fmmmmmmmmmm Hommmmmm - R +
| Model name | Epoch | val DICE | val IOU | train time(h) |
B +-m----- Fmmmmmmmmmm Hommmmmm - R +
| UNET++X RESNET34 | 386 | ©.946 | ©.898 | 6 hour 34 min |
| Unet++ | 30 | e.9e4 | ©.825 | 4 hour 28 min |
| UNET++X LinkNet34X RESNET34 | 3@ | ©.912 | ©.848 | 9 hour 52 min |
Y L e LT e o B B e +
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2. Ozgunluk

Dropout: Dropout bir hiper parametredir. Dropout kullanilarak fazladan ihtiyac
duyulmayan néronlar derin 6grenme modelinden silinir. Kullanilan modellerde néronun
agirligi 0.5’den KkuglUk olmasi durumunda disiriilmistir. Boylelikle hem model hizli
ogrenebilmekte hem de basar1 oranini 2-3 puan yikseltmektedir [9]. Yaptigimiz testlerde basar1
oranin1 %3 olumlu etkilemistir.

Augmantasyon: Veri artirmmi (Data Augmentation) ile elimizdeki verileri ¢evirme,
kaydirma, yakinlagtirma gibi tekniklerle genisletilebilmektedir. Bu yontemlerin diginda verilere
noise eklenerek overfitting olaymnm 6ntine gegmek hedeflenmektedir. Bu sayede, daha fazla
veriye ihtiya¢ duyuldugunda emek ve zaman harcayacak olan veri toplama islemi en aza
indirilir. On isleme evresinde segmentasyon ve smiflandirma islemleri i¢in augmentasyon
yapilmustir.



Ensemble metot: Ensemble metot birden fazla modelin birlikte ¢alisarak daha iyi basar1
elde etmeyi amaclayan bir prensiptir. Bu prensip segmentasyon asamasinda kullanilmistir. Bu
metot sayesinde basar1 oran1 %4-5 arttirilmigtir. Ensemble metot igin U-Net++ ve backbone
olarak Resnet34 modelleri kullanmilmistir. Ensemble metodu ilerleyen zamanlarda
smiflandirmada kullanilmasi planlanmaktadir.

Spatial Pyramid Pooling(SPP) : SPP, derin 6grenme sirasinda kullanilan klasik
havuzlama teknikleri yerine tercih edilmesi planlanmaktadir. SPP yapis1 sayesinde gorunt
deformasyonunun 6niine gegcmektedir. Ayrica evrisimli sinir aglarmin gergeklestirdigi tekrarl
hesaplamalardan kagmarak egitim ve test igin gerekli olan siireyi kullanilan algoritmaya gore
degisiklik gosterse de 24-102 kat kisaltmaktadir. Bu yontemle basar1 oranini en az %2
oraninda arttirmak mimkindir. Bu yontemi gelistirilen modellerde klasik pooling asamalar1
kullanildi fakat modellere entegre edebilmek igin ¢alismalara baglamamiza ragmen modellere
entegrasyon sapilamamustir.

Vision Transformer Kullanimi: Transformer kullanmanin temel amaci kismen az veri
ile egitilen yapay zeka modelinin basarisii arttirmaktir ve egitim/test stresini kisaltmaktir.
Transformer olarak Vision Transformer (ViT) kullanmak gorintu islemede performansi pozitif
olarak etkilemektedir. Yapilan deneylerde ResNet algoritmasimda dogruluk agisindan +4.6 ile
+7 puan arttirmaktadir [1]. Bu yiizden tasarlanacak olan algoritmada ViT yontemin pre-train
asamasinda yani backbone kisminda kullanilmasi planlanmaktadir.

3. Sonuglar ve inceleme

Yarigsma kapsamindaki sorun icin Gretilen ¢oziimde 2 farkli mimari kullanilmistir. Bir
mimari smiflandirma i¢in digeri ise segmentasyon icindir. Bu mimarileri kullanmadan énce
yapilmasi gereken 6n isleme islemlerinde zorluklar yasadik. Genellikle maskelenmis veri ile
orijinal fotograf arasindaki katman fark1 bizi zorladi. Bunun Ustesinden gelebilmek igin
maskeleme islemini 3 boyutlu olarak yaptik. Google colob’da ¢alisirken egitim yaptigimiz
stirelerin uzun olmasidan dolayi stirekli GPU kullanimi durduruldu. Bu yiizden egitim ve test
yaparken yerel bir GPU kullandik.

3.1 Siniflandirma

Smiflandirma isleminde kullanilan mimari VGG16 mimarisidir. VGG16 modelini
segcmemizin nedeni medikal gorlntileri siniflandirma iglemlerinde diger modellere gore
oldukca basarili olmasidir. Saglik bakanliginin verdigi verilere gerekli 6n igleme adimlari
uygulandiktan sonra VGG16 modeli olusturuldu ve sekil 2°te modelim temel tim katmanlarini
gosterilmistir. Sekil 3°te temel tim katmanlara ek olarak flatten, dropout ve 2 katman dense
bulunmaktadir.



input_1

input:

InputLayer

output:

[(None, 512, 512, 3)]

[(None, 512, 512, 3)]

l

blockl_convl | input:
ComeaD (None, 512, 512, 3) | (None, 512, 512, 64)
onv. output:
blockl_conv2 | input:
ConvaD p— (None, 512, 512, 64) | (None, 512, 512, 64)
onv. output:
blockl_pool input:
MaxPoolne2D put (None, 512, 512, 64) | (None, 256, 256, 64)
axPooling output:
block2_convl | input:
ComeaD (None, 256, 256, 64) | (None, 256, 256, 128)
onv. output:
block2_conv2 | input:
ConviD (None, 256, 256, 128) | (None, 256, 256, 128)
onv. output:
block2_pool input:
MaxPooline2D it (None, 256, 256, 128) | (None, 128, 128, 128)
axPooling output:
block3_convl | input:
ComvaD put (None, 128, 128, 128) | (None, 128, 128, 256)
onv. output:
block3_conv2 | input:
ConvaD (None, 128, 128, 256) | (None, 128, 128, 256)
onv. output:
block3_conv3 | input:
one, N N one, s »
ConvaD N 128, 128, 256) | (N 128, 128, 256
onv. output:
block3_pool input:
MaPoolineaD (None, 128, 128, 256) | (None, 64, 64, 256)
axPooling output:
block4_convl | input:
ConvaD p— (None, 64, 64, 256) | (None, 64, 64, 512)
onv. output:
block4_conv2 | input:
ConvaD (None, 64, 64, 512) | (None, 64, 64, 512)
onv. output:
block4_conv3 | input:
ConvaD (None, 64, 64, 512) | (None, 64, 64, 512)
onv. output:
block4_pool input:
MarPoolne2D put (None, 64, 64, 512) | (None, 32, 32, 512)
axPooling output:
block5_convl | input:
ConvaD ot (None, 32, 32, 512) | (None, 32, 32, 512)
onv. output:
block5_conv2 | input:
ConvaD (None, 32, 32, 512) | (None, 32, 32, 512)
onv. output:
block5_conv3 | input:
ConvaD put (None, 32, 32, 512) | (None, 32, 32, 512)
onv. output:
block5_pool input:
MaPoolne2D put (None, 32, 32, 512) | (None, 16, 16, 512)
axPooling output:

Sekil 2




vggl6_input | input:
[(None, 512, 512, 3)] | [(None, 512, 512, 3)]

l

(None, 512, 512, 3) | (None, 16, 16, 512)

l

(None, 16, 16, 512) | (None, 131072)

l

(Nomne, 131072) | (None, 131072)

l

(None, 131072) | (None, 12)

l

(None, 12) | (None, 6)

InputLayer | output:

vgglb input:

Functional | output:

flatten_1 | input:

Flatten | output:

dropout_1 | input:

Dropout | output:

dense_2 | input:

Dense | output:

dense_3 | input:

Dense | output:

Sekil 3

Smiflandirma asamasindaki basar1 ve kayip oranlarinin grafikleri sekil 4’te verilmistir.

Ayrica sekil 5’te F1-score ve accurucy metrikleri kullanilarak her bir hastaligin hangi
oranlarda dogru siniflandirildig: gosterilmistir. F1-score’a gore bir degerlendirme yapilacak
olursa ortalama basar1 oran1 %93,7’tiir. Siniflandirma yapilirken epoch degeri 10 alinmustir.
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Executing op Identity in device /job:localhost/replica:®/task:@/device:GPU:8
Executing op __ inference_test_function_30823 in device /job:localhost/replica:@/task:@/device:GPU:®@
1892/1092 [======================z========] - 473s 433ms/step - loss: ©.1307 - accuracy: ©.9581

Out[37]: [@.1306961625814438, ©.9580804189573364]

demmmmmemmaaa FRp Fommmmmmaa +

| Model name | Epoch | fl-score |

Fommmmmmmeeen dommmmme Fmmmmmm e +

| veG1e | 18 | e.937

Fommmmmmmeeen D Fmmmmmm e +
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3.2 Segmentasyon

Segmentasyon asamasinda model olusturulurken ensemble metot prensibi
kullanilmistir. Kullanilan model U-net++ ve backbone Resnet34’tiir. Modelin tiim katmanlari
ve katmanlarda yapilan islemler sekil 7°de verilmistir. Model 30 epoch da egitilmistir. Egitim
sirasinda modelin dogruluk oramin grafikleri sekil 6°dadir. Genel olarak segmentasyon basari
ylzdesi 90,46 dur.

Training and Validation Accuracy
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04 ———
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» _r\_/-//
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i
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0'3 il T T T
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e Rt L Fommmm Fommmmmmm e +
| Model name | Epoch | fl-score |
e Rt L Fommmm Fommmmmmm e +
| UNET++X RESNET34 | 18 | e.9e46
e Rt L Fommmm Fommmmmmm e +
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4. Deney ve egitim asamalarinda kullamlan veri setleri

Saglik bakanligi tarafindan paylasilan veri setinin disinda herhangi bir veri seti
kullanilmamugtir. Saglik bakanligi tarafindan smiflandirilmis olarak 38246 adet dicom
formatindaki veri smiflandirilarak verilmistir. Bu veri setindeki verilerin bazilar1 yarisma
sartnamesi kapsaminda smniflandirma ve segmentasyon islemleri igin uygun degildir. Bu
yuzden veri setinden ihtiya¢ duyulmayan veriler egitim ve test icin kullanilmamistir. Veri
setindeki veri sayismi ve cesitliligini arttrmak amaciyla smiflandirma asamasinda data
augmantasyon kullanilmistir. Data augmantasyonda isleminde high pass filter ve fotografa
kendi merkezinde random bir ag1 degerinde gevirme islemleri uygulanarak overfitting olayinin
gerceklesmesinin éniine gegilmistir. Bunun disinda Bobrek tasi, Ureter tas1 ve Akut divertikilit
ile uyumlu veri sayilar1 diger veri tiplerine gore 2-3 kat daha azdir. Bu sebepten 6turu yapilan
veri arttirma isleminde bu veri tiplerinde digerlerinden farkli olarak salt pepper noise
eklenmistir. Sekil 8’de Data.xlIss dosyasinin i¢indeki verilerin say1 dagilim: ve bahsedilen
yontemlerle arttirilmig verilerin sayilar1 (54405 adet) gosterilmistir. En son elde edilen veri seti
smiflandirma isleminde egitim ve test asamasinda kullanilmistir. Ayrica segmentasyon
asamasinda veri arttirmak i¢in smiflandirmaya benzer bir yéntem kullanilmistir. Segmentasyon
asamasinda yapilan veri arttirma islemleri sonucu (fotografi kendi ekseninde belirli bir a¢ida
cevirmek) bulunmasi gereken piksel araliklar1 degisebilmektedir. Bu g6z 6niinde
bulundurularak maskeleme islemi yapilmistir. Siniflandirma ve segmentasyon islemlerinde veri
seti 0.7,0.15,0.15 oranlarinda 3 parcaya ayrilmaktadir. Yizde 70 egitim (39,083 adet veri) ,
yuzde 15 test (8,161 adet veri) ve ylzde 15 validation (8,161 adet veri) i¢in kullanilmistir.
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Weri Tipleri
Grafiklerin sirasi sartnamede veriler
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