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Proje Konusu 

☒ Hastalık teşhisine yönelik karar destek sistemleri 

1. Problem Tanımı ve Mevcut Durum Değerlendirmesi  

Alzheimer hastalığı (AD) Demans’ın bir türü olup bilişsel bir rahatsızlıktır. Alzheimer 

Hastalığının teşhisi, özel olmayan çeşitli değerlendirme ve biyobelirteçlere dayanmaktadır. 

Erken teşhis konulmazsa, hastalığın ilerlemesinin yaşam süresini kısaltacak ya da ölümle 

sonuçlanabilecek etkileri vardır. Yapılan incelemelerde mevcut olarak 50 milyon civarında AD 

hastası olduğu saptanmış olup bu sayının 30 yıl içerisinde 3 kat artacağı öngörülmektedir [1]. 

Derin öğrenme tabanlı gerçekleştirilecek olan sınıflandırma ve segmentasyon işlemleri ile 

hemen hemen her yaş grubu için hastalığın erken teşhisinde ve Alzheimer hastalığına sebep 

olan hastalık çeşitliliği konusunda en iyi sonuçların alınması için çalışmalar yenilikçi yapay 

zekâ metotları ile desteklenecektir. Hastalığın mevcut bir tedavisinin olmamasıyla beraber 

semptomlar için tedavilerin karar destek sisteminin yardımıyla önemli ölçüde sağlanabileceği 

öngörülmektedir. Gelişen teknoloji ile günümüzde bu tip hastalıkların tespitinde kullanılmak 

üzere birçok derin öğrenme çalışması mevcuttur [2] [3]. Ancak 65 yaş öncesi hastalarda tespiti 

ve hastalığın erken evrede tespitine yönelik yeterli; sağlık sektöründe kolaylıkla 

kullanılabilecek ve doğru teşhis yapan bir çalışmaya günümüzde doğrudan rastlanamamış fakat 

üzerinde çalışmalar gerçekleştirildiği görülmüştür.  

Alzheimer; tedavisi olmayan ancak erken teşhis edilirse hastalığın ilerleme hızı yavaşlatılabilir 

ve hastanın yaşam kalitesini artırılabilir bir hastalıktır. Bu noktada erken teşhis büyük önem 

taşımaktadır. Bu projede hastalığın başlangıç seviyesinde de tespit edilmesi ve ilgili kısmın 

etiketlenmesi sağlık çalışanları için oldukça önemlidir. AD özellikle entorhinal korteks ve 

hippocampus’ta olmak üzere medial temporal lobda başlar [4]. Görüntüler segmende edilirken 

hippocampus kısmı etiketlenmiş veriler seçilerek hali hazırda yürütülen projelerden farklı bir 

noktayı ele almış olmakla birlikte erken teşhis adına önemli bir adım atılmış olur. 

Dört sınıfta incelenecek olan Alzheimer verileri kullanılarak, Proje Sunuş Raporundan sonra 

farklı model araştırmaları ve denemeleri yapılmıştır. Sınıflandırma işlemi için Radiopedia’dan 

alınan verilerle EfficientNet B2 modeli kullanılarak MRI görüntüleri dört sınıfta incelenmiştir. 

%96,84 doğruluk oranı ile EfficientNet B2 modelinin en yüksek oranda olduğu görülmüştür. 

Bu nedenle proje sunuş raporundan sonra tercih edilen modelde bir değişikliğe gidilmemiştir. 

Daha sonra segmentasyon işlemi için etiketli ADNI (Alzheimer Hastalığı Nörogörüntüleme 

Girişimi) verileri toplanmış ve derin öğrenme mimarilerinden U-Net kullanılarak segmentasyon 

işlemi yapılmıştır. 

2. Özgünlük  

Dünya Sağlık Örgütü (WHO-World Health Organization) tarafından ölüm nedenleri arasında 

AD ilk 10’da olup AD teşhisinde kapsamlı araştırma ve klinik ilerlemelere rağmen Alzheimer 

hastalarının %50’den azına klinik semptomlarına dayalı olarak doğru teşhis konulmaktadır. 

Dünya genelinde ciddi etkisi olan AD için bu oran oldukça düşük kalmaktadır [5]. 

Projede farklı yaş gruplarından hastaların MRI görüntülerinin olmasına dikkat ettiğimiz veri 

seti kullanarak eğitilen modeller aracılığıyla Alzheimer hastalık tespitinin gerçekleştirilmesi 

sağlanmaktadır. Sınıflandırma işlemi için literatürde bulunan çalışmaların dışında bu projede 

farklı açılardan çekilmiş MRI görüntülerini ekleyerek hastalığın ilk evrelerinde de teşhis 

koymayı kolaylaştırmak önemli hedefler arasındadır. Veri setinin farklı açılardan çekilen MRI 

görüntülerine sahip olma nedenleri şu şekildedir: Coronal kesitleri, genç erişkin ve pediatrik 

vakalarda travma olmaksızın T1 ağırlıklı almakta fayda vardır.  
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Çünkü T1 anatomiyi burada çok iyi gösterecektir. Yaşlılarda, travmalı ya da primer tümör 

hikayesi olan hastalarda STIR veya T2(tercihen STIR) alınmalıdır [6].  

 

Yukarıda bahsi geçen literatürdeki çalışmalar incelendiğinde, ‘Alzheimer hastalığında otomatik 

hippocampus segmentasyonu ve sınıflandırması için çok modelli derin evrişimli bir sinir ağı’ 

[1] adlı çalışmadan alınan doğruluk oranları elde etmiş olduğumuz doğruluk oranlarından daha 

düşük olup sınıflandırma işlemi için kullanılan veri setinde farklı açılardan çekilmiş MRI 

verilerine yer verilmemiştir. Aynı zamanda sonuçlar sağlık çalışanlarının kullanabileceği bir 

platformda sunulmamıştır. 

 

Şekil 1. Beynin Hippocampus Bölgesi 

Alzheimer hastalığının erken evrelerinde sinaptik disfonksiyonun görüldüğü ve bu durumun 

hafıza ve diğer kognitif fonksiyonları etkilediği kanıtlanmıştır.  Alzheimer hastalığına bağlı 

dejenerasyon, özellikle entorhinal korteks ve Şekil 1 ‘de işaretlenen bölge olan hippocampus’ta 

olmak üzere medial temporal lobda başlar. Dejenerasyon daha sonra parietal ve frontal lob başta 

olmak üzere diğer beyin kortekslerine de yayılır. Bu da beynin genelinde yaygın 

nörodejenerasyon ile kognitif bozukluklara ve kişilik değişikliklerine neden olmaktadır [4]. Bu 

nedenlerden dolayı segmentasyon işlemi için erken teşhisin hippocampusta tespit edildiğini göz 

önüne alarak bu projede segmentasyon işlemi için ADNI tarafından etiketlenmiş hippocampus 

verileri kullanılmıştır. 

Proje iki aşamada gerçekleştirilecek olup sınıflandırma ve segmentasyon işlemleri yapılacaktır. 

Farklı açılardan MRI görüntülerinin alınması ile sınıflandırma işleminin yapılması ve 

hippocampus bölgesinin incelenmesi ile segmentasyon işleminin yapılması literatürde olan 

çalışmaların dışında bir özgünlük içermektedir. Ayrıca bu iki işlemin tek bir platform üzerinde 

kullanıma elverişli hale getirilmesi, geliştirilmiş çalışmaların dışında sağlık alanına yeni bir 

ayrıcalık sunacaktır.  

3. Yöntem  

Yapay zekâ teknolojisini sağlık hizmetlerinin geleneksel teknolojilerinden ayıran nokta, veri 

toplama, işleme ve son kullanıcıya iyi tanımlanmış bir çıktı verme yeteneğidir. AI, bunu makine 

öğrenimi algoritmaları ve derin öğrenme yolu ile yapmaktadır. Bu algoritmalar davranış 

kalıplarını tanıyabilir ve kendi mantığını oluşturabilir. Algoritmalar son derece hassas ve hızlı 

bir şekilde tahminde bulunabilir [7]. Proje için yapay zekanın gerekliliği bu noktada devreye 

girmekte olup erken ve hızlı teşhis yapmaktadır. Bu çalışmada, derin konvolüsyonel sinir 

ağlarını kullanarak MRI görüntülerinden otomatik olarak çalışan, medikal görüntülerde de tanı 

ve tedavinin ilk ve oldukça kritik bileşenleri olan sınıflandırma ve bölütleme yapabilmeyi 

sağlayan yöntemler üzerine çalışılmaktadır.  
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3.1 Sınıflandırma 

 
 

Şekil 2. Sınıflandırma İşlemi İş Akış Şeması (Workflow Diagram) 

 

3.1.1 Veri seti içeriği 

Projenin ilk aşaması olan sınıflandırma işleminde Radiopedia’dan alınan farklı cinsiyet, yaş 

grubu ve aşağıda birkaç örneği verilen çeşitli hasta öykülerinden oluşan veri seti toplama işlemi 

gerçekleştirilmiştir.  

Arka kortikal atrofi, hasta verileri 55 yaşında bir erkeğe ait olup konuşmada, giyinmede, 

hafızada ve günlük yaşam aktivitelerinde belirgin zorluklarla birlikte artan bilişsel ve işlevsel 

gerilemenin 4 yıllık öyküsü mevcuttur; Demanslı erken başlangıçlı AD, hasta verileri 50 

yaşında bir kadına ait olup ruhsal durum muayenesinde zayıf bilişsel işlev ancak normal ruh 

hali ve psikoz saptanmamıştır; Demanslı erken başlangıçlı AD, hasta verileri 25 yaşında bir 

erkeğe ait olup lokus seruleus isimli bölgesinde ilk hasarların belirmeye başladığı tespit 

edilmiştir. Hafıza, dikkat ve algılama işlevlerinde temel düzeyde bozukluklar belirlenmiştir [8]. 

4 sınıfta incelenen Alzheimer verileri NonDemented (Demanssız), VeryMildDemented (Çok 

Hafif Demanslı), MildDemented (Hafif Demanslı), ModerateDemented (Orta Demanslı) 

şekilde kategorize edilmiştir. Veri seti 4920 NonDemented (Demanssız) MRI görüntüsü, 1587 

VeryMildDemented (Çok Hafif Demanslı) MRI görüntüsü, 1292 MildDemented (Hafif 

Demanslı) MRI görüntüsü, 1156 ModerateDemented (Orta Demanslı) olmak üzere 8.955 farklı 

açıdan beyin görüntüsü içermektedir. MRI görüntüleri üç farklı düzlemi kapsamakta olup 

bunlar Axial(eksenel), Sagittal (yandan yana) ve Coronal (önden arkaya) düzlemlerdir. 

Anatomi ve patolojiyi üç düzlemde de görmek, bir hastadaki hastalığın yaygınlığını 

değerlendirirken özellikle yararlıdır. 

3.1.2 Veri Ön işleme ve Veri Arttırma 

Veri ön işleme yöntemleri olarak ise, görüntülerin kullanışsız piksellerden arındırılması için 

MRI görüntüleri ile beynin belirli noktaları kullanılarak kırpılıp, yeniden boyutlandırılmıştır. 

Verilerin modele girişinin sağlanması ve aşırı öğrenmeye sebep olabilecek gürültülerin 

kaldırılması amacı ile “Contour and Cropping” adı verilen beynin sınırlarının çizilip sonrasında 

kırpılması işlemi Şekil 3’te gerçekleştirilmiştir. 

Yapay zekâ projelerinde daha fazla verinin olması daha fazla başarı oranı anlamına 

gelmektedir. Bu sebeple verilerimizde görüntü arttırma yollarına başvurulmuştur. Tıbbi görüntü 

arttırmanın en yaygın 7 farklı yolu olduğu görülmektedir. Bunlar; tıbbi görüntüleri kaydırma, 

dönen tıbbi görüntüler, tıbbi görüntüleri çevirme, tıbbi görüntüleri esnetme, tıbbi görüntülerin 

kırpılması, tıbbi görüntülerin elastik deformasyonu, tıbbi görüntülerin kontrast artırması [9]. 

Bu amaç doğrultusunda parlaklık arttırma/azaltma, rastgele derecelerde döndürme, çevirme, 

görüntülerin kırpılması işlemleri Şekil 3’de gösterildiği gibi gerçekleştirilmiştir. 
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                             Şekil 3. Contour and Cropping İşlemi 

3.1.3 Eğitim ve Test 

3.1.3.1 Transfer Öğrenme 

Transfer öğrenmesi, bir problemi çözerken elde edilen bilgiyi saklamak ve daha sonra farklı 

ama ilgili bir probleme uygulamak üzerine odaklanan makine öğreniminde bir araştırma 

problemidir. Transfer öğrenimi, ikinci görevi modellerken hızlı ilerleme veya gelişmiş 

performans sağlayan bir optimizasyondur. Öğrenmeyi transfer etmek, yeni bir görevde 

öğrenmenin, önceden öğrenilmiş olan ilgili bir görevden bilginin aktarılması yoluyla 

iyileştirilmesidir [10]. İki çeşit eğitim transferi vardır. Bunlar “Gelişmiş Model Yaklaşımı” ve 

“Ön-eğitimli Model Yaklaşımı” olarak sayılabilir. Derin öğrenme alanında en yaygın olan 

yöntem ikinci olandır. ImageNet yarışmasının ağırlık değerlerini kullanmak oldukça yaygın bir 

yöntemdir. ImageNet, 1000 sınıflı bir görüntü sınıflandırma yarışmasıdır ve genellikle birçok 

kurum son modellerini yeniden kullanım için serbest bırakmıştır. Bu modellerin modern bir 

donanım üzerinde eğitilmesi uzun süreleri almaktadır. Bu serbest modeller, görüntü verisini 

girdi olarak bekleyen yeni modellere doğrudan entegre edilebilir [11]. Sınıflandırma için 5 

farklı model denemesi gerçekleştirilmiştir. Eğitim ve test sonuçları gözlenmiştir. 

3.1.3.2 Modeller 

Projenin ilk aşaması olan sınıflandırma işlemi için EfficientNet B2-B6-B7, Inception V3, 

Resnet50, DenseNet169 gibi çok gelişmiş evrişimli sinir ağı mimarileri kullanılmıştır. Google 

tarafından geliştirilen Inception-V3 mimarisi Derin Öğrenme Evrişimli Mimariler serisinin 

üçüncü sürümüdür. Model, evrişim, ortalama havuzlama, maksimum havuzlama ve tam 

bağlantılı katmanlar içeren simetrik ve asimetrik yapı taşlarından oluşur. Son katmanda softmax 

fonksiyonu bulunan Inception-V3 mimarisi toplamda 42 katmandan oluşur ve girişte 299x299 

piksel boyutlarında görüntü alır [12]. Şekil 4’te görüldüğü gibi Inception V3 modeli ile 

eğittiğimiz veri setinden alınan test sonucu 15 epoch için %92, 50 epoch için %92, 100 epoch 

için %93 olarak kaydedilmiştir.  

 

Şekil 4. Inception – V3 Sonuçları 

Sinir ağları eğitilirken konvolüsyon ve alt örnekleme işlemleri nedeniyle özellik haritalarında 

azalma meydana gelmektedir. Aynı zamanda katmanlar arası geçişlerde görüntü özelliğinde 

kayıplar olmaktadır. Görüntü özellik bilgilerinin daha etkili kullanılması için Huang tarafından 

DenseNet sistemi geliştirilmiştir. Yapılan sistemde her bir katman diğer katmanlara ileri 

beslemeli bir şekilde bağlanmıştır. Bu sayede herhangi bir l katmanı kendinden önceki bütün 

katmanlara ait özellik bilgisine erişebilmektedir [12].  

Şekil 5’te görüldüğü gibi DenseNet169 modeli ile eğittiğimiz veri setinden alınan test sonucu 

20 epoch için %92,06 olarak kaydedilmiştir.  
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Şekil 5. DenseNet169 Sonuçları 

2015 yılında yapılan ILSVRC-2015 yarışmasını kazanan ResNet mimarisi, kimlik haritalarını 

ve doğrusal olmayan çoklu katman problemini çözmek için önerilen bir mimaridir [12]. ResNet 

mimarisi birkaç kalıntı bloklarından oluşur. Bu mimari, VGG16 benzeri 3x3 filtreler kullanır 

ve girişte 224x224 piksellik görüntü alır [12]. Şekil 6’da görüldüğü gibi ResNet50 modeli ile 

eğittiğimiz veri setinden alınan test sonucu 20 epoch için %91,15 olarak kaydedilmiştir.  

 

Şekil 6. ResNet50 Sonuçları 

EfficientNet Google AI tarafından tanıtılmıştır ve çalışmalarında sonuçları iyileştirirken 

adından da anlaşılacağı gibi daha verimli bir yöntem önermeye çalışılmıştır. Şekil 7’de 

gösterildiği gibi genellikle modeller çok geniş, derin veya çok yüksek çözünürlüklere sahiptir. 

 

Şekil 7. EfficientNet Modeli Parametreleri 

Derinlik Parametresi: Ağların ne kadar derin olduğu anlamına gelir ki bu da içindeki katman 

sayısına eşittir. Daha derin ağlar daha zengin ve daha karmaşık özellikleri yakalayabilir ve 

başarı oranınızı arttırabilir fakat bu süreçte daha fazla işlem gücüne ihtiyaç duyarsınız ve 

Vanishing Gradient problemi yaşanabilmektedir. 

Genişlik Parametresi: Genişliği bir katmanımızdaki nöron sayısı olarak düşünebiliriz. Daha 

geniş ağlar daha ince ayrıntılar yakalayabilir. Ayrıca, daha küçük modellerin eğitilmesi daha 

kolaydır. Bir süre sonra derinlik artışına benzer bir şekilde başarı oranınız doymaya başlar. 

Çözünürlük parametresi: Modelimizi eğiteceğimiz resimlerin çözünürlüğü denebilir örneğin 

224x224,300x300,600x600.Çözünürlüğü arttırmak resimdeki bilgi miktarını arttırsa da aynı 

şekilde performans artışı doğrusal ilerlemez ve doyar [13]. 
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Bu özelliklerin arttırılması başlangıçta modele yardımcı olur, ancak hızlı bir şekilde modeli 

doyuma ulaştırır ve yapılan model daha fazla parametreye sahip olduğundan verimli değildir. 

EfficientNet'te ise ağ daha ilkeli bir şekilde ölçeklendirilir, yani kademeli olarak her şey artırılır. 

B0-B7 arasında farklı modellere sahiptir ve model B0 dan başlayarak B7’ye kadar katman 

sayıları artış gösterir. Her model Şekil 8’deki görselde verilen yapıları içinde bulundurur. Her 

modelin giriş birimi “Stem”, çıkış birimi “Final”dir. Model içindeki modüller değişkenlik 

gösterir fakat 7 ana blok her modelde bulunur. Modül 1, alt bloklar için bir başlangıç noktası 

olarak kullanılır. Modül 2, 1. blok hariç tüm 7 ana bloğun ilk alt bloğu için bir başlangıç noktası 

olarak kullanılır. Modül 3, tüm alt bloklara atlama bağlantısı olarak bağlanır. Modül 4, ilk alt 

bloklarda atlama bağlantısını birleştirmek için kullanılır. Modül 5 her alt blok, bir atlama 

bağlantısında önceki alt bloğuna bağlanır ve bu modül kullanılarak birleştirilir. Bu modüller 

ayrıca bloklarda belirli bir şekilde kullanılacak olan 4 alt blokları oluşturmak için birleştirilir. 

Alt blok 1, yalnızca ilk blokta ilk alt blok olarak kullanılır. Alt blok 2, diğer tüm bloklarda ilk 

alt blok olarak kullanılır. Alt blok 3, tüm bloklardaki ilki dışındaki herhangi bir alt blok için 

kullanılır. Şekil 1’de giriş modülü, çıkış modülü, modül 1, modül 2, modül 3, modül 4 ve modül 

5’ in iç yapısı gösterilmektedir [14]. 

 

Şekil 8. EfficientNet Model Katmanları 

EfficientNet B2-B6-B7 modellerinde hiper parametre değerlerinde (batch size, öğrenme 

katsayısı, momentum katsayısı, optimizasyon algoritması seçimi, aktivasyon fonksiyonu, epoch 

sayısı) yapılan değişikliklerle Şekil 9’da EfficientNetB6 modeli ile eğittiğimiz veri setinden 

alınan test sonucu 20 epoch için %94,90 olarak EfficientB7 modeli ile 11 epoch için %95,12 

doğruluk oranı hesaplanmıştır.  

 

Şekil 9. EfficientNet B6 – B7 Sonuçları 

Yakalanan yüksek doğruluk oranları sınıflandırma işleminin Şekil 10‘da görüldüğü gibi 

%96,84 doğruluk oranı sayesinde EfficientNet B2 modeliyle devam edilebilmesinin önünü 

açmıştır ki bu sayede hastalığın en doğru şekilde tespit edilmesi sağlanmış olacaktır. 

Sınıflandırma işlemi için tüm mimarilerde transfer öğrenme için kullanılan veri seti ImageNet 

veri setidir. EfficientNet B2 modelinin tercih edilmesine sebep olan hiper parametre değerleri; 
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kayıp fonksiyonu (Categorical Crossentropy), aktivasyon fonksiyonu (Softmax, Relu), 

öğrenme katsayısı (0.001), momentum katsayısı (0.99), epoch sayısı (15), optimizasyon 

algoritması (Adamax) olarak belirlenmiştir.  

             

Şekil 10. EfficientNet B2 Sonuçları 

3.2 Segmentasyon 

 

 

Şekil 11. Segmentasyon İşlemi İş Akış Şeması (Workflow Diagram) 

3.2.1 Veri Seti İçeriği 

Karar destek sisteminin bir diğer aşaması olan segmentasyon işleminde veriler ADNI 

(Alzheimer's Disease Neuroimaging Initiative) veri tabanında alınmış olup 35 ve 100 etiketli 

veri klasöründen oluşmaktadır. Veri seti kullanılırken veriler DICOM formatından PNG 

formatına dönüştürülmüştür. Beynin sağ ve sol kısım hippocampus bölgesinin etiketlenmiş 

olduğu MRI verileri Axial düzlemde görüntülenmektedir. 35 etiketli klasörden oluşan veri 

içeriğinde 6615 beynin sağ kısmının, 6615 ise beynin sol kısmının etiketlendiği veriler mevcut 

olup; 100 etiketli klasörden oluşan veri içeriği ise 18900 beynin sağ kısmının, 18900 beynin sol 

kısmının etiketlendiği verilerden oluşmaktadır. Buradan beynin sağ ve sol kısmı için 51030 

etiketli verinin olduğu görülmektedir [15]. 

3.2.2 Kullanılan Yöntem ve Mimari 

Sağlıkta yapay zekâ çalışmalarında segmentasyon modelleri için yaptığımız araştırmalar 

sonucunda en etkili yöntemin U-Net mimarisi olduğu görülmüş olup U-Net mimarisi 

segmentasyon işlemleri için kullanılmıştır.  
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U-Net, Freiburg Üniversitesi Bilgisayar Bilimleri Departmanında biyomedikal görüntü 

segmentasyonu için geliştirilmiş evrişimsel bir sinir ağıdır. Ağ, tamamen evrişimli ağa dayalıdır 

ve mimarisi, daha az eğitim görüntüsü ile çalışmak ve daha kesin segmentasyonlar sağlamak 

için modifiye edilmiş ve genişletilmiştir. Bu aşamada görüntü segmentasyon probleminin 

çözümü için U-Net mimarisini temel alacak bir model oluşturulup kullanılmıştır. Modelin 

oluşum sürecinde Google’ın ücretsiz ve açık kaynak sistemi olan Tensorflow ve Keras 

kütüphanesi kullanılmıştır. U-Net mimarisinin temelinde girişte verilen görüntüler çıkışta 

segmente edilmiş olarak alınmaktadır. U-Net ismini Şekil 12’deki gibi U harfine benzeyen 

mimarisinden almakta olup aşağıda mimari görülmektedir [16] [17]. 

 

Şekil 12. U-Net Mimarisi 

U-Net mimarisinin çıkışında bir tamamen bağlı katman (fully connected) katmanı 

bulunmamaktadır. Sadece evrişimli (convolutional) katmanlardan oluşmaktadır. Aktivasyon 

fonksiyonu olarak katmanlar arasında ReLu aktivasyon fonksiyonu kullanılmıştır. U-Net 

mimarisinin 2 temel yapısı vardır. Birinci aşama da sınır bölgesinde bulunan pikseller 

görüntülerin çevresine eklenerek büyütülmektedir. İkinci yarıda ise ters evrişim işlemi başlar 

ve görüntü çıkışta orijinal boyutuna tekrar getirilmektedir. Modelimiz de evrişimli katmanlar 

arasında aktivasyon fonksiyonu olarak ReLu aktivasyon fonksiyonu kullanılmıştır. Çıkış 

katmanından önce Softmax aktivasyon fonksiyonu uygulanmıştır. Modeli eğitmek için 

kullanılacak görüntüler ve onlara ait maske görüntüleri modele verilmeden önce bazı 

işlemlerden geçirilmiştir. Öncelikle veriler yeniden boyutlandırılarak (256x256) numpy 

kütüphanesi yardımı ile array (dizi) haline getirilip bir listede tutulmuştur. Daha sonra keras 

kütüphanesi kullanarak veriler eğitim için normalleştirilmiştir. Model eğitimi başlatılmadan 

önce derleme işlemi için gerekli ayarlamalar yapılmıştır. Optimizasyon yöntemi olarak Adam 

optimizer, Loss(kayıp) fonksiyonu olarak Binary Cross Entropy fonksiyonu, tahminleyici 

performansını ölçmek için Mse metriği kullanılmıştır.  

3.2.3 Segmentasyon Sonuçları 

Ortalama Kare Hatası (MSE) tahmin edilen sonuçların gerçek sayıdan ne kadar farklı olduğuna 

dair bize mutlak bir sayı vermektedir. Ayrıca karesi alınmış hata kaybının (loss) beklenen 

değerine karşılık gelen bir risk fonksiyonudur.  

MSE değeri sıfıra yakın olan tahminleyicilerin daha iyi bir performans gösterdiği 

söylenebilmektedir. Etiketlenmiş verilerin eğitimi loss ve mse metrikleri ile 25 epoch da 

tamamlanmış olup Şekil 13’te eğitim sonuçlarına yer verilmektedir. Eğitimde elde edilen 

sonuçlar doğrultusunda Şekil 14 ve 15’ de etiketli MRI verilerinin tahmin sonuçlarına da yer 

verilmiştir. 
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Şekil 13. Segmentasyon Eğitim Sonuçları 

 

Şekil 14. Segmentasyon Tahmin Sonuçları 1 

 

Şekil 15. Segmentasyon Tahmin Sonuçları 2 

4. Uygulanabilirlik ve Ticarileşme Potansiyeli  

Sınıflandırma ve segmentasyon adımlarından sonra projenin kullanılabilir bir platformda 

sunulması planlanmaktadır. Bu platformun tüm sağlık kuruluşlarına entegre edilmesi kısa 

sürede gerçekleşecektir. Proje için planladığımız platform seçilen görseli önce sınıflandırıp 

ardından MildDemented, VeryMildDemented veya ModerateDemented evre tespiti durumunda 

segmentasyon işlemine gönderip sorunlu bölgenin etiketlenmesini sağlayacaktır. Sağlık 

çalışanına sınıflandırma türü ve etiketleme yapıldıysa etiketli görüntü gösterilecektir. Proje 

kapsamında ilerleyen süreçlerde gerekli durumlarda web veya masaüstü uygulama; çevrimiçi 

veya çevrimdışı çalışma olanağı sağlanacak şekilde revize edilmesi mümkündür.  

Proje ekstra maliyet gerektirmeden internet altyapısının bulunduğu tüm sağlık kuruluşlarına 

hızlıca entegre edilebilir olup kullanımı kolaydır. Araştırmalar sonucunda ülkemizde veya 

dünyada hali hazırda sınıflandırma veya segmentasyon yapan projeler yer almaktadır [2]. 

Ancak sunduğumuz bağlamda bir sistem ile karşılaşılmamıştır. Çünkü özgünlük bölümünde 

belirtildiği gibi sınıflandırma işlemi için farklı düzlemlerden MRI görüntülerinin kullanılması 

ve hippocampusun erken teşhisteki önemi göz önüne alınarak segmentasyonun bu bölgede 

yapılması yürütülen çalışmalara üstünlük sağlayacaktır.  
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Bu nedenle doğru yatırım ve planlamalarla başta ülkemiz sonrasında dünyada sağlık 

kuruluşlarında ticari amaçla kullanılabilecektir. Proje bu bağlamda uygulanabilir olup projenin 

ticarileşme potansiyelinin yüksek olduğu öngörülmektedir. 

Alzheimer hastalığı güncel ve sürekli değişkenlik gösteren bir hastalık olduğundan yaptığımız 

projede sınıflandırma ve segmentasyon işlemleri için uygun aralıklarla yeni model denemeleri 

yeni veriler ile yapılmalı ve kontrolü sağlanmalıdır. Modellerde güncel kalmak proje için 

sürekli bir iş gücü ihtiyacı anlamına gelmektedir. Projeyi olumsuz yönde etkileyebilecek 

unsurlardan bir diğeri ve en önemlisi %3,16 oranında oluşabilecek hata yapay zekâ projeleri 

için düşük bir oran olmakla birlikte sağlık sektöründe olduğunda ciddi bir sorun teşkil 

edebilmektedir. Konfüzyon matrisi incelendiğinde sağlıklı bireylere hasta veya hasta bireylere 

sağlıklı teşhisi konulmadığı görülmektedir. Yine konfüzyon matrisine bakıldığında modelin 

MildDemented-VeryMildDemented evrelerinde yaptığı hatalı teşhis fark edilmektedir. Projede 

erken teşhis büyük önem taşıdığından bu hatalı teşhisler proje için risk teşkil etmektedir. 
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