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1. Proje Mevcut Durum Degerlendirmesi

Projeyi gelistirmek i¢in literatiir ve algoritma yapilarinin arastirilmasi siirekli olarak devam
etmistir. Proje sunus raporunda, algoritma planlamas: olarak sunulan sekil 1°de semasi
gosterilmis “Makine Ogrenimi Yasam Déngiisii [1]” ne uyularak bu siirece kadar gelinmistir.
Bu siiregte hastaliklar1 tanima ve hastaliklarin yapisina gore model gelistirmeleri yapilmistir.

.

Sekil 1: Makine Ogrenimi Yasam Dongiisti

Yarigma kapsaminda yarismacilara verilen goriintiiler .dcm formatinda verilmistir ve bu format
model egitimi i¢in uygun degildir. Bundan dolay1 goriintiilerin modele uygun hale getirilmesi
gerekmektedir. Bir¢ok doniisiim yontemi denenmistir fakat goriintiilerde bozulma oldugu tespit
edilmistir. Sorunun ¢éziilmesi amaciyla esik degerinde degisiklik yapilmistir. Goriintiiyii .png
formatina ¢evirmek igin ¢evrimig¢i goriintiilleme sayfalarindan karsilagtirma yapilarak kontrol
saglanmistir ve donistiirme algoritmasi gelistirilmistir. Gortintiiler saglikli bir sekilde .dcm
formatindan .png formatina dontistlirilmiistiir.

Yarigsma kapsaminda verilen, siniflara ait bilgilerin oldugu excel dosyasi igerisindeki etiketler
kullanilacak olan YOLO algoritmasina uygun hale getirilmistir. Sekil 2’de YOLO etiketleme
mantigin1 gosteren gorsel bulunmaktadir. Verilen veri seti igerisinde sartname’de belirlenen
siniflarin diginda smiflar bulunmaktadir. Bu durum goz oniinde bulundurularak 3 farkl: veri seti
olusturulmustur ve bu veri setlerinin detaylar1 “Deney ve egitim asamalarinda kullanilan veri
setleri” bashgi altinda detayli bir sekilde anlatilmisgtir.
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Sekil 2: YOLO Model Etiketleme Formati
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Proje sunus raporunda belirtilen modeller igerisinden YOLOvV4-P5 modeli kullanilmistir.
Model olusturulurken kullanilan veri seti, olusturulan 3 farkli veri setinin igerisinden biri olan,
yarismada istenilen 6 sinifla olusturulmus veri seti ile egitilmistir. Modelle alakali ¢iktilar
“Sonuglar ve Inceleme” bashig1 altinda anlatilmistir. Yarisma siiresine kadar olusturulan 3 farkli
veri seti ile egitim yapilacaktir. Bu egitimlerin YOLOvV4-p5, YOLOv4-p6 modelleri ile
egitilmesi planlanmaktadir.

Modellerin performansini degerlendirmek i¢in farkli veri setleri bulunmasi planlanmaktadir, bu
veriler iizerinden testler yapilarak model performansi degerlendirmesi yapilacaktir.

2. Ozgiinliik

Tibbi goriintiilere ulagsmak olduk¢a mesakatli ve zor bir siiregtir. Bu goriintiilere ulagsmak i¢in
bir ¢ok prosediirii gegmek gerekmektedir. Bu prosediirler gegilse dahi verileri modelde
kullanmak igin etiketlenmesi gerekmektedir. Etiket i¢in uzman goriisiine ihtiyag duyulmaktadir
[2]. Bu sebepten dolay:1 veri setinde farkli goriintii isleme teknikleriyle biiyiitme islemi
uygulanmistir. Goriintiilere uygulanan doniisiimlerin listesi Tablo 1°de verilmistir.

Diisiik dozlu bilgisayrli tomografi (BT) durumunda, goriintiide ¢ok fazla giiriiltii olusur [3].
Giiriiltii, gortintii tanima i¢in 6grenme tzerinde olumsuz bir etkiye sahip olabileceginden,
glrtiltiiniin giderilebilmesi i¢in bir filtreleme algoritmasi yoluyla giiriiltiiniin azalmasi
saglanabilmektedir. Giiriiltii giderme i¢in baslica kullanilan algoritma medyan filtresi, gauss
filtresi, vb. Ayrica, 6grenme hedefinin ¢evresindeki yapi ile cok az kontrasti varsa ve sinir1 ayirt
etmek zorsa, ogrenmenin diizgiin bir sekilde gerceklestirilmeme olasihigi yiiksektir [4].
Calismalarimizda belirtilen filtreleri deneyerek model basariminda iyilestirme yapilmistir.

Veri ¢ogaltma islemi yaparken kullanilan yontemlerden biri de goriintii iizerinden Siyah
alanlarin ¢ikarilmasidir. Yapilan islemin amaci veri gesitlerinin arttirtlmasidir. Bu yontemde ilk
asama olarak goriintii tizerinde en biyik kontur bulunur. Konturun en ug¢ noktalarini
hesaplayarak ve ilgi alan1 elde edilir ve kirpilir. Kirpilmis goriintii kaydedilerek veri sayisi iki
katina ¢gikarilmistir. Sekil 3’de kirpilmis goriintii 6rnekleri gosterilmektedir.

Tablo 1. Veri ¢ogaltma doniigiim parametreleri

Doniisiim Tipi Orani
Yatay Aynalama Acgik
Dikey Aynalama Agik

Parlaklik 0.1
Kontrast 2

Cevirme 90°
Cevirme 270°




Normal Gériintii islemler Kirpma islemi

Yatay Aynalama

Sekil 3: VeriCogaltma Orenkleri

3. Sonuglar ve inceleme

Yarigma kapsaminda YOLOvV4-P5, YOLOX ve Faster R-CNN modelleri denenmistir ve bu
algoritmalar karsilastirilmistir. En iyi sonu¢ YOLOvV4-P5 modelinden elde edilmistir. Bu
modelde girdi olarak 896x896 ¢oziiniirliigiinde gorseller kullanilmistir. Egitim 12.000 egitim
tur (epoch) sayisinda tamamlanmistir.

Model egitilirken “deney ve egitim asamalarinda kullanilan veri setleri” baslig altinda anlatilan
3 farkl veri seti kullanilmis ve her bir model igin ti¢ farkli egitim yapilmistir. Buradaki amag,
veri setlerinin dagilimlarina gore modelin 6grenme siireclerini geligtirmek ve iyilestirmektir.

Degerlendirme kriterleri olarak, AP, mAP, duyarlilik(recall), hassasiyet(precision), f-1 puani
(f-1 score) ve kesisim bolgeleri(IoU) kullanilmistir.

TP (True Positive) : Gergek degerin 1 oldugu gibi tahmin degerin de 1 oldugu durumlardir.
TF (True False) : Gergek degerin 0 oldugu gibi tahmin degerin de 0 olmadig1 durumlardir.
AP, siiflarin ortalama hassasiyetidir. Denklem 1°de AP’in nasil hesaplandig1 gosterilmistir.
MAP, degerlerinin aritmetik ortalamasi alinarak bulunmaktadir. Denklem 2’de formiiller
gosterilmektedir.

1 . 1)
AP = (—)Z Precision(Recall;) = 1
n Recall;
e 1 z #TP(c)
map = |classes]| #TP(c) + #FP(c) (2)

ceclasses



Duyarlilik, isabet orani olarak bilinmektedir ve yiiksek olmasi beklenmektedir. Siiflayicinin
ne kadar TP ya da TN degeri dogru tahmin ettiginin bir 6lgiisiidiir. Denklem 3’de duyarliligin
nasil hesaplandigi gosterilmistir.

TP ©)
TP+ FN
Hassasiyet, tiim siniflardan, dogru ve yanlis olarak ne kadar tahmin edildiginin bir 6lgiistidiir.
Duyarlilik gibi hassasiyetin de yiiksek olmas1 beklenmektedir. Denklem 4’°de hassasiyetin nasil
hesaplandig1 gosterilmistir.

Duyarlilik =

TP (4)

H yet = ————
assastye TP + FP

-1 puani, siniflandiricinin ne kadar iyi performans gosterdiginin bir 6l¢iistidiir. Duyarlilik ve
hassasiyetin harmonik ortalamasidir. Denklem 5’de f-1 puaninin nasil hesaplandigi
gosterilmistir.

Hassasiyet x Duyarlilik 5
Y y y 5)

Hassasiyet + Duyarlilik

loU, her bir sinirlayici kutu i¢in, tahmin edilen sinirlayici kutu ile gergek sinirlayict kutu
arasindaki ortiismeyi 6lgmek icin kullanilir. Sekil 4’de yapr gosterilmektedir.

Tahmin Kurusu

K‘ Dogru Ertiketi

U = Ortiigme Alam .

Birlik Alam

Sekil 4: IoU Yapist

Degerlendirme sonuglari, sekil 5°de modelin kayip ve dogrulama grafigi gosterilmektedir.
Tablo 2°de modelinin karisiklik matrisi gosterilmektedir. Tablo 3’de ise egitilen modellerin
siiflandirma raporlar1 gosterilmektedir.
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Sekil 5: Model Dogrulama ve Kayp Grafigi

Tablo 2: Modellerin Karisikitk Matrisi

Modeller Smiflar TP TF AP(%)
Akut Apandisit 831 234 78.68
Akut kolesistit 931 97 96.11
Akut pankreatit 1269 203 91.78
YOLOvV4-P5 Bobrek-Ureter tasi 411 164 72.93
Akut Divertikulit 172 37 83.72
Abdominal aort 1946 /P 99.14
Anevrizma
Akut Apandisit 800 256 76.62
Akut kolesistit 935 81 96.71
Akut pankreatit 1134 341 89.42
YOLOX Bobrek-Ureter tasi 435 152 77.03
Akut Divertikulit 167 42 81.52
Abdominal aort 1854 77 96.89
Anevrizma
Akut Apandisit 845 211 79.38
Akut kolesistit 853 105 94.34
Akut pankreatit 1349 192 92.96
Faster R-CNN - piprek-Ureter tass 400 178 70.86
Akut Divertikulit 186 35 85.06
Abdominal aort 1756 103 96.37
Anevrizma




Tablo 3: Modellerin Stmiflandirma Raporlar

Model Hassasiyet Duyarhhk F1 IoU(%) mAP(%)
YOLOX 0.89 0.91 0.88 76.95 90.77
Faster R-CNN 0.87 0.90 0.88 75.42 90.62
YOLOvV4-P5 0.90 0.92 0.90 78.75 92.06

Yarigmacilara verilen veri seti igerisinden alinan test goriintiileri egitilmis modele sokulmustur
ve ¢ikan sonuglar sekil 6°de gosterilmektedir.

Sekil 6: Model Test Sonuclar

4. Deney ve egitim asamalarinda kullamilan veri setleri

Derin 6grenme modellerinde veri boyutu biiyiik bir etkendir. Veri ne kadar ¢ok olursa model o
kadar iyi performans sergilemektedir. Bu galisma kapsaminda yarigsmacilara sunulan etiketi
olan veri miktar1 tablo 4’de, etiketi olmayan veri miktar1 tablo 5°de gosterilmektedir.

Tablo 4: Etiketi Olan Veri Miktarlar

Hastahk Etiket Sayi
Akut Apandisit ile Uyumlu 1 5559
Akut Kolesistit ile Uyumlu 2 4925
Akut Pankreatit ile Uyumlu 3 6923
Bobrek — Ureter Tasi 4 2556
Akut Divertikiilit ile 5 1148
Uyumlu
Abdominal Aort Anevrizma 6 9817
— Diseksiyon ile Uyumlu
Apendikolit 7 293
Kalsifiye Divertikiil 8 73
Safra Kesesi Tast 9 1594




Tablo 5: Etiketi Olmayan Veri Miktarlar

Hastahk Etiket Say1
Akut Apandisit ile Uyumlu 1 432
Akut Kolesistit ile Uyumlu 2 228
Akut Pankreatit ile Uyumlu 3 198
Bobrek — Ureter Tast 4 212
Akut Divertikiilit ile 5 4
Uyumlu
Abdominal Aort Anevrizma 6 858
— Diseksiyon ile Uyumlu
Apendikolit 7 66
Kalsifiye Divertikiil 8 2
Safra Kesesi Tasi 9 684

Bu yarismada ti¢ farkli veri seti olusturup ti¢ farkli egitim yapilmasi planlanmustir. Birinci veri
seti igerigini yarismada belirlenen 6 sinif olusturmaktadir. Yarigsma kapsaminda verilen 6 sinif
tizerine bu siiflarin disinda ek bilgi olmasi amagli verilen diger 3 sinifta eklenmistir ve boylece
9 siifli ikinci bir veri seti olusturulmustur. Verilen 9 smifin verilerini goriintii isleme
teknikleriyle gogaltip, bunlari birlestirilerek ti¢iincti bir veri seti olusturulmustur. Veri setleriyle
alakali i¢erikler tablo 6’de gosterilmektedir.

Tablo 6: Egitime Hazwr Verilerin Sayisi

Simif Boyut
Var 32.889
Yok 2.684

Bu veriler daha sonra egitime sokulmak iizere Tablo 7°de gosterildigi oranlarda egitim,

dogrulama ve test olarak ayrilmistir.

Tablo 7: Egitime Sokulacak Verilerin Dagilum Oranlar

Veri Boyut (%)
Egitim 24.900 (%70)
Test 7.114 (%20)
Dogrulama 3.557 (%10)
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