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1. Proje Mevcut Durum Değerlendirmesi (20 puan) 

Proje Sunuş Raporunda derin öğrenme yaklaşımlarının kullanılması amaçlandığı söylenmişti. 

Ayrıca bu yaklaşımlardan genellikle medikalde kullanılan evrişimli sinir ağ mimarilerinden 

tercih edileceğinden belirtilmişti. Çünkü bu ağların veri sayılarının az olmasına rağmen etkili 

performans göstereceği varsayılmıştır. Hatta bu ağ mimarilerinden medikalde yaygın olarak 

tercih edilen U-Net [1] ve Retina Net [2] ağ modellerinin çalışmada kullanılacağından 

bahsedilmişti. Ancak bu modeller etiketleme işlemini segmentasyon tabanlı yaptığından çok 

fazla zaman harcamaktadırlar. Bu yüzden eğitilecek model süre sınırlı bir yarışmada 

kullanılacağından doğruluk oranında %12’lik düşüş olmasına rağmen Mask R-CNN [3] ağ 

modelinin kullanılması kararlaştırılmıştır. 

Daha sonra çalışmada eğitim verilerinin sayısının az olacağından çeşitli veri çoğaltma 

yöntemlerinin kullanılacağından bahsedilmişti. Bu yöntemlerden ise yaygın olarak kullanılan 

rotasyon, yansıma, görüntü büyütme ve küçültme, zıtlık ayarı yöntemleri söylenmişti. Ön 

işleme olarak da adlandırılan bu veri çoğaltma işlemlerine ek olarak doğruluk oranını artırmak 

için ilk başta 3x3 Gauss Filtresi daha sonra ise Kontrast Sınırlı Uyarlanabilir Histogram 

Eşitleme (Contrast Limited Adaptive Histogram Equalization-CLAHE [4])’nin özelleştirilmiş 

hali herbir görüntü için kullanılmıştır. Böylece görüntüdeki hem bazı gürültüler giderilmiş oldu 

hem de görüntünün kontrastlığının artırılması hedeflenmiştir.  

 

2. Özgünlük (30 puan) 

Çalışmanın medikalde kullanılan diğer çalışmalara göre iki farklı özgün yönü bulunmaktadır. 

Çalışmanın ilk özgün yönü eğitim sürecinin ön işleme aşamasında CLAHE’nin 

özelleştirilmesidir. Çünkü görüntülerin dicom verilerinin png’ye dönüştürüldükten sonra gray 

histogram halini Görsel 1’de gösterildiği gibi piksel sayıları başlarda ve sonlarda çok yoğun 

olarak görülmetedir. Mesela bu görüntüye CLAHE kullanıldığında sadece histogram 

merkezindeki piksellerde değişiklikler olmaktadır ve bu da görüntüye fayda yerine zarar 

vermektedir. Bu yüzden görüntü histogramının merkezini daha da güçlendirmek için 

görüntünün kenar bölgelerindeki siyah tonlu piksellere histogramın merkezindeki pikselleri 

almak üzere rasgele gürültüler verilir. Böylece görünütünün asıl bölgelerinin kontrastlı önceki 

CLAHE’ye göre daha yoğun olur. Ancak görüntüde bazı gürültülere rastlandığından tekrardan 

3x3’lük Gauss filtresi ve daha sonra 3x3’lük medyan bulanıklık uygulanır. 
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Görsel 1. DICOM formatından PNG formatına dönüştürülen bir abdomen görüntünün 0-255’lik gri tonlamalı histogramı 

 

Çalışmanın ikinci özgünlük tarafında ise yarışma konusuna benzer çalışmalarda hiç 

rastlanılmayan ve çalışmanın doğruluğunu artıran EfficientNet-B7 ağ modeli kullanılmıştır. Bu 

model EfficientNet model ailesinden biri olup diğer modellere göre daha iyi bir performans 

sağladığı için tercih edilmiştir ve [5] numaralı çalışma EfficientNet-B7’nin diğer modellere 

göre daha iyi olduğunu göstermiştir (Görsel 2). 

 

Görsel 2. EfficientNet-B7’nin diğer ağlara göre performansı [5] 

 

3. Sonuçlar ve İnceleme (30 puan) 

Çalışmada ilk başta U-Net, RetineNet ve Mask R-CNN ile sistemin performansı test edilir. Üçü 

arasında en iyi sonuç yüzde 10’a yakın oranla U-Net’te olmasına rağmen test verilerinden elde 

edilen çıktının çok yavaş olması sebebiyle çalışmadan çıkarılmıştır. RetinaNet’tede aynı durum 

olduğundan Mask R-CNN hem hızı bakımından hem de doğruluk bakımından iyi sonuç 

verdiğinden seçilmiştir. Mask R-CNN’nin hız bakımından seçilmesinin tek sebebi yarışmanın 

süre sınırı olması sebebiyledir.  

Çalışmada yukarıda da belirtildiği gibi ilk başta Mask R-CNN kullanılmıştır. Bu modelin 

eğitiminden elde edilen sonuçlar ise Görsel 3’te gösterilmiştir. Görsel 3’te her dönem (epoch) 

sonrası başlarda doğruluk oranlarında önemli dalgalanmalar görülmektedir. Ancak bu 

dalgalanmalar belli bir süre sonra azalım eğilime girmektedir. 40-50 dönemleri arasında ise bu 
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dalgalanmalar en aza inerek 0.63 dolaylarında seyretmektedir. Ayrıca son dönemler 

incelendiğinde artışın artık yavaşladığı eğitimin doygunluk durumuna geldiği görülmektedir. 

Bu da artık eğitimin sona geldiğinin ve en iyi sonucunu 0.6 ile 0.65 dolaylarında olduğunun 

göstergesidir. 

 

Görsel 3. Sadece Mask R-CNN kullanılarak elde edilen IoU değeri 

 

Daha sonrasında Mask R-CNN modeli EfficientNet-B7 modeli ile birleştirilmiş halinin 

performans testi yapılmıştır. Bu performans testinin sonucu Görsel 4’te sunulmuştur. Test 

sonuçlarına göre IoU’su 0.7 ile diğer sadece Mask R-CNN’e göre daha iyi performans 

göstermiştir. 

 

Görsel 4. Mask R-CNN ve EfficientNet birlikte kullanılarak elde edilen IoU değeri 

 

Çalışmada en fazla zorluk parametrelerden meydana gelmiştir. Mesela eğitim yapılırken batch 

size değeri yüksek olduğu için bazen eğitim hata vermektedir. Bu yüzden çözüm olarak batch 

size’ın azaltılmasında karar kılınmıştır.  
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4. Deney ve eğitim aşamalarında kullanılan veri setleri (15 puan) 

Deney ve eğitimde temin edilen veriseti dışında tamamen kamuya açık verisetleri 

kullanılmıştır. Bu verisetleri içerisinden [6]–[8] referanslı verisetleri deney amaçlı 

kullanılmasının yanında verileri dicom formatı ve etiketlenmesi de sınırlı kutu ile yapıldığından 

‘RSNA Pneumonia Detection Challenge’ [9] isimli yarışmadan elde edilen veriseti genellikle 

kullanılmıştır. Bu verisetinin sunulduğu yarışma akciğer opasitelerini göğüs radyografilerinde 

otomatik olarak bulmasını amaçlamıştır. Verisetinde 112.000 görüntülü halka açık Ulusal 

Sağlık Enstitüleri veri setinden 30.000 önden görünüm göğüs radyografisi dicom formatında 

veri bulunmaktadır. Bu verisetinin izni halka açık olarak Ulusal Sağlık Enstitüleri Klinik 

Merkezi tarafından sağlanmıştır. 

[6]–[8] numaralı verisetleri genellikle üretilen algoritmaların gücünü test etmek amacıyla 

kullanılmıştır. Bu verisetlerinden [1] numaralı olan veriseti sıtma hastalığından meydana gelen 

parazitler görüntülerinden oluşurken bu görüntüler MIT'den Jane Hung ve Cambridge, MA'daki 

Broad Institute tarafından sağlanmıştır. [2] numaralı yarışmada kullanılan veriseti ise yaprak 

dedektörü oluşturmak için üretilmiştir ve bireysel olduğundan izin alınmasına gerek 

duyulmamıştır. Son olarak [3] yarışmadan elde edilen veriseti, maske takan, takmayan veya 

yanlış maske takan kişileri tespit etmek için üretilmiştir. Bu veri de kamuya açık olup izinler 

hakkında herhangi bir bilgi bulunamamıştır. 
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