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1. PROJE MEVCUT DURUM DEĞERLENDİRMESİ 

Proje sunuş raporu (PSR) sonrası genel sistem mimarisinde bir değişiklik yapılmamıştır. Yarış-

mada kullanılacak nesne tespit algoritması ile veri arttırma teknikleri (data augmentation) nihai 

olarak belli olamadığı için, PSR sonrası ilk iş olarak yarışmada kullanılacak nihai algoritma ve 

veri arttırma teknikleri belirlenmiştir.  

Algoritma seçiminin ilk aşamasında PSR içerisinde Bölüm 3’te bahsedilen algoritmalar yarış-

mada kullanılacak takım bilgisayarına kurulmuş ve değişik yapılandırmalarla (örneğin farklı 

görüntü çözünürlükleri ile) bu bilgisayar üzerindeki görüntü işleme hızları karşılaştırılmıştır. 

Bu testler sonucunda YOLOv5 algoritmasının l6 modelinin 512*512 çözünürlük ile yarışma-

daki süre gereksinimlerini karşılayarak en yüksek doğruluk oranına ulaşacak algoritma olduğu 

görülmüştür. Bu nedenle nihai algoritma ve model olarak YOLOv5l6 512 seçilmiştir.  

Nihai algoritma ve model seçildikten sonra Bölüm 4’teki veri seti içerindeki DICOM formatın-

daki tıbbi görüntülerin gerekli görülenleri JPEG formatına dönüştürülmüştür. Çalışmaların son-

raki aşamasında ise farklı veri arttırma tekniklerinin parametrelerinin eğitilen modelin doğruluk 

değerlerine etkisini incelemek için JPEG formatına döndürülmüş veri setinin %10’luk bir kısmı 

kullanılarak eğitimler yapılmıştır. Bu eğitimlerin her 10 döngüsünde (epoch), Bölüm 2’de bah-

sedilen veri artırma tekniklerinin parametreleri değiştirilmiştir. Bu şekilde 210 döngü eğitim 

yapılmış ve veri arttırma tekniklerinin nihai parametrelerine ulaşılmıştır. Bu parametreler ile 

modelin ulaşabileceği en yüksek doğruluk oranına hızlı ve güvenli bir şekilde yakınsayacağı 

öngörülmektedir. 

Projenin şu anki güncel aşamasında yukarıda belirtilen model ve karar kılınan parametreler ile 

eğitimler devam ettirilmektedir. Bu eğitimler Google Colab üzerinde Nvidia P100 ekran kartları 

kullanılarak yapılmaktadır. Çünkü takım bilgisayarları görüntü işleme tarafında oldukça yavaş 

kalmaktadır. Şu aşamada yapılan eğitimlerde takım açısından yarışmaya yönelik oldukça güzel 

ve daha iyisi için umut vadeden sonuçlar elde edilmektedir.  

Bölüm 3’te burada anlatılan testlerin önemli görülen sonuçlarına ve grafiklerine yer verilmiştir. 

2. ÖZGÜNLÜK 

Takımın özgünlüğe katkısı çoğunlukla;  yarışmada kullanılacak modele sunulan verilerin ön 

işlemlerden geçirilmesi ve bu algoritmaların parametrelerinin ayarlanması şeklinde olacaktır. 

Çünkü yarışmadaki takımların çoğunluğunun benzer algoritmalar kullanacağı düşünüldüğünde 

geriye sadece veri setlerinin iyileştirilmesi ve algoritmaların en iyi performansı verecek şekilde 

ayarlanması kalmaktadır. Ayrıca yarışmanın takvimi, takım üyelerinin bilgi seviyesi ve yarış-

madaki rekabetçi ortam düşünüldüğünde yarışmanın amacına yönelik yeni bir algoritma tasar-

lanması veya mevcut olanların düzenlenmesi gibi ağır çalışma isteyen girişimlerin çok uygula-

nabilir olmadığı düşünülmektedir. 

Eğitim sırasında kullanılan görüntüler üzerinde farklı veri arttırma teknikleri kullanılmaktadır 

ve bu teknikler yarışma esnasında da kullanılacaktır. Eğitim sırasında [29]’daki kütüphane içe-

risinde bulunan veri arttırma tekniklerden faydalanılmaktadır. Kullanılan teknikler aşağıda sı-

ralı bir şekilde verilmiş ve kısaca açıklanmıştır: 

HueSaturationValue: Giriş görüntüsünün, rastgele olarak renk tonunu (Hue), renk doygunlu-

ğunu (Saturation) ve ışık değerini (Value) değiştirmektedir. 

GaussianBlur: Giriş görüntüsüne rastgele bir Gauss filtresi uygulamaktadır. 

GaussNoise: Giriş görüntüsüne rastgele olarak Gauss gürültüsü uygulamaktadır 
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RandomBrightnessContrast: Giriş görüntüsünün, rastgele olarak parlaklığını (Brightness) ve 

kontrastını  değiştirmektedir. 

CLAHE: Giriş görüntüsüne sınırlı uyarlanabilir histogram eşitleme (Limited Adaptive Histog-

ram Equalization) uygulamaktadır. 

Yukarıdaki veri arttırma teknikleri dışında YOLOv5 [19] içinde hazır bir şekilde bulunan veri 

arttırma teknikleri de vardır. Bunlar arasında eğitim sırasında kullanılanlar şöyledir: 

hsv_h: Görüntünün renk tonu üzerinde değişiklik yapar. 

hsv_s: Görüntünün renk doygunluğu üzerinde değişiklik yapar. 

hsv_v: Görüntünün renk ışık değeri üzerinde değişiklik yapar. 

degrees: Görüntünün açısını değiştirir. 

translate: Görüntünün piksellerini kaydırır. 

scale: Görüntüyü yeniden boyutlandırır. 

flipud: Görüntüyü yukarı-aşağı yönde çevirir. 

fliplr: Görüntüyü sağ-sol yönde çevirir. 

mosaic: Görüntü parçalara ayırıp bu parçaları tekrar rastgele bir şekilde birleştirir. 

3. SONUÇLAR VE İNCELEME 

Bölüm 1’de bahsedilen FPS testleri sonucunda, yarışma süresini verimli bir şekilde kullanarak 

takım bilgisayarında çalıştırılabilecek YOLOv5 modelleri ve yapılandırmaları sınırlıdır. Nihai 

modele ve yapılandırmaya karar verebilmek için bu seçenekler kısa süreli eğitimlere sokulmuş-

tur. Eğitimler sırasında da Bölüm 4’te verilen veri setinin küçük bir kısmı kullanılmıştır. Bu 

eğitimlerin sonucunda Şekil 3.1 ve Şekil 3.2’deki grafikler elde edilmiştir. Şekil 3.1’de mavi 

yatay sütunlar “mAP 0.5” metriğinin ve turuncu olanlar “mAP 0.5:0.95” metriğinin değerini 

göstermektedir. Şekil 3.2’deki mavi yatay sütunlar ise “(0.1 * mAP 0.5 + 0.9 * mAP 0.5:0.95)” 

şeklinde hesaplanan “score” metriğinin değerlerini göstermektedir. Grafiklerin sol tarafında ise 

ilgili satırdaki sonucun hangi modele ve yapılandırmaya ait olduğu görülmektedir. Örneğin Şe-

kil 3.1’de birinci satırdaki “5l6, 1024, True”, o satırdaki sonuçların YOLOv5l6 modeli ile 1024 

*1024 çözünürlükte ve veri arttırma ile yapılan (“True” yazması veri arttırma kullanıldığını 

göstermektedir. “False” yazanlarda veri arttırma yoktur.) eğitime ait olduğunu göstermektedir. 

İki grafikten de açıkça görüldüğü üzere YOLOv5l6 modeli ile 512*512 çözünürlük ve veri 

arttırma kullanılarak yapılan eğitimlerin elde ettiği doğruluk değerleri daha yüksektir. Bu ne-

denle yarışmada bu model ve yapılandırma kullanılacaktır. 
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Şekil 3.1 mAP 0.5 ve mAP 0.5:0.99 Metrikleri 

 

Şekil 3.2 Score Metriği 

Nihai model ve yapılandırmaya (model) karar verildikten sonra, bu model üzerinde Bölüm 1’de 

de bahsedilen farklı veri arttırma tekniklerinin parametreleri her 10 döngüde bir değiştirilerek 

210 döngü yapılmıştır. Şekil 3.3 ve 3.4’te bu eğitimin sonuçları gösterilmiştir. Şekil 3.3’te yatay 

eksen döngü (epoch) sayısını göstermektedir. Şekil 3.4’teki yatay eksen ise nesil (her 10 döngü 

eğitim sonucunda ulaşılan model ağırlıkları, generation) numarasını göstermektedir. Grafikte 

de görüldüğü üzere sonuçlar birbiriyle ne kadar benzer olsa da 18. nesildeki yapılandırma daha 

kararlı ve doğru sonuç vermektedir. Bu neden şu anki eğitimlere bu yapılandırmadaki veri art-

tırma parametreleri ile devam edilmektedir.  
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Şekil 3.3 Parametre Ayarlama Eğitimleri Sonuçları - Tüm Döngüler 

 

 

Şekil 3.4 Parametre Ayarlama Eğitimleri Sonuçları – Nesiller 

Şekil 3.5’te şu ana kadar yapılan eğitimlerin sonuçları grafik şeklinde verilmiştir. Veri setindeki 

etiketler arasında ve yarışmada tespit edilmesi beklenilen hastalıkların bazı vakalarında görülen 

fazladan 3 adet farklı klinik durum bulunmaktadır. Bunlar “Apendikolit”, “Kalsifiye divertikül” 

ve “Safra kesesi taşı” şeklindedir. Yarışma esnasında bu durumların tespiti beklenmemektedir. 

Eğitimin 55. döngüsüne kadar bu etiketler de eğitime dahil edilmiştir. Fakat bu klinik durumlara 

ait örnek sayısı az olduğu için modelin bunları öğrenmesi zor olmaktadır ve bu durum test veri 

seti üzerinden hesaplanan doğrululuk değerlerinin yarışmaya yönelik hatalı, olması gerekenden 

daha düşük çıkmasına sebep olmaktadır. Bu nedenle eğitimin 56. ve devamındaki döngülerinde 

yukarıda verilen 3 adet klinik duruma ait etiket verileri veri setinden çıkartılmıştır. Eğitimlere 
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bu etiketler kullanılmadan devam edilmektedir. Şekil 3.5’teki grafik üzerindeki 55. döngüden 

56. döngüye geçişteki ani sıçrayışların nedeni budur. Şu anki aşamada mAP0.5 metriğinde 

%93.75, mAP0.5:0.95 metriğinde ise %61.6 doğruluk oranına ulaşılmıştır. Grafikte de görül-

düğü üzere bu değerler şu an için bir doyum noktasına ulaşmamıştır ve hatalar (loss fonksiyon-

ları) düşmeye, doğruluk değerleri artmaya devam etmektedir. 

 

Şekil 3.5 Tam Eğitim Sonuçları 

En son ulaşılan ağırlıklar ile modelin, test verisi içerisinden seçilmiş rastgele 8 görüntü üzerinde 

yaptığı tahminler Şekil 3.6, 3.7, 3.8 ve 3.9’da verilmiştir. 

 

Şekil 3.6 Tespit Sonuçları - 1 

 

Şekil 3.7 Tespit Sonuçları - 2 
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Şekil 3.8 Tespit Sonuçları - 3 

 

Şekil 3.9 Tespit Sonuçları - 4 

4. DENEY VE EĞİTİM AŞAMALARINDA KULLANILAN VERİ SETLERİ 

Yarışmaya yönelik yapılan nesne tespit algoritması eğitimleri sadece T.C. Sağlık Bakanlığı ta-

rafından sağlanan tıbbı görüntüler ve bu görüntülerin etiket verileri kullanılarak yapılmaktadır. 

Bu veri setinin içerisindeki etiketli görüntüler ayıklandığında 30 bin civarında farklı etiketlen-

miş görüntü elde edilmektedir. Bu görüntü sayısının iyi bir eğitim için yeterli olduğu düşünül-

müş ve bu nedenle farklı bir veri seti arayışına gidilmemiştir. Bölüm 3’te verilen eğitim sonuç-

ları incelendiğinde 30 bin etiketli görüntünün iyi bir eğitim için yeterli olduğu görüşünün doğru 

olduğu görülebilir. Bu veri setinin %80’lik kısmı eğitim, %10’luk kısmı doğrulama (validation) 

ve kalan %10’luk kısmı da test verisi olarak kullanılmaktadır.
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