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1-TAKIM SEMASI

Kaptan
Model Egitim ve Test
Parametreleri

Sorumlusu

Uye 4

Yazilim Birlestirme
ve Algoritmalan
Sorumlusu

Sekil 1:Takim Uyeleri ve Gorev Paylagimi

2-PROJE MEVCUT DURUM DEGERLENDIRMESI

2.1-Yapilan Degisiklikler

On Tasarim Raporu asamasinda yarisma tarafindan saglanan ve kendi olusturacagimiz veri
setlerine ek olarak VisDrone ve Stanford veri setlerinin kullaniimasi planlanmaktayken, sonrasinda
yaptigimiz incelemelerde VisDrone veri setinin gekim agisinin yarismanin amacina hizmet etmedidi,
Stanford veri setinin ise bizim veri setimizdeki dengesizlik oranini artirdid1 géruldi. Bu sorunu ¢ézmek
icin bir ydntem gelistirildi, uygulamasi Uzerinde ise ¢alismalarimiz sirmekte. Bu ydntem kapsaminda
insan ve tasit gibi fazla bulunan objelerin yogunlugunu azaltmak i¢in eleme islemi yapip dengelenmis
veriyi veri setine dahil ederek veri setimizin genisligini artirmayi hedeflemekteyiz.

Algoritmalar agisindan ise, 6n tasarim raporunda belirtildigi Gizere, nesne tanima modelimiz
olan YOLOVS5 [1] algoritmasindan aldigimiz nesne ¢iktilarini bir gérintu siniflandirma modeli ile
glclendirip modelimizin siniflandirma basari oranini artirmak icin galismalarimizi ve testlerimizi yaptik.
Bu sistem i¢in kurdugumuz mimarinin ve bu modellerin ortalama ¢alisma silreleri hesaba katildiginda,
tespit edilmesi gereken nesne sayisinin ¢gok olmasi durumunda yarisma aninda bize verilen sireyi
asma ihtimalimizin oldugunu goérdik. Bu sebeple bu algoritmayi yarismanin diger bir gorevi olan inis
alanlarinin doluluk tespiti asamasinda kullanma karari aldik. Bu kapsamda nesne tespit modelimizin
UAP ve UAI olarak tespit ettigi bounding box’lar kirpilip dolu ve bos siniflandirmasi yapan bir CNN
modeline verilecek. Bu CNN modelinin egitimi icin veri seti olusturma islemlerimiz sirlyor.
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2.2-Mevcut Durum Degerlendirmesi

On Tasarim Raporu agsamasinda yaptigimiz arastirmalar, kritik tasarim raporu hazirlama
surecinde bizlere rehberlik etti. Proje takviminde de planlandigi Uzere, veri seti hazirlama
calismalarimizda ilerleme kaydettik. Yarisma tarafindan verilen veri setinin Gzerine kendi drone
cekimlerimizi ekleyerek oncelikle veri havuzumuzu genislettik. Sonrasinda ise etiketleme
calismalarimizi tamamlayarak veri setlerini birlestirme islemini yaptik. Bu slregte videolarin birer
goérintl setine donidsmesi, etiketleme ve egitim/validasyon/test setlerine ayrilmasi gibi siireglerden
gectik. Su asamada ise farkh 6n islemlerden gegmis veriler ile modelimizi egiterek sonuglari inceliyoruz.
Bu baglamda histogram esitleme ve tiling gibi yéntemler denenip siniflandirma ve mAP degerlerindeki
etkileri gdzlemleniyor.

Bunlara ek olarak, veri setimizde bulunan fotograf ve obje sayilari dikkate alindiginda, cesitli
veri gogaltma yéntemlerine ihtiya¢ duydugumuzu fark ettik. Ayrica UAP ve UAI sayilarinin insan ve tasit
sayllarina kiyasla ¢ok az olmasi dengesiz bir dagilima neden oluyordu. Bu sorunlari ¢ézmek igin
gelistirdigimiz mimari kapsaminda veri setimizi dengeledik, ylksek bir basari orani igin gereken sayiya
getirdik. Bu asamada x ve y eksenlerinde aynalama, blurlama, déndirme vb. yontemler kullanildi.

Veri ekibimiz bu islemleri yaparken, model ekibimiz arastirma ve deneylerini sirdirdi. YOLOv5
modelinin parametrelerinin basari orani, hiz gibi sonuglara etkilerini incelemek igin 6ncelikle metrik
yorumlama caligmalari yapildi. PR egrisi, ROC egrisi, F1 skoru ve mAP degerlerinin yorumlanmasi,
nasil degerler almasi gerektigi tartisildi, dokiimante edildi. Bu siregte 6grendiklerimizi uygulamak adina
VisDrone, Stanford gibi kaynaklardan alinmig veri setleri ile model egitip sonuglari gézlemledik. Kendi
veri setimiz hazir oldugunda ise arastirma asamasinda dgrendiklerimizi uygulayarak model egitme ve
metrik yorumlama c¢alismalarina basladik. Geldigimiz son asamada ise bu metrikler arasindan maP
degderinin artiriimasi igin parametre optimizasyonu ve transfer 6grenme yéntemleri inceleniyor.

Bu asamalarin yaninda, veri seti ve model ekibimizin ortak ¢alismalari sonucunda modelimizin kiguk
nesneleri tespit etmekte basarisiz oldugu anlasildi. Bunu ¢ézmek icin incelenen yéntemler arasinda
tespit (inference) asamasinda sliding uygulamasi, YOLO’nun YOLT [2] gibi 6zellestirilmis versiyonlari
ve benzeri uygulamalar bulunmaktadir. Sliding yaparak tespit yapma metodunun tespit (inference)
suresinin optimizasyonu Uzerinde ¢aligiyoruz. Ek olarak YOLTv5 modeli ile de ¢alismalarimiz sirmekte
olup bu modelin blyik nesneleri tespit etmedeki basarisini incelemekteyiz.

3-ALGORITMALAR VE SISTEM MIMARISI
3.1-Veri Setleri

a-)Ornek Egitim Videosu

Modelimizin egitiminde &ncelikle yarisma tarafindan saglanan o6rnek egitim videosu
kullaniimistir. Bu videodan yaklasik 1450 goruntu elde edildi ve bu goruntiler Sekil-2'de gorulecedi gibi
teker teker MakeSenseAi kullanilarak isaretlendi. Isaretlerken “insan, tasit, uai, uap” adli siniflara
ayirdik.
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Sekil 2:0rnek Egitim Videosu

Yarisma puanlamasinda modelimizin mAP degeri baz alincaktir. Bu sebepten dolayi frameleri
isaretlerken bounding box’larin dogrulugu ve isabetliligine ayrica dikkat edilmigtir. Bu videodan elde
ettigimiz veri degerlendirildiginde siniflar arasinda dengesizlik oldugu ve “uai, uap” siniflarindan ¢ok az
sayida érnek varken oldukga fazla “tasit” sinifindan 6rnek goérilmustir. Bu dengesizligi dizeltmek ve
veri gesitliligini artirmak amaciyla yeni veri seti arayisina gegilmistir.

b-)Devrim Veri Seti

internet (izerinde istedigimiz agi ve ylikseklikten gekilmis bir veri seti olmadigindan ve daha fazla
uai uap verisine ihtiya¢g duydugumuzdan kendi veri setimizi olusturduk. Bunun igin belirtilen élci ve
renklerde uai ve uap alanlarinin fiziksel drnegdi olusturuldu. Ardindan belirtilen yikseklik ve agilarda Orta
Dogu Teknik Universitesi Devrim Stadyumu’nda drone ile gekim yapilarak oldukga zengin bir veri seti
olusturuldu.Bu veri setinden 1500 kare elde edildi ve bunlarin simdilik 600 adedi Sekil-3’ teki gibi
etiketlenerek veri setine dahil edildi.

Sekil 3:Devrim Veri Seti

6/11



c-)Stanford Drone Veri Seti

Arastirmalarimiz sonucunda ¢ekim agisi ve niteligi bizim formatimiza en ¢ok uyan veri setinin
halka agik paylasilan Stanford Drone Veri Seti olduguna karar verdik. Bu veriler insan, bisiklet, kaykay
surlcusu gibi etiketlere sahipti. 8 farkli baglamda 60 farkli video igeren bu veri setinin etiketleri nesne
takibi amaciyla olusturulmus metin dosyalarindan olugsmaktadir. Bu videolardan 30 karede bir goérintu
alarak ve her 30 kare i¢in metin dosyalarindan gerekli etiketleri YOLO formatina doéntstirerek yaklagik
9000 adet etiketlenmis gorinti veri elde ettik. Ayrica etiketleri de bizim modelimizin siniflarina uyacak
sekilde dizenledik. Ancak bu etiketleri ve verileri kontrol ettigimizde Sekil 4'te gortldigi gibi bounding
boxlardaki bozukluk ve siniflar arasindaki asiri dengesizlikten dolayi simdilik bu veri setini daha sonraki
sureclerde ihtiyag dahilinde kullanmaya karar verdik.

Sekil 4:Stanford Drone Veri Seti

3.2-Algoritmalar

Problem ¢ézimiinde temel olarak YOLO algoritmasi izerinden gidiyoruz ancak YOLO’nun, bu
problemin ¢dézimui igin tek basina yeterli bir arag olmadigini 6n tasarim raporunda belirtmistik. Bu
sebeple YOLO uzerine kurulmus ancak kuguk degisiklikler yapilmis bir ag tGzerinden testlerimizi
surdirmekteyiz. YOLT (You Only Look Twice) [2] YOLO Uzerinden tiretilmis, uzay ve hava goéruntdleri
kullanilarak egitilmis bir modeldir. YOLT modeli kii¢iik nesneleri tanimada daha basaril oldugu igin
egitimlerimize YOLO/YOLT birlikte ¢alistirip karsilastirma yaparak ilerliyoruz. Bunun disinda
YOLO’nun bazi zayif yonleri ve bizim ¢ézumlerimiz sunlardir:

e Modelin nesnelerin genellemesinde veya egitildiginden farkli agilarda karsisina ¢ikmasi
durumunda zorlanmasi
Coziim: Rescaling ve Rotation resim ¢ogaltma teknikleri
o Kus surisu gibi kiiglk objelerin tespitinde zorlaniimasi
e YOLO’nun birden fazla downsampling layer kullandidi igin obje tespitinde gérece biraz daha
vurdumduymaz calisiyor olmasi
Coziim:
o Yeni bir network(YOLT) Gzerinde daha yogdun bir final katmani kullanmak
o Daha 6nceden YOLO agi tUzerinde sikigtirilarak (down-sampled) incelenen objelerde
kicuUk obje tespitini efektif kilmak i¢in bu yogun katmanlari tekrar netlestirmek (up-
sample)
o Farkli 6lgeklerde tespit edicilerin galistirilarak hem kiguk hem de blyik obje tespitini
efektif kilmak

7711



Yukarida da bahsedildigi tizere YOLT veya YOLO Uzerinden objeleri ylksek bir dogrulukla
tespit ettikten sonra problemi tam anlamiyla ¢dzebilmek icin UAP ve UAI alanlarinin inis durumlarinin
uygunluklarini siniflandirmamiz gerekiyor. On tasarim raporumuzda UAP ve UAI alanlarinin inis
durumlarinin uygunlugunu ayri bir CNN modelinden gegirmeyi uygun gérmustuk. Bu yizden de
dncelikle temel bir CNN insa ederek bunun {izerinden calisiyoruz. UAP ve UAI alanlarini tespit edip
YOLO/YOLT lzerinden elde ettigimiz etiketlerle alanlari kirpip tekrar CNN’e génderiyoruz. Ancak
¢Ozunurlikte dists yasadigimiz igin farkh resim zenginlestirme ve gorinti isleme teknikleri kullanarak
modelin basarisini artirmayi distintyoruz. Clahe, Copy-Pasting [3], Rotating, Rescaling su anda
Uzerinde calistigimiz tekniklerdir.

4.0ZGUNLUK

Yarisma tarafindan bize saglanan goériintiillere ek olarak UAP ve UAI gérsellerini brandalara
gergcek Olclde bastirip drone gekimi yaparak elde ettigimiz goérintileri de modelimizi egitmek igin
kullandigimiz veri setimize ekledik. Bu goéruntiler hem ylksek ¢ozinurlUkli hem de yarisma sartlarina
uygun olmalari sebebiyle bizim c¢alismamiza ve bu alanda yapilacak sonraki galismalara temel
olabilecek niteliktedir. Bunun disinda yarisma formatina uyacak sekilde farkli hava durumlari igeren
goruntuler uretmek igcin GAN [4] [5] kullanma niyetimizden 6n tasarim raporumuzda bahsetmistik.
Modelimiz su anda elimizde olan gérintiler zerinde belirli bir performansa ulastiktan sonra bu
goruntuleri de olusturup modelimizi k6t hava sartlarindan etkilenmeyecek nitelige eristirmek ilerideki
planlarimiz arasindadir. Bunlarin diginda veri setimizi genisletmeyi kolaylastirmak igin yeni
ekleyecegimiz resimleri etiketleme igini modelimizin bir énceki sirimune yaptirmaktayiz. Modelimizin
olusturacag: etiketler Gzerinde dizeltmeler yapmak sifirdan etiketlemeye kiyasla kolaylik olusturmakta
ve is yukunl azaltip bize zaman kazandirmaktadir. Bu sayede bir veri seti olustururken en blyuk zorluk
olan etiketleme asamasinda harcanan zamani azaltarak veri setini genigletmemiz daha kolay hale
gelmistir.

On tasarim raporunda da daha énce belirtti§imiz gibi YOLO’nun Backbone'u tizerinde degisiklik
yapmayi planlyorduk. Kullanabilecegimiz alternatiflerden biri olan CSPNet, denkleri ResNet, ResNeXt
ve DesNet'e gore hesaplama islemlerini %20 daha azaltiyor [6]. Sekil 5 ve 6 CSPNet'in gesitli
versiyonlarinin alternatifleriyle karsilastirmasini goéstermektedir. Goruldigu Uzere CSP(Fusion Last)
bunlar igerisinde en ideal ¢ézimu veriyor, bu nedenle biz de modelde kullandigimiz Backbone’u
olustururken CSPNet'in bu versiyonunu temel aldik. Ancak modelimizin daha hizli calismasi amaciyla
bu versiyon lzerinde kuguk bir degisiklik yaparak modelimizi olusturduk. Bizim yaptigimiz degisiklik
CSPNet’in girdi alirken girdileri ikiye ayirma mekanizmasini degistirerek iki Convolutional katman
kullanmak seklindedir. Bu iki yontem teoride ayni hizda ¢aligsa da testlerimizde bizim yontemimizin
daha hizli galistigini gérdiigumdiz icin bu yéntemi kullanma karari aldik.

ILSVRC2012 CSPPeleeNet
1l CSPPeleeNet
-H|_;i 130 Pelechet

CSP(fusion last) » -0.1

=
] ase layer Base laver
g™ 1.5 - USPPeleeNel
3 SparscPelecNet ——{5P(fusion first) Part 1 Part 2
: &9, ) =S Pituzion last) +
- CSP(fusion first) . SparsePeleeNel Dense Dense
] — A% - PelecNent Block Block
6% PeleeNeXt PelecMNet
' [
T — e
o " . 08 0o | o |I rammunl
BFLOPS {a) DenseNet  (b) CSPDenseNet {c) CSP (Tusion first) (d) CSP (Tusion last)
Sekil 5: DenseNet ve CSPNet hiz kiyaslamasi [6] Sekil 6:DenseNet ve CSPNet backbone kiyaslamasi[6]
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5.SONUGLAR VE INCELEME

Cesitli degiskenlerin sistemimiz tzerindeki etkilerini gérmek amaciyla kontrollli deneyler yaptik.
Kullanilan algoritmayi, modele giren resim boyutunu ve baska birtakim degiskenleri degistirdigimiz
deneylerin 6zeti Tablo-1'de verilmigtir.

Deney | Kullanilan | Resim | Degistirilen Veri Epoch | Precision | Recall | mAP mAP
no Algoritma | boyutu | parametreler setindeki | Sayisi 0.5 0.5:0.9
gorintl

sayisl
1 YOLTvS |[1280 [ copy-paste=0 1450 99 0.9683 0.9663 | 0.9760 | 0.7409
2 YOLOv5 | 1280 | copy-paste=0.1 | 2100 99 0.9141 0.8773 | 0.9054 | 0.6670
3 YOLOvV5 [ 1280 [ copy-paste=0 2100 99 0.9251 0.8959 | 0.9013 | 0.6444
4 YOLOvV5 | 640 copy-paste=0 2100 99 0.9128 0.8533 | 0.8875 | 0.6345
5 YOLTv5 | 1280 [ copy-paste=0 2100 99 0.9133 0.9016 | 0.9185 | 0.6641
6 YOLOv5 | 1280 [ Hyperparameter- | 2100 99 0.9263 0.8433 | 0.904 | 0.6651
Evolution

Tablo 1:Deneyler ve Sonuglari

Deney #1 - Deney #3 - Deney #5: YOLO ve YOLT algoritmalarini kiyasladik ve YOLT un
YOLQO'’ya goére daha basaril oldugunu goérdik ancak bu basarinin veri setine bagh olup
olmadigini bagka testlerle de inceledik. Bkz. [Sekil 7-8] Ayrica Deney #3 ve #5 e bakildiginda
mMAP_0.5:0.9 skorunun YOLT’ta ayni veri setinde daha ylksek oldugunu gérduk.
Deney #2 - Deney #3: Klguk nesnelerin tespiti icin Copy-Paste algoritmasinin etkisini arastirdik
ve Copy-Paste aktifken daha iyi sonug aldik.
Deney #3 - Deney #4: Modele sokulan goéruntl ¢ézinurliginua test ettik ve ¢dzunlrlik daha
yuksek oldugunda daha iyi sonug aldigimizi fark ettik.

tasit

Sekil 7:Deney 3 Confusion Matrix

. Ix
08

Predicted

backaround ki

Sekil 8:Deney 5 Confusion Matrix
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Sekil 9 ve 10: Sekil 5, YOLO modelinin (Deney #3) Urettigi sonug iken Sekil 10, YOLT (Deney
#5) modelinin Urettigi sonug ve siniflandirma konusunda YOLT’un daha bagarili oldugunu gérebiliyoruz.
Ayni zamanda burada tespit ettigimiz bir sorun Background FP’lerin insan sinifinda yiksek olmasi.
Bunun temel sebebi insan sinifi diger objelere kiyasla ¢ok daha kiglk objelerden olustugu i¢in bazen
insan olmayan objelere de insan siniflandirmasi yapiyor. Bunu yeni teknikler arastirarak ve veri setimizi
genigleterek artirmak niyetindeyiz.

Sekil 9:Deney 4 Model Tahmini

Sekil 10:Deney 1 Model Tahmini

Sekil 9 ve Sekil 10'da goruldugu Uzere YOLT, YOLO'’ya gore basarisiz oldu ancak daha 6nce
test ettigimiz metriklere gore basarili olmasini bekliyorduk. Burada en buyik hatamiz veri seti
degiskenini deney yaparken sabit tutmamak oldu. Model mevcut veri seti Uzerinde ¢ok iyi basari
gosterse de kiigiik insan gruplarinin etiketli fotografi Deney #1 yapilirken elimizde yoktu. Bu gecikme
bizim deney sonuglarini ilk basta yanls yorumlamamiza sebep oldu. Ancak Deney #5 verilerinden de
goruldiga tzere ayni veri setinde YOLT daha iyi sonug verdi.

Ayrica Hyperparameter Evolution yani modelin Hyperparameter degerlerini de baska bir
modelden gegirerek yarattigimiz 6grenme sireci Deney #6’da YOLO modeli tizerinden test edilmistir.
Hyperparameter Evolution yapilmadigi (Deney #3) duruma gore model mAP_05:0.9 skorunda 0.02’lik
bir artis gostermigtir.

Veri setimizi genisleterek ve bu kontrolli deneylere devam ederek problemi tam anlamiyla
¢bzebilmek icin en uygun ¢6zimu Uretmeye devam ediyoruz.

Deneylerimizi yapmak igin Google Colab servisi izerinden NVIDIA Tesla P100 grafik kartlarini
kullaniyoruz. Bu sayede tespit yaparken bir kareyi 0,5 saniyeden daha kisa bir surede isleyebiliyoruz.
Yarismada kullanmak Uzere ayni kapasitede grafik kartlari kullanarak benzer bir donanim kurma
calismalarimiz su an devam etmektedir.
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