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1. Proje Mevcut Durum Degerlendirmesi [1], [2], [3]

Verilen BT gorintllerinden ilk asamada bdlge segmentasyonu igin siniflandirma yaptik.
Olgu sayisma ve sartnameye gore 6 (alt1) farkli klinik durum, apandiks iltihabi (akut
apandisit), safra kesesi iltihab1 (akut kolesistit), pankreas iltihabi (akut pankreatit),
bobrek/lreter tasi, bagirsak divertikil iltihabi (akut divertikilit), karin ana damar
balonlagmasi/yirtilmasi (aorta anevrizma/rlptir/diseksiyon) olarak belirlenmistir. Ayrica bu 6

klinik durumun izlenmedigi olgular da 7. (yedinci) alt grup olarak paylasilacaktir.

Ikinci asamada ise ilk asamadan smiflandirilan BT goruntileri icin derin 6grenme
yontemleri ile segmentasyon islemi uyguladik. Oncelikle veri setlerini inceledikten sonra
dogrulugu az sonuglarin 6niine ge¢mek icin Threshold, Dilation islemleri gibi gorinti
iyilestirme operasyonlari ile veri setindeki gereksiz kalintilarm yok edilmesi ve gérintinin
kalitesinin iyilestirilmesi i¢in kose bulma operasyonlari ile bir maske olusturduk ve gérintuli
isledik. Olusturdugumuz bu maskeyi DICOM dosyalarinda uygulayip dis ¢eperlerin olmadigi
ayirma iglemi ile temiz bir goruntu elde ettik. Boylelikle daha sonraki test asamalarinda

rahatlikla kullanabilmek icin veri 6n isleme fonksiyonunu olusturduk.

Boliitlenmis karin bélgesi BT gorlntlsu Gzerindeki karakteristik 6zelliklerin de
belirlenmesi gerekmektedir. Bize verilen veri setindeki maskeleri BT goriintileri Gizerine
uygulayip bolitleme islemini ile gerg¢eklestirdik. Bu model igin elimizdeki BT gortntulerinin
%20’lik kismini test seti olarak ayirdik. Geri kalan %80’lik verinin %20’lik kismina
dogrulama (validasyon), %80’nini egitim seti olarak aywrdik. (Toplam data setinin %64’u

egitim,%16’s1 dogrulama, % 20si test i¢in ayrilmis oldu.)

Birden ¢cok model olusturup yeni bir class ile modellerden gelen her bir cevaba gore karar
mekanizmasi olusturduk. Tek bir model baz alimnmay1p gelen birden ¢ok cevap ile bir karar

mekanizmasi gelistirdik. Bununla beraber, test ve deneylerini confision matrix, accuary score,



cross validation method kullandik. Kullanacagimiz model Uizerindeki hiperparametrelerin
optimizasyonunu belirtilen dogrulama algoritmalarin1 kullanarak model turning ¢aligmalar1
yaptik. Ayrica, Erken Durdurma (Early Stopping) kullanmak isimizi kolaylastiracagmi
diistindiik ¢uinkl dogrulama verilerinden elde edilen sonuglarda hata oranlar1 artmaya baslar.

Bu noktada durabilmek igin erken durdurmanin uygulanmasi hedeflenmistir.

2. Ozgunluk [4]

Modelin daha duizgiin bir veri haline gelebilmesi i¢in gereksiz parametrelerden
arindirilmasi ve ayni sinifa ait ve birbirine dokunan kisimlar varken simirlarmn tespit edilmesi
zor oldugu i¢in kayip (loss) fonksiyonunda buyik bir agirlik elde ettigi degerlerin
kullanilmas1 gerektigini diisiindiik ¢uinkli Loss fonksiyonu, tahmin edilen degerin, gercek
degerinden ne kadar uzak oldugunu hesaplar. Bu islemleri yaparken ‘scipy’ kutliphanesinden
en dogru olabilecek fonksiyonu kullanilarak paylasilacak karm bdlgesine yonelik cekilen
ilach veya ilagsiz BT veri setlerinden uygun alanin maskesini ¢ikartilarak sadece maskeli
alanin gorintu icerisinde kalmasi saglanmasinin gergeklesmesini hedefledik. Kullanacagimiz
model Uzerinde kendi algoritmalarimizi ve sinir ag1 katmanlarim gelistirerek 6zgunlik

sagladik.

Modelimizi olustururken Tensorflow.Keras Kittphanesindeki Sequential modelini
kullandik. Modelimizi giclendirmek icin transfer learning yontemini kullandik. Modelimize
transfer learning modellerinden biri olan EfficientNetB5 agirliklarini da ekledik. Asir
ogrenmeden ( Overfitting ) kaginmak i¢in modelimize Dropout.layer ekledik. Bu modelde
aktivasyon fonksiyonu olarak “softmax”, kayip fonksiyonu olarak “Categorical
Crossentropy”, optimizer olarak “Adam”, Dogrulama metrigi olarak “Accuracy” yontemini

sectik. Daha sonra modelimizin egitim islemini baslattik.



: model = Sequential()
nodel.add (EfficienthetBS(weightss' inagenet’, include topsFalse, input shapes(109,106,3)))
nodel. add( Layers. 6lobalAveragePool ing20())
nodel add( Layers.Dropout (.5))
sodel.add(Layers.Dense(3, activations'softaax'))
nodel, compile(losss'categorical crossentropy', optimizersAdan(learning rates,0085), metricss[ accuracy'])

3. Sonuglar ve inceleme [5]

Onceden olusturdugumuz egitim ve validasyon veri setlerimiz icin birer data generator

olusturduk.

: train_datagen = ImageDataGenerator(horizontal flip=True)
test datagen = ImageDataGenerator()

train gen = train datagen.flow from directory(directory="train’,
target sizes(100,100),
batch sizes3,
shuffle=True)

test gen = train datagen,flow from directory(directory=‘val’,
target size=(189,100),
batch size=],
shuffleaTrue)

Model ¢iktilar1 i¢in “U-Net” derin 6grenme mimarisi ile BT goruntilerinden yiksek
dogrulukta segmentasyon islemini gergeklestirdik. Modelde kullanacagimiz egitim setini

programimiza aktardik.

: def get_datalpath):

png_names = os.listdir(path)

datas = []

for nane in png names:
name = path#name
ing = cv,imread(name, 0)
ing = cv.resize(ing, (256,256))
ing.astype(‘float32')
ing = img/255
datas.append(img)

return np.array(datas)

png datas = get data('./png/')
nask datas = get data('./mask/')



Modelimizde kayip fonksiyonu ve dogrulama metrigi olarak “DiceCoefficient” yontemini
kullandik. Optimizer olarak da “Adam” optimizasyonunu tercih ettik ve modelimizin

egitimini baglattik.

Model egitim asamasini tamamladiginda validasyon veri setindeki skoru yaklasik olarak

%89 olarak sonuglandi.

NI [swesmnnsnnssnnsanss s| - 12375 906ms/step - loss: 0.3333 - accuracy: 0.8669 - val loss: 0.5638
- val accuracy: 0.8873

Modelimizin egitim asamasinda hi¢ gérmedigi %20’lik test setimizde de %88’1lik bir basar1

oranini yakaladi.

4.Deney ve Egitim Asamalarinda Kullanilan Verisetleri

Deney ve egitim asamalarinda Saglhik Bakanligi tarafindan paylasilan 6rnek veri setini
hedeflendi ve bu veri setleri, 1.b6limde anlattigimiz veri 6nisleme asamalarindan gegirilerek
kullanilmas1 hedeflendi.Buna 7 ek olarak, kullandigimiz transfer learning yontemi olan
EfficientNetB5 modelinden “Imaginet” agirhiklarmi son katmanlar: haricinde modelimize

dahil ettik.
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RAPOR TASLAKLARI ILE ILGILI NOT:

-TUm raporlar akademik rapor standartlarina uygun olarak yazilmahdir.
-Raporlarn icerikleri ile ilgili bilgiler yukarida belirtilmistir.

-Tum raporlar “I¢indekiler” ve “Kaynake¢a” icermelidir.

-Her rapor bir kapak sayfasi icermelidir.

-Her rapor bir “I¢indekiler” sayfas: icermelidir.

-Raporlar sayfalar birbirini takip edecek sekilde numaralandirilmahdir.
-Yaz tipi: Times New Roman, Punto: 12, Satir Arahklar: 1

-“Kapak” ve “I¢indekiler” kismn hari¢ Rapor 10 sayfayr gegmemelidir.




