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Proje Konusu 

 

☒ Hastalık teşhisine yönelik karar destek sistemleri 

 

1. Problem Tanımı ve Mevcut Durum Değerlendirmesi 

Hafif Bilişsel Bozukluk (HBB) ve Alzheimer (AH) hastalıkları bunamanın en yaygın 

türleridir ve bu hastalıklar beyindeki hücrelerin değişmesi ya da yokolmasına sebep olmaktadır. 

Uzmanlarca beyin yapılarında oluşan değişimler klinikte yaygın olarak Manyetik Rezonans 

Görüntüleme (MRG), Difüzyon Tensör Görüntüleme (DTG) ve PET gibi farklı görüntüleme 

teknikleri incelenerek belirlenir [1]. Nörodejeneratif hastalıklarda erken teşhis, hastanın yaşam 

kalitesinin arttırılması açısından çok önemlidir. Bu sebeple, önerdiğimiz projede son yıllarda 

görülme sıklığı oldukça artan AH ve HBB hastalıklarını sağlıklı durumdan ayırt edecek  ve bu 

hastalıkların erken tanı ve teşhisinde oluşabilecek insan kaynaklı hataları en aza indirecek Derin 

Öğrenme (DL: Deep Learning) tabanlı bir destek-karar sisteminin tasarlanması 

amaçlanmaktadır. Projede, seçtiğimiz iki nörodejeneratif hastalığın sınıflandırılması için MRG 

ve DTG görüntülerinin girdi olarak verildiği çok kanallı 3B Evrişimli Sinir Ağı (ESA) modeli 

kullanılmaktadır.  

MRG, demans, MS, Parkinson ve AH gibi hastalıklarda beyindeki lezyonları, bağlantı ve 

ilişkileri analiz etmede klinikte en sık kullanılan görüntüleme tekniğidir [2]. Difüzyon, 

moleküllerin daha yüksek konsantrasyonlu bir bölgeden düşük konsantrasyonlu bir bölgeye 

hareketidir. DTG, doku içerisindeki difüzyonun hangi yönde daha çok kısıtlandığını gösterir ve 

böylece MRG’den net olarak izlenemeyen anatomik yapılar DTG’de daha görünür hale 

gelmektedir [3]. Bu bilgiler ışığında, projede klinikte sıklıkla kullanılan MRG görüntülerinden 

elde edilen bilgileri, DTG görüntülerinden elde edilen bilgilerle birleştiren DL modelinin daha 

doğru karar vereceğini öngörmekteyiz.   

Nöro-görüntüler, DL modellerine sunulmadan önce, gürültü giderme, çakıştırma ve 

bölütleme gibi zorlayıcı önişleme adımları ile normalize edilirler. Gürültü giderme aşaması, 

beyin görüntülerinde çekim ortamı, cihaz ve insan kaynaklı hatalardan oluşan ve farklı 

karakteristik özelliklere sahip olan gürültülerin giderilmesini içermektedir. Gürültüler teşhis, 

analiz ve tedavi sürecini etkilemektedir [4]. Gürültü gideriminin, tıbbi görüntülerdeki yapıları 

ve ilgi bölgelerini koruyarak yapılması tanı ve teşhis açısından gereklidir. Gürültü azaltmada, 

DL teknikleri kullanım kolaylığı, daha az kaynak tüketimi ve değişken gürültü türlerine 

uyarlanabilir oldukları için son yıllarda özellikle araştırmacılarca tercih edilmektedir. Literatüre 

göre, CNN ve otokodlayıcı tabanlı gürültü azaltma yöntemleri diğer yöntemlere göre daha 

başarılıdır [4-5]. 

Literatüre göre görüntüleme tekniklerini analiz eden otomatik olmayan süreçler pahalıdır, 

yoğun emek gerektirir ve insan kaynaklı hatalar tedavileri aksatabilir [6]. Projede, tıpta 

radyolojik görüntülerin analizinde başarılı sonuçlar elde eden DL modelleri öznitelik seçimini 

kendi yapı bloklarında gerçekleştirmeleri sebebiyle kullanılmaktadır [7]. Literatürde DL ve AH 

ile ilgili çalışmalar incelendiğinde ADNI (Alzheimer's Disease Neuroimaging Initiative) 

verisetinde yer alan görüntülerin ayrı ayrı ya da çok kanallı modellerde birleştirilerek 

kullanıldığı görülmektedir. Bu çalışmalarda hacimsel görüntüleri analiz eden 3B-ESA 

modellerinin, 2B modellere göre daha yüksek doğruluk değerleri elde ettiği görülmüştür [8].  

MRG ve DTG’yi bir arada kullanan DL modeller, HBB sınıfını sağlıklı durumdan ya da AH’tan 

ayırt etmekte zorlanmıştır [9]. Ayrıca, AH sınıflandırma performansı, MRG dışında ek 

görüntüleme teknikleri kullanılarak artırılmıştır [9].  

Yukarıda verdiğimiz bilgiler ışığında, bu projenin literatüre katkıları şöyledir:  

(1) AH ve HBB gibi nörodejeneratif hastalıklar, artık çok kanallı ve artık bağlantılı 3B-ESA 

derin ağ modeli kullanılarak otomatik olarak sınıflandırılacaktır. 
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(2) Bunama ile ilgili hastalıkların erken tanısında, DTG haritalarının etkisinin belirlenmesi 

sağlanacaktır. 

(3) Beyin haritalama için çalışan araştırmacıların iş yükünün azaltılması için gürültü giderimi 

aşamaları residual bağlantılara sahip bir otokodlayıcı DL modeli aracılığıyla 

otomatikleştirilecektir.  

(4) Gürültü giderimi yapılan DTG ve MRG görüntülerinin bir arada kullanılmasının 

sınıflandırma performansına katkısı belirlenecektir. 

Bu proje, önişleme, sınıflandırma ve model performansının değerlendirilmesi olmak üzere 

3 aşama içermektedir. Projede önişlemenin ilk aşaması, MRG ve DTG görüntülerindeki 

gürültülerin, artık (residual) bağlantılar içeren bir Otokodlayıcı DL modeli kullanılarak 

kaldırılmasını içermektedir. Önişlemenin ikinci aşamasında, farklı cihazlardan farklı milimetre 

(mm) kesit kalınlıklarında elde edilen ve dolayısıyla boyut farklılıkları içeren MRG ve DTG 

görüntüleri, literatürde standart halinde gelmiş olan MNI’ın 1mm ve 2mm kesit kalınlıklı 

ortalama beyin şablon görüntülerine çakıştırılarak normalize edilmektedir. Önişlemenin son 

aşamasında MRG görüntüleri beyaz madde (BM), gri madde (GM) ve beyin sıvısı olarak 

bölütlenmektedir. Sınıflandırma aşamasında, tek kanallı 3B-CNN ya da 5/6 kanallı olarak 

tasarladığımız çok kanallı 3B-CNN modelinin ilk dört kanalına, DTG görüntülerinden elde 

edilen  Fraksiyonal anisotropi (FA), aksiyal difüzyon (AD), radyal difüzyon (RD) ve ortalama 

difüzyon (MD) harita görüntüleri girdi olarak sunulmaktadır. 5 kanallı CNN modelinde, MRG 

görüntüsü 5. kanaldan, 6 kanallı CNN modelinde ise MRG görüntüsünden elde edilen BM ve 

GM görüntüleri 5. ve 6. kanaldan girdi olarak sunulmaktadır. Her kanaldan paralel olarak 

soyutlanan öznitelikler düzleştirme kanalında birleştirilmektedir ve ardından sınıflama 

katmanında “AH”, “HBB” ve “Normal kontrol(NK)” sınıflarına haritalanmaktadır. Önerilen 

yöntemin son aşamasında tek kanallı ve çok kanallı modellerin performansı 

değerlendirilmektedir.  

Projenin 16 Haziran tarihine kadar gerçekleştirilen gelişimini değerlendirdiğimizde, proje 

sunum dosyasında da belirttiğimiz aşamalar takvime bağlı kalınarak sürdürülmektedir. Buna 

göre, gürültü giderme için artık (residual) bağlantılar içeren Otokodlayıcı DL modeline karar 

kılınmıştır ve modelin kodlaması bitmiştir. MRG görüntülerinin gürültüsüz gerçek çıktıları 

(ground-truth) BM4D filtresi [10] kullanılarak elde edilmiştir ve Otokodlayıcı DL modeli ile 

analizler yapılmaktadır. DTG görüntülerinin gürültüsüz gerçek çıktıları FSL yazılımı 

kullanılarak elde edilmektedir. Aşağıda yöntem bölümünde detayları verilen bu aşama, işlem 

maliyetlidir ve kodları paralelleştirmemize rağmen bu maliyet sebebiyle DTG görüntülerinin 

gerçek çıktılarının hazırlanması safhası devam etmektedir. Proje sunumunda veriseti hazırlama 

için en geç Haziran ayı sonu öngörülmüştür. Burada, ground truth görüntüler hazırlamak için 

kullanılan yazılımların işlem maliyetinden kaynaklı bir gecikme oluşsa da, proje takviminde 

belirttiğimiz gibi Haziran ayı sonuna veri seti tamamlanacaktır. Sınıflandırma için önerilen tek 

kanallı ve çok kanallı artık bağlantılar içeren 3B-ESA modelinin kodlaması bitmiştir. 

Geliştirilen modelin performansı, aşağıda sonuçlarını paylaştığımız gürültülü ve gürültüsüz 

MRG görüntüleri üzerinde analiz edilerek değerlendirilmiştir.  

 

2. Özgünlük  

2017 yılı istatistiklerine göre  ABD’de, AH hastalığı, ölüme neden olan altıncı hastalıktır 

ve   2000-2017 yılları arasında AH sebebiyle ölüm sayısı %145 artmıştır [11]. 2050 yılına kadar 

60 yaş üstü insan sayısının, dünya nüfusunun %22’sine denk geleceği düşünüldüğünde AH 

sebebiyle ölüm sayısının artacağı ve bu hastalık için gereken harcamaların ülke sağlık 

bütçelerini ciddi anlamda zorlayacağı öngörülmektedir. HBB hastalığı ise AD başta olmak 

üzere farklı nörodejeneratif hastalıkların öncüsüdür. Uzun süre takip edilen HBB tanısı konmuş 

hastalarda önce demans ve ardından AH hastalığı gelişebilmektedir [11]. Bu sebeplerle, son 

yıllarda farklı araştırma gruplarınca, AH ve HBB gibi nörodejeneratif hastalıkların tespiti, 
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lokalizasyonu, tahmini ve farklı hastalıkların veya hastalık evrelerinin kümelenmesi konuları 

yoğun olarak incelenmektedir [11]. AH ve HBB’nin sağlıklı kontrollerden ayırt edilmesinde 

MRG ve DTG gibi görüntüleme teknikleri kullanılmaktadır ve bu görüntülerin yanlış 

değerlendirilmesi, tedavinin gecikmesine ve hastaların yaşam kalitesinin düşmesine sebep 

olmaktadır. Bu proje, AH hastalığının nedeninin ve gelişim şeklinin anlaşılması ve tedavi için 

çözüm yollarının geliştirilmesine katkı sağlamak amacıyla yola çıkmıştır. Önerdiğimiz proje, 

nöro-dejeneratif hastalıklar üzerinde çalışan araştırmacıların ve klinikte sağlık personellerinin 

AH ve HBB hastalıklarını değerlendirme süreçlerine katkı sağlamayı, bu hastalıkların erken 

teşhis edilerek ilerlemesinin önüne geçilmesini ve böylece hastaların yaşam kalitelerinin 

artırılmasını amaçlamaktadır.  

Son yıllarda, AH teşhisi için görüntüleme verilerini kullanan makine öğrenmesi (ML: 

Machine Learning) tabanlı sınıflandırma modelleri incelendiğinde, farklı görüntü 

modalitelerini (MRG, DTG vb.) bir arada inceleyen çok modlu sınıflandırma yöntemlerinin, 

tek modalite kullanan yöntemlere göre daha yüksek doğruluk değerleri elde ettikleri 

görülmektedir [1, 9, 11-15]. Dyrba ve ark. [12] Destek Vektör Makinesi (DVM) ve Naif Bayes 

(NB) sınıflandırıcıları kullanarak DTG görüntülerinden elde ettikleri FA ve MD haritalarından 

AH ve sağlıklı durumlarını tespit etmişlerdir. DVM modeli, FA ve MD görüntüleri için sırasıyla 

%80 ve %83 doğruluk, NB modeli ise %68 ile %75 doğruluk performansı elde etmiştir. Douaud 

ve ark. [13] HBB ve AD’yi DTG ve MRG görüntülerinden analiz etmişlerdir. Çalışmada, hacim 

görüntülerindeki erken ve göze çarpmayan HBB’ye ait anormalilerin, AD, GM ve BOS 

belirteçleri kullanılarak tespit edilebileceği belirtilmiştir. Agostinho ve ark. [14] DVM 

modelinde girdi olarak MRG, DTG ve PET görüntülerinden elde edilen ilgi bölgelerinin (İB) 

farklı kombinasyonlarını kullanmışlardır. En yüksek sınıflandırma başarısı MRG+DTG+PET 

(%98) ile elde edilmekle birlikte, MRG+DTG (%97) performansları da oldukça yüksektir. Wen 

ve arkadaşları [15] AH sınıflandırmak için MRG’den elde edilen BM ve GM görüntülerini ve 

DTG görüntülerinden elde edilen FA ve MD haritalarını kullanmışlardır. FA+BM+GM ve 

MD+GM görüntü girdileri ile sırasıyla %77 ve %76 sınıflandırma doğruluğu elde edilmiştir.  

Buna göre, MRG görüntülerinden elde edilen GM görüntüleri AH sınıflandırmada en etkili 

modalitedir. Bununla birlikte, beklenildiği gibi sınıflandırıcı performansları MRG+DTG 

haritaları bir arada kullanıldığında yükselmektedir. Ancak, ML tabanlı tekniklerin en önemli 

sorunu öznitelik tespitidir. Bunun için özniteliklerin tek tek yada farklı kombinasyonlarının bir 

araya getirildiği işlem maliyetli ve karmaşık analizler gerçekleştirilmektedir. Uzmanlar bu 

hesaplamalardan kaçınmak için [14]’teki gibi görüntülerden seçtikleri İB bölgelerindeki 

vokselleri ya da voksellerden hesapladıkları ortalama değerleri ML modellerinin girdisi olarak 

kullanmaktadır. Ancak, İB bölge seçimi için uzman hekimler gerekmektedir ve bu seçimler 

tıpkı bölütleme probleminde olduğu gibi kişiye bağımlı olup değişkenlik gösterebilmektedir.  

Literatürdeki çalışmalara göre, DL tabanlı modeller esnek ve verimli formülasyonları 

sayesinde özellikle tıbbi görüntü analizinde başarılı ve yüksek performans sonuçları elde 

etmektedir [1-2,6-9,11]. Marzban ve ark. [11] geliştirdikleri DL modelinde MRG 

görüntülerinden bölütledikleri GM görüntülerini ve DTG görüntülerinden elde ettikleri MD 

haritalarını kullanarak AH ve HBB hastalıklarını sınıflandırmışlardır. GM ve MD için ayrı ayrı 

eğitilen  DL modellerinin doğrulukları sırasıyla %93,5 ve %79,6 olarak hesaplanmıştır. Buna 

göre, GM daha önemli olmakla birlikte, iki modalitede AH ve HBB tespitinde etkilidir. 

Khvostikov ve ark. [1]  ESA modeli ile MRG ve DTG haritalarından tespit ettikleri  İB 

hacimlerini kullanarak AH, HBB ve NK sınıflarını tespit etmişlerdir. AH-NK, AH-MBB ve 

HBB-NK ikili sınıflandırma doğrulukları sırasıyla 0,97, 0,80 ve 0,66 şeklindedir. Payan ve ark. 

[8] girdi olarak sadece MRG görüntülerini kullanarak 2B/3B CNN modeli kullanarak AH, 

HBB, NK sınıflarını tespit etmiştir. 2B görüntülerle AH-NK, AH-HBB ve NK-HBB ikili 

sınıfları için %95,39, %82,24 ve %90,13 doğruluk, üç sınıf için ise %85,53 doğruluk 

performansı bulunmuştur. 3B görüntülerle üç sınıf için %89,47, AH-NK, AH-HBB ve NK-
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HBB ikili sınıfları için ise sırasıyla %95,39, %86,84 ve %92,0 doğruluk değerleri 

hesaplanmıştır. 

Buna göre, AH-HBB-NK sınıflandırmada MRG ve DTG görüntülerini bir arada kullanan 

3B-ESA modellerinin performansı yüksektir. Burada, proje ekibinin gözlemlediği iki temel 

sorun söz konudusur. Birincisi, DL modelleri HBB sınıfını diğer sınıflarla karıştırmaktadır. 

Bunun nedeni, başlangıç aşamasındaki HBB hasta görüntülerinin, sağlıklı bireylerin beyin 

görüntülerine benzemesidir. Ayrıca, uzun süreli takip edilen HBB hastalarının beyinlerindeki 

bozulmalarda, AH hastalarının başlangıç beyin  görüntülerindeki bozulmalara benzemektedir. 

Arada kalan HBB sınıfına ait bu zor örneklerin ayırt edilmesi bu problemin zorlayıcı kısmını 

oluşturmaktadır. İkinci ve en önemli problem ise MRG ve DTG görüntülerinin bir arada 

kullanıldığı DL modelinin eğitilebilir parametre sayısının çok yüksek olması ve büyük veriyle 

eğitilemeyen bu derin ağın eğitim sürecinin unutma problemi sebebiyle dalgalı seyretmesidir. 

Bu projede, ilk problemi çözmek için residual bağlantılı otokodlayıcı modeli kullanılarak 

gürültü analizi gerçekleştirilmektedir. Modelde görüntülerdeki yapısal özellikler residual 

bloklar ile korunarak gürültüler giderilmektedir.  Görüntülerdeki bu iyileştirmenin arada kalan 

HBB sınıfına ait örnekleri, diğer sınıflardan uzaklaştıracağını öngörülmektedir. Unutma 

problemini çözmek için ise çok kanallı 3B-ESA modelinin öznitelik çıkarma kanallarında 

ResNet50 modelinin [16] artık bağlantı blokları kullanılmaktadır.  

Bu bağlamda, geliştirilecek DL modelinin özgün yanları şöyledir: (1) MRG ve DTG 

görüntüleri bir arada kullanılarak çok kanallı 3B-ESA modelinin sınıflandırma doğruluğu 

artırılmaktadır. (2) Görüntülerdeki gürültüler otokodlayıcı ile giderilerek maliyetli ön analiz 

işlemlerinin önüne geçilmektedir. (3) Gürültü analizinin HBB sınıfının ayırt edilme 

performansına katkısı incelenmektedir. (4) Derin DL modellerinde unutma probleminin 

(vanishing gradient) üstesinden gelmek için çoklu öznitelik kanallarının her birinde 3B residual 

katmanlar kullanılmaktadır.  
 

3. Yöntem  

Bu projede, ADNI (Alzheimer’s Disease Neuroimaging Initiative) veriseti kullanılarak AH 

HBB hastalıklarının ve NK durumunun DTG görüntülerinden elde edilecek difüzyon haritaları 

ve MRG görüntüleri birlikte kullanılarak sınıflandırılması için çok kanallı 3B-ESA mimarisi 

geliştirilmektedir.  
 

3.1. Veri Seti  

Çalışmada ADNI-3 (http:// adni.loni.usc.edu/) veri setinden, 50-92 yaş aralığında olan 115 

AH (75 Kadın, 40 Erkek) hastasının, 160 HBB (80 Kadın, 80 Erkek) hastasının, 160 NK (80 

Kadın, 80 Erkek) sağlıklı bireyin 3B FLAIR ağırlıklı MRG görüntüleri ve 3B DTG görüntüleri  

elde edilmiştir.  ADNI veriseti için uzun yıllardır veri toplanmaktadır. Ancak, bu problemde 

aynı hastanın MRG ve DTG görüntüleri bir arada incelenmektedir. DTG görüntü analizi için 

çekim ile ilgili özel bilgiler gerekmektedir ve bu bilgilerde eski kayıtlarda bulunmadığından 

son 5 yılın kayıtları incelenerek yukarıda belirttiğimiz hastalara ait veriler bir araya getirilerek 

bir veriseti oluşturulmuştur.  
 

3.2. Çok Kanallı Artık Bağlantılı Derin Öğrenme Modeli 

Şekil 1’de 5 kanal içeren 3D-ESA modelinin akışı görülmektedir. Önerilen model; 

önişleme, öznitelik çıkarma (evrişim+havuzlama katmanları), öznitelik tümleştirme ve 

sınıflandırma olmak üzere 4 aşama içermektedir. Önişleme aşamasında, farklı cihazlardan 

farklı kesit kalınlıkları ile elde edilen görüntüleri normalize edilerek DL modeline sunulacak 

hale getirilmektedir. Bu aşama, gürültü giderimi, DTG haritalarının elde edilmesi ve GM ve 

BM’nin MRG görüntülerinden elde edilmesi aşamalarını içermektedir.  

DTG görüntülerinin önişlenmesi: 3B boyutlu .nii (NIFTI) uzantılı DTG görüntüleri öncelikle 

MATLAB yazılımı kullanılarak 4B .nii uzantılı dosyalar haline getirilir. DTG görüntülerinde 

yer alan gürültülerin bir kısmı MRtrix (https://www.mrtrix.org/) çerçevesinde yer alan 
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dwidenoise fonksiyonu kullanılarak giderilir. Difüzyon taramalarında değişen manyetik alanın 

etkisi ile oluşan girdap akımlarının (eddy currents) sebeb olduğu bozulma ve hareket artefaktları 

FSL aracında (http://fsl.fmrib.ox.ac.uk/fsl/) yer alan eddy_correct() fonksiyonu kullanılarak 

düzeltilir. Hareket düzeltme sonrasında doğru oryantasyon bilgisini korumak amacıyla 

difüzyon haritalarının elde edilmesinde kullanılan b-vektör değerleri fdt_rotate_bvecs() 

fonksiyonu kullanılarak döndürülür. Görüntülerdeki beyin bölgeleri, kafatası ve beyin olmayan 

ilgisiz bölgelerden FSL aracında yer alan BET yaklaşımı kullanılarak çıkarılır. Difüzyon tensör 

ve metrikleri, FA, AD, RD, and MD difüzyon haritalarını elde etmek amacıyla FSL arasında 

yer alan dtifit() fonksiyonu ve MATLAB kulllanılarak hesaplanır. Her DTG haritası, 1mm ve 

2mm kesitli ortalama DTG şablonuna FSL arasında yer alan doğrusal-olmayan çakıştırma 

yaklaşımı (FLIRT and FNIRT) kullanılarak çakıştırılır. Bu işlemlerin sonucunda, her bireyin 

1mm (91x109x91), 2mm (182x218x182) kesit kalınlığına sahip 3B ve nii uzantılı FA, AD, RD, 

and MD difüzyon haritaları elde edilir. Projede, her bireyin eddy_current() sonrasında elde 

edilen DTG görüntüleri, gürültü giderimi için kullanılan Otokodlayıcı modelinin ground-truth 

görüntüleri olarak kullanılmaktadır. Şekil 2’de verilen artık bağlantılı Otokodlayıcının 

gürültüden arındırdığı görüntüler üzerinde yukarıdaki işlemler tekrarlanarak nihai DTG 

haritaları elde edilmektedir.    

 
Şekil 1. Projede önerilen çok kanallı 3B-ESA modelinin akış diyagramı 

 

MRG görüntülerinin önişlenmesi: Farklı cihazlardan elde edilen .dcm (DICOM)  uzantılı 

MRG görüntüleri MATLAB ve dcm2niix yazılımları aracılığıyla .nii uzantılı dosyalar haline 

getirilir. FSL yazılımında yer alan fslreorient2std() fonksiyonu kullanılarak görüntülerin 

yönelimleri düzeltilir. BM4D filtresi (https://webpages.tuni.fi/foi/GCF-BM3D/) kullanılarak 

görüntüler gürültüden arındırılır. Beyin bölgesi, kafatası ve diğer ilgisiz bölgelerden FSL 

aracında yer alan BET yaklaşımı ile çıkartılır. Bu görüntüler FSL aracı ile MNI 1mm ve 2mm 

ortalama betin şablon görüntülerine doğrusal olmayan FLIRT and FNIRT yöntemleri 

aracılığıyla çakıştırılır. Son olarak, MRG görüntüleri FSL aracında yer alan FAST yöntemi 

kullanılarak BM, GM ve beyin sıvısı olmak üzere 3 görüntü oluşturucak şekilde bölütlenir. 

Projede, BM4D filtresi kullanılarak gürültüsü arındırılan MRG görüntüleri, Otokodlayıcı 

modelinin ground-truth görüntüleri olarak kullanılmaktadır. Şekil 2’de verilen artık bağlantılı 

Otokodlayıcının gürültüden arındırdığı görüntüler üzerinde yukarıdaki işlemler tekrarlanarak 

nihai MRG, BM ve GM görüntüleri elde edilmektedir.  Şekil 2’de verilen Otokodlayıcı model, 

kodlayıcı ve çözücü olmak üzere konvolüsyon ve dekonvolüsyon katmanlarını içeren iki farklı 

https://webpages.tuni.fi/foi/GCF-BM3D/
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bloktan oluşmaktadır. Bu genel yapının orta kısmına özet bilginin geliştirilmesi için residual 

bloklar adapte edilmiştir.  

 
Şekil 2. Artık bağlantılı Otokodlayıcı Modeli  

 

 Öznitelik çıkarma, öznitelik tümleştirme ve sınıflandırma aşamaları için çok kanallı 3D-ESA 

mimarisi kullanılmaktadır [17-18]. Derin mimarideki unutma problemini engellemek için 

öznitelik katmanlarının her birinde Şekil 3’de verilen ResNet50 mimarisi [16]  filtre sayıları 

farklılaştırılarak adapte edilmiştir.  

 
Şekil 3. Artık bağlantılı tek kanallı 3D-ESA mimarisi. 

 Şekil 3’de verilen her kanaldan elde edilen öznitelik haritaları düzleştirilerek 

birleştirilmektedir. Son olarak softmax katmanında bu öznitelikler “AH”, “HBB” ve “NK” 

olarak sınıflandırılmaktadır. Modelin performansı belirlilik, duyarlılık, kesinlik, doğruluk ve 

F1 skor metrikleri kullanılarak tespit edilmektedir. Modelin ağırlık/bias optimizasyonu için 

SGD optimizasyon tekniği kullanılmaktadır. 

Deney tasarımı: DL modellerin eğitimi ve test işlemleri için; Intel XEON ES-2680 V4 @ 2.40 

Hz CPU, GPU NVIDIA Tesla K80 24 GB, 128 GB RAM ve 3 TB SSD özeliklerine sahip 

sunucu ve Google Colab Pro Plus (GPU NVIDIA Tesla K80, T4, P100 ve 52 GB RAM) 

sunduğu bulut ortamı kullanılmaktadır. DL modeli Python 3.7 ile Tensorflow, Keras, OpenCV, 

Nibabel, pydicom, scikit vb. kütüphaneleri kullanılarak kodlanmıştır. Ezberlemeyi engellemek 

için L2 regularization gerçekleştirilmiştir. Momentum, öğrenme katsayısı ve ağırlık kayıp 

(weight decay) değerleri sırasıyla 0.5, 0.0001, and 0.005 olarak ayarlanmıştır. Yığın ve 
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iterasyon sayısı sırasıyla 16 ve 100’dür. Veriseti sırasıyla %85 ve %15 oranları ile eğitim ve 

test setine ayrıştırılmıştır. Sınırlı örnek sebebiyle çalışmada test seti, validasyon seti olarak 

kullanılmaktadır. Test veri setinde, başarıyı daha doğru değerlendirmek için 3 sınıftanda eşit 

oranda görüntü, rastgele altörnekleme validasyon tekniği (RSV: Random Subsampling 

Validation) kullanılarak seçilmiştir. Aşağıda verilen deneysel sonuçlar tek alt RSV veri seti için 

verilmekle birlikte, projede nihai modele karar verilirken, veri seti 10 farklı alt eğitim-test RSV 

setine ayrıştırılacak ve her bir alt veriseti 10 kez eğitilecektir.  

 

3.3. Elde Edilen Sonuçlar 

 Bu kısımda ön rapor sonrasında veri önişleme sonuçları ve gürültü giderimin sınıflandırmaya 

katkısını görmek için MRG görüntüleri ile elde ettiğimiz sınıflandırma performans sonuçları 

verilmiştir. Şekil 4’te DTG’nin aksiyel, sagital ve koronel kesitlerinin gürültü analizi, beyin 

çıkarma işlemlerinin sonucunda elde edilen sonuç görüntüleri görülmektedir.  Şekil 5’te ise çok 

kanallı ESA için kullanılacak FA, AD, MD, RD difüzyon harita görüntüleri ve bunların 1mm 

MNI ortalama şablon görüntüye çakıştırılması sonucunda oluşan görüntüler verilmiştir.  

 

Şekil 4. a) ham DTG görüntüleri, b) gürültü sonrası, c) BET analizi sonrası. 
 

 
Şekil 5. Difüzyon haritaları, a) FA, b) AD, c) MD, d) RD. 
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Şekil 6 ve 7’de ham MRG kesitlerinin beyin çıkarma, 1mm MNI görüntülerine çakıştırma 

sonuçları verilmiştir. Projede, gürültülü ve gürültü içermeyen çakıştırılmış MRG görüntüleri 

artık bağlantılı 3D-ESA modeli ile ayrı ayrı eğitilmiş ve test seti üzerindeki performansları 

değerlendirilmiştir.  ROC istatistiği sonuçları Tablo 1’den görülmektedir. Buna göre, gürültü 

giderme işlemi özellikle AD sınıfının diğer sınıflardan ayırt edilmesini sağlamıştır. Ayrıca, 

genel olarak tüm ROC değerleri gürültülü görüntülerle eğitilip test edilen ESA modeline göre 

daha yüksek performans elde etmiştir. Elde ettiğimiz sonuçlar plandığımız gibi ön-analizlerin 

sınıflandırıcının performansına olumlu etkisi olduğunu göstermiştir. Bununla birlikte, 

literatürdeki gibi MRG görüntü kanalından soyutlanan öznitelikler, diğer DTG görüntü 

kanallarından elde edilecek özniteliklerle birleştiğinde doğruluk sonucunun artacağını 

öngörmekteyiz. 

 
Şekil 6. a) ham MRG kesitleri, b) BET analizi sonrası, c) Çakıştırma sonrası. 

 

 
Şekil 7. a) Gürültü giderilmiş MRG kesitleri, b) BET analizi sonrası, c) Çakıştırma sonrası. 

 Projede, kalan süremizde gürültü giderme işlemleri tamamlanacak ve ESA modelinin nihai 

görüntülerle çok kanallı olarak eğitilmesi ve test edilmesi sağlanacaktır. Ayrıca, geliştirilecek 

masaüstü arayüzler ile yarışma esnasında MRG ve DTG görüntülerini içeren test  görüntülerinin 

eğitilen ESA modeli ile test sonuçları arayüzden gösterilecektir. 
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Tablo 1. 3D-ESA modellerinin performans sonuçları.  
 

Performans Metrikleri AUC Specificity Accuracy Precision Recall F1-Score 

Dataset-I* 

AD 0.9310 1.0000 0.9545 1.0000 0.8621 0.9259 

HBB 0.8271 0.9123 0.8523 0.8214 0.7419 0.7797 

NK 0.8631 0.8333 0.8523 0.7143 0.8929 0.7937 

Ortalama 0.8737 0.9152 0.8864 0.8452 0.8323 0.8331 

Dataset-II* 

AD 0.8457 0.8983 0.8636 0.7931 0.7931 0.7931 

HBB 0.8257 0.8772 0.8409 0.7742 0.7742 0.7742 

NK 0.8690 0.9167 0.8864 0.8214 0.8214 0.8214 

Ortalama 0.8468 0.8974 0.8636 0.7962 0.7962 0.7962 
*Dataset-I: 3D-ESA+Gürültüsüz Görüntüler, Dataset-II: 3D-ESA+Gürültülü Görüntüler 
 

4. Uygulanabilirlik ve Ticarileşme Potansiyeli  

Tıbbi görüntüleme teknolojilerindeki gelişmeler, otomatik görüntü analizi sistemleri ile ilgili 

çalışmaların da yaygınlaşmasını sağlamıştır. AH’nın gelecek dönemdeki durumu ile ilgili 

yapılan projeksiyonlarda, hem daha çok insanın bu hastalıktan dolayı büyük sıkıntılar çekeceği 

hem de ekonomik olarak büyük bir yük oluşacağı anlaşılmaktadır. Bu projenin motivasyonu da 

AH ve HBB gibi hastalıkların tespitini erken gerçekleştirecek ve böylece  hastalığın seyrinin 

yavaşlatılmasını sağlamak ve buna bağlı olarak söz konusu hastaların yaşam kalitesini 

artırmaktır. Proje grubunun ilk hedefi otomatik tanı ve teşhisi sağlayacak DL tabanlı 

algoritmaları ve modelleri geliştirmektir. İkinci hedef, geliştirilen modelleri içeren yazılım 

arayüzlerinin geliştirilmesidir. Üçüncü hedef, gürültü analizi ve sınıflandırma aşamalarının 

otomatikleştirilmesinin ardından görüntü çakıştırma aşamalarının da otomatikleştirilmesinin 

sağlanmasıdır.  

Son yıllarda ML alanındaki gelişmelerle birlikte beyin görüntülerinin otomatik olarak analiz 

edilmesi ile ilgili sistemlerde ticarileşmeye başlamıştır. Bu sistemlerden biri Brainreader’dır 

(brainreader.net). AI yaklaşımları kullanarak geliştirdikleri bu sistem ile temel amaçları erken 

evrede nörodejeneratif hastalıkları teşhis etmektir. Ayrıca bu sistem Neuroreader® Raporu 

oluşturmaktadır. Bu rapor klinik karar verme sürecini yönlendirmek için kullanılabilecek 

özelleştirilmiş ve otomatikleştirilmiş bir hacimsel rapordur. Ticarileşmiş ürünlere diğer bir 

örnek ise QMENTA(qmenta.com) tarafından geliştirilmiştir ve Nörogörüntüleme Hastalıkları 

Paketleri adı altında Nöro-onkoloji, MS ve Demans & AH paketleri içermektedir. Grup, AH’nın 

erken tespitini garanti etmek ve ilerleme profilini ortaya koymak amacıyla geliştirdikleri AI 

tabanlı sistemlerinin beynin farklı bölgelerini, bağlantı ve hacim ölçümündeki değişiklikleri 

görebildiğini ve nicelleştirebildiğini belirtmiştir. Bu yazılımlar farklı modaliteleri tanı ve teşhis 

için incelemekle birlikte, gürültü analizi içermemektedirler. Bu proje ise görüntülerdeki 

önişlem aşamalarını ve sınıflandırmayı otomatikleştirmeyi hedeflemektedir.  Ayrıca oldukça 

pahalı olan bu ticari yazılımlar, MRG, fMRG ve PET gibi çok sayıda görüntüleme kaynağına 

ihtiyaç duyarak karar vermektedirler. Bu proje ise daha az sayıda görüntüleme modalitesi 

kullanarak çalışan bir sistem oluşturmayı hedeflemektedir.  

Erken teşhis ve tedavi süreçlerinin sağlıklı belirlenmesine katkı sunduklarını belirten AI 

tabanlı otomatik sistemlerin son yıllarda yaygınlaştığı ve ticarileştiği görülmektedir. 

Nörodejeneratif hastalığa sahip insan sayısının ne yazık ki artacağı göz önüne alındığında, ister 

istemez bu alanda ekonomik getiri oluşmaktadır. Bu nedenle, geliştirmekte olduğumuz DL 

tabanlı sistem, hastalığın erken teşhisine ve gelişimini takip edip tedavi sürecinin sağlıklı 

belirlenmesine katkı sunacak bir ürüne dönüşme potansiyeli taşımaktadır.  
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