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1. Proje Mevcut Durum Değerlendirmesi  

Projemizle ilgili çalışmalara başlamadan önce bu tür medical hastalıklarda bilgisayarlı görü 

ile ilgili yapılan çalışmaları inceledik. Bu çalışmalarda problem yaklaşım veriyi nasıl 

işlediklerini araştırdık[1][2][3]. Ayrıca internetten “Sağlık Bilimlerinde Yapay Zeka” adlı 

kitabı temin ederek kavramsal açıdan inceledik[4]. Yapay Zeka sistemi tasarımımız Proje 

Sunuş Raporunda genel hatlarıyla düşünülmüş, kullanılması planlanan algoritmalar göz önünde 

bulundurularak değerlendirilmiştir. Proje Detay Raporu sürecinde; kullanılması planlanan 

algoritmalar, eğitim ve test donanımları denenmiş ve performansa göre ne kullanılacağına karar 

verilip ayrıntılar netleştirilmiştir. 

Öncelikle, Proje Sunuş Raporunda Tensorflow Model Zoo’da[5] bulunan EfficientDet D-4 

ve ona alternatif olarak sunulan CenterNet Hourglass 104 algoritmaları verisetimiz ile 

eğitilmiştir. İki modelin çıktıları kıyaslanmış ve birbirine yakın sonuçla elde edilmiştir. 

CenterNet modelinin küçük nesneleri bulmada Efficient Det D-4 e göre daha başarılı olduğunu 

gözlemledik. Ancak CenterNet modelini yerel bilgisayarımızda train etmek istediğimizde 

“OOM bellek yetersizliği hatası aldığımız için yalnızca Google Colab’da eğitebildik. İki ağı 

performans ve diğer yönleri bakımından kıyasladıktan sonra Efficient Det D-4 modeli ile 

devam etmeye karar verdik. Efficient Det D-4 modelini seçmemizin bir diğer nedeni ise Sağlık 

Bakanlığı tarafından Sağlanan veri setini veri güvenliği nedeni ile kaggle, colab gibi 

platformlara private olsa bile yüklememeyi daha uygun gördük ve yerelde train edebildiğimiz 

Efficient Det D-4 modelini seçtik. Ayrıca Colab ve Kaggle gibi platformlarda bulunan süre 

sınırlamaları nedeni ile bu gibi platformları kullanırken zorluk çekebileceğimizi düşündük.  

2. Özgünlük  

2.1. Veri Seti Ön İşleme 
Python’un OpenCV, Pandas, Pydicom kütüphaneleri ile veri setindeki DICOM ve XLSX 

dosyalarına ön işlem uygulanarak eğitim ve test aşaması için kullanılabilir hale getirilmiştir, 

bunlar [6]: 

 DICOM dosyalarını PNG’ye dönüştürme: DICOM formatından PNG’ye çevrilen ilk 

görüntülerde modelin öğrenmesini engelleyebilecek bazı durumlarla karşılaşılmıştır. 

Örnek olarak resimlerin altındaki çizgiler ve resmin çevresindeki doku ile ilgisi olmayan 

kalıntılar verilebilir. Parazit görüntüleri temizlemek için bir görüntü işleme boru hattı 

oluşturulmuştur. Önce DICOM görüntüleri Pydicom kütüphanesi aracılığıyla 

okunmuştur. Daha sonra BT görüntülerinden gelen gri renk skalalı yüksek bit derinliğine 

sahip resimler hu ölçeğini kullanılarak ölçeklendirildi, istenilen dokular elde edildi ve 

pencereleme işlemi gerçekleştirildi. Görüntülerdeki gürültü, kalıntılar ile orijinal dokuyu 

birbirinden ayırmak için ana görüntüyü maskeyle segmente etmek için sırasıyla görüntü 

işleme kütüphanelerinden scikit-image kütüphanesinden morphology.dilation metodu 

kullanıldı [7]. Daha sonra 5x5 filtre matrisi kullanılarak resimdeki gürültülerin ayrılması 

için bir maske elde edildi (bkz. Resim 1). Bu işlem veri setindeki bütün resimler için 

uygulandı. PNG resimleri daha sonra xml dosyası oluşturabilmek için Data.xlsx 

dosyasındakiyle aynı dosya ağacı olacak şekilde kaydedildi. 
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Resim 1: Veri Seti Ön İşleme Gürültü Temizlenmesi 

 XLSX Dosyasını XML Dosyalarına Dönüştüme: Data.xlsx dosyasında bulunan 

koordinat ve sınıf bilgileri Pandas kütüphanesi aracılığıyla alınmıştır. Ayrıca yarışmada 

tespit edilmesinden sorumlu olmadığımız Apendikolit, Kalsifiye divertikül ve Safra 

kesesi taşı sınıflarını içeren etiketler Data.xlsx dosyasından temizlenmiştir. Daha sonra 

resimler Pascal VOC formatına uygun bir şekile XML dosyalarına dönüştürülmüştür. Bu 

XML dosyaları kullanılarak ileride model eğitimi için kullanılacak olan TFRECORD 

dosyaları elde edilecektir. 

2.2. Eğitim Aşamasındaki Parametreler ve Ayarlamalar 

Pipeline.config dosyasında aşağıdaki ayarlamalar yapılmıştır. 

o Optimizer Seçimi:  Tensorflow Object Detection API’de optimizer olarak 

“Momentum Optimizer” kullanılmıştır. Yaptığımız deneyler sonucunda 

problemimize daha uygun olan “Adam Optimizer” kullanılmıştır. 

o Learning Rate: Yine Tensorflow Object Detection API’deki Learning Rate iyi 

sonuçlar vermediğinden dolayı Schedule uygulanarak 3000 adımda bir Learning 

Rate düşürüldü. 

o Data Augmentations: Veri seti arttırma yöntemlerinden olan 

random_adjust_contrast, random_vertical_flip, random_rotation90, 

random_patch_gaussian ve random_horizontal_flip data augmentation 

opsiyonları uygulanmıştır. 

o Aşırı Öğrenme (Overfitting) Önlemi: Modelimizin overfit olmaması için 

DropOut(seyreltme) parametresi True olarak değiştirilmiştir. 

 

3. Sonuçlar ve İnceleme  

Eğitim donanımı olarak Proje Sunuş Raporunda da belirtilen Intel I7, 16 GB Ram, 1 TB SSD 

Hard Disk ve 4GB NVIDIA GeForce 1650 Ekran kartına sahip Dizüstü Bilgisayarımız 

kullanılmıştır. Bunun yanında Google Colab da eğitim aşamasında kullanılmıştır. Test 

aşamasında ise dizüstü bilgisayarımız kullanılmıştır. 

Modelleri eğitirken sırasıyla 5000’er step eğittik. Buradaki amacımız farklı modeler 

hakkında fikir sahibi olmaktı. İlk eğitimlerimizde Efficient Det D-4 modelimizin çıkarım 

performansını yeterli bulmadık. 5000 stepten az ve 10000 stepten fazla eğiterek modelimizin 

öğrenme performansını gözlemledik. Bu gözlemler sonucunda mevcut learning rate oranımızın 

öğrenme performansında etkili olduğunu saptadık. Böylece initial_learning_rate’i (başlangıç 

öğrenme oranı) 0,00001 olarak belirledik. İlk 5000 stepte initial_learning_rate’i sabit tuttuk. 

Sonraki her 3000 stepte schedule ayarı ile learning rate’i %10 düşürdük. 
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Modelimizin çıkarım performansını arttırmanın başka bir yolu ise Tensorflow Object 

Detection API’deki “optimizer.proto” [8] dosyasına bakarak API’nın desteklediği diğer 

optimizer ayarlarına bakarak “RMSPropOptimizer”, “MomentumOptimizer (Varsayılan)” ve 

“AdamOptimizer” seçeneklerini seçerek test ettik. Test sonuçlarına bakarak “AdamOptimizer” 

kullanmaya karar verdik. Çünkü varsayılan olarak gelen “MomentumOptimizer” Gradyan 

inişinde 0.9 katsayısı ile “local minima” yı bulmayı kolaylaştırmaktaydı biz daha yavaş ve etkili 

bir öğrenme amacıyla “AdamOptimizer” kullanmaya karar verdik. 

 

Resim 2. Efficient Det D-4 Colab Train Ekranı  

Aşağıda modelimize ait bazı test resimlerinin tahmin sonuçları verilmiştir. 
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Resim 3. EfficientDet-D4 Modelimizin Çıkarım Çıktılarından Örnekler 

Gözlemlerimizin sonucunda modelimiz Akut Divertikülit sınıfını bulmada diğer sınıflara 

oranla daha başarısız görünmektedir. Bunun sebebi ise veri setinde Akut Divertikülit sınıfının 

diğer sınıflara oranla nispeten daha az olmasıdır. 

 

4. Deney ve eğitim aşamalarında kullanılan veri setleri  

4.1 Sağlık Bakanlığı Tarafından Sağlanan Veri Seti 

Yarışma sürecinde Sağlık Bakanlığı tarafından yarışmacılara sunulan 79 GB’lık DICOM 

formatındaki veri seti, Pydicom kütüphanesi aracılığıyla okunmuş ve PNG formatına 

çevrilmiştir. Çevrilme işleminden önce, verisetindeki Başlangıç/Bitiş kesiti olarak belirtilen 

resimler herhangi bir etiket içermediği için veri setinden kaldırılmıştır. Bu aşamadan sonra veri 

setimizin büyüklüğü DICOM’dan PNG’ye çevrilmesinden dolayı 8 GB’a düşmüştür. Data.xlsx 

adlı dosyada verilen bilgiler(Sınıf, Koordinat, Kesit Numarası vb.)  XML uzantılı ve Pascal 

VOC formatında etiketleme dosyalarına dönüştürülmüştür. PNG ve XML uzantılı dosyaların 

%70’i algoritmanın eğitim aşaması için CSV formatına ardından TFRECORD formatına 

dönüştürülmüştür. Verisetinin %15’i model eğitimi sırasında Validation amaçlı kullanılmıştır. 

Kalan %15’i ise modelin öğrenme başarısının test edilmesi için ayrılmıştır ve ağın eğitim 

aşamasında kullanılmamıştır (bkz. Resim 5).  

Sağlık Bakanlığı tarafından sağlanan veri setinin sınıflara göre dağılımı Resim  verilmiştir.  

 

Resim 4. Pandas Kütüphanesi ile Son Eğitim Veri Setimizin Sınıf Dağılımları 

İnternet ortamında yaptığımız araştırmalar sonucunda söz konusu hastalıklara ait 

bulduğumuz veri setleri “Object Detection” problemine uygun olmadığından ve sınıf bazı 

sınıflara ait bulduğumuz verilerin ulaşabildiğimiz Uzman Doktorlarımızın yeterli zamanları 

bulunmadığından ve sınıf dağılımlarını dengesizlik oluşturacağından Sağlık Bakanlığı 
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tarafından sağlanan veri setini algoritmamızda kullanmaya karar verdik. Bu yönde 

çalışmalarımız ve test-eğitim sürecimiz devam etmektededir.  

 

Resim 5. DICOM’dan PNG’ye çevrilen veri setinin gruplandırılmış Pandas Tablosu 
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