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Proje Konusu

Proje konunuzu aşağıdaki listeden seçiniz.
✖   Hareket izleme ve destek sistemleri
1.Problem Tanımı ve Mevcut Durum Değerlendirmesi
1.1. Projenin konusu ve mevcut soruna çözüm önerisi
Kokunun nasıl algılandığı , çok eski zamanlardan beri merak uyandıran çeşitli çalışmalarda ve
biçimlerde sıkça karşılaştığımız bir araştırma alanıdır. Ancak henüz tam anlamıyla tespitini
sağlayabilecek bir sistem geliştirilmemiştir, yapılan diğer çalışmalar raporun geri kalanında
değinilmiştir. Koku; kimyasalların tespitinde veya hastalıkların teşhisinde, havalimanlarının
korunmasında, mayın temizlemede, narkotik maddelerin tayininde kullanılabilir olması onun
son on yılda genetik, biyokimya, hücresel biyoloji ve nörofizyoloji başta olmak üzere farklı
disiplinlerden pek çok araştırmaya konu olmasını sağlamıştır. Özellikle koku algılamanın;
uygulanabilir endüstrilerde geniş bir perspektife sahip olması, tüm işleyişi keşfedildiğinde
kolayca entegre edilebileceği sayısız alanın olması onu araştırmacılar ve yatırımcılar için
önemli kılmaktadır. Görme ve işitme duyularından farklı olarak henüz tam manasıyla
keşfedilmemiş ve kendi içinde keskin bir farklılık içermeyen ya da taklit edilemeyen koku;
fiziksel bir yapıdan çok kimyasal moleküllere dayanmaktadır.  Bu doğal veya inorganik gaz
kimyasallarının tespitinde iki fizyolojik ve psikolojik aşama vardır. Fizyolojik aşama kokunun
burundan alınıp ilgili reseptörler tarafından tutularak beyne iletilmesi iken; psikolojik
aşamaya, koku ile öğrenilen nesneler veya nesneler arasındaki ilişkiyi anlamak olan beyin
algısı denilebilir, başka bir deyişle kokunun beyin tarafından ayrıştırılması olarak
adlandırılabilir. Kokunun kimyasal moleküllerden oluştuğu söylenirken her kimyasal
molekülün bir kokusu olduğu söylenemez. Bizim de bu çalışmada öncelikli hedefimiz bu
ayrıştırmayı sağlayabilmektedir. Projenin ana hedeflerine ulaşmak için birden fazla süreci
kapsamaktadır. Bu projenin dört ana hedefi vardır: koku soğanı verileri toplanacak, bir veri
toplama sistemi geliştirilecek ve daha sonra verileri işlemek için derin öğrenme kullanılacak
ve mevcut koku sinyaline neden olan kimyasal belirlenecektir. Projenin adından da
anlaşılacağı üzere bu projede derin öğrenme kullanılarak koku tespiti yapılacaktır. Bir veri
bankası oluşturmak, sınıflandırmadan önce farenin koku alma ampulünden sinyal toplamayı
gerektirir. Tek bir elektrottan sinyal almak, süreci ve sinyal türünü ve değerini görmeyi, ne
beklemesi gerektiğini daha iyi belirlemeyi ve test etmeyi sağlar ve bunun için koku ampulünü
öğrenmek anatomik olarak elektrotların doğru konumunun belirlenmesine yardımcı olur.
Kokunun varlığına dair bazı yanıtlar varsa ve her gün benzer sonuçlar veriyorsa başka
elektrotlar yerleştirilebilir. Çoklu elektrot yerleştirilmesinden önce elektrot sayısı ve yeri
belirlenmelidir. Elektrot numaralarına göre hangi tip çok kanallı elektrotların kullanılabileceği
sonuçlara göre tartışılacaktır ancak şimdilik hedef kanal sayısı 4’dür. 4 kanallı mikro elektrot
dizileri sıçan koku ampulüne uygun olmalıdır. Veri Toplama Cihazı(DAQ) için kanal sayısı
4’e eşit veya daha büyük olmalıdır. Deney sırasında, farklı zamanlarda farklı kokular var
olacak ve deney kurgusu, sınıflandırma için daha farklı veriler elde etmek için çok önemli bir
role sahip olacaktır. Veri toplanıp işlendikten sonra derin öğrenme modeli eğitimi
tamamlanacak ve koku oluşumuna neden olan kimyasallar tespit edilecektir. Bu projede, farklı
kokular için, farklı koşullar altında olfaktör ampülünden elde edilen sinyaller ile bir koku veri
bankası oluşturmak ve bu koku soğancığının farklı bölümlerinden alınan sinyallerin
sınıflandırılması temel amaçtır. Koku sınıflandırma işlemi için derin öğrenme kullanılacaktır.
Derin öğrenme algoritması kullanılarak başlangıçta 3 koku tanımlanmalıdır. Çok sayıda koku
kullanmak, sınıflandırma algoritmasını eğitmek için daha fazla veri sağladığı için daha doğru
sonuçlar verir. Bu nedenle farklı türleri veya fonksiyonel grupları ile kokuların sayısının
artırılması planlanmakta ve en gelişmiş şekilde sunulmaya hazırlanmaktadır.
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1.2. Proje sunumundan sonra yapılan değişiklikler, yapılan çalışmalar
Farede yaptığımız bazı denemelerden sonra ilk tasarımdaki elektrotların uzun dönem
kayıtlarda hareket halindeki hayvanın kafasında durması için biraz ağır olduğunu
gözlemledik. Bu sorunun çözümü için hem intrakraniyal elektrot yerleştirilmesi sırasında
manevra alanımızı genişletecek hem de milimetrik olarak doğru koordinatlara girmemizi
kolaylaştıracak yeni bir elektrot sistemi tasarladık. İleriye dönük olması açısından her ne
kadar şuan 2 kanaldan ( recording ve referans) kayıt alıyor olsak da 3D olarak tasarladığımız
ve yazdırdığımız sistemi, 16 kanaldan eş zamanlı kayıt alabilecek şekilde oluşturduk. Deney
sırasında kullanılacak her hayvan için 3D yazıcıdan ayrı çıktılar alındı, her biri için ayrı
elektrot sistemi kuruldu ve hem deney sırasında stereotaksik masada kayıt hem de gezen
hayvanda kayıt alınması için iki farklı devre sistemi oluşturulmuştur. Yine gezen hayvanda
kayıt almayı kolaylaştırmak için devre sisteminin PCB tasarıma dönüştürülmesi planlanmış,
bu şekilde gereksiz yükün azaltılması hedeflenmiştir. Ancak PCB devrenin sisteme uyumlu
olup olmayacağı ya da sistemde kullanılmaya devam edilmesi bir bütün olarak denendikten
sonra  nihai karar verilecektir. Bir önceki paragrafa ek olarak; ilk aşamada gerekli olan
elektrot tasarımı yenilenmiştir, elektrotun bağlanacağı amplifier devreleri tasarlanmış ve
hayata geçirilmiştir, devrelerin verileri aktaracağı MATLAB’e olan bağlantısı sağlanmış,
veriler elde edildikten sonra temizlenmesi için gerekli olan sistemler kurulmuştur. Deneyde
kullanılmak üzere deney hayvanları sipariş edilmişt,  elektrot yapımında kullanılacak olan UV
lamba ve kablolar satın alınmıştır. Geriye kayıt işleminin sürekli hale getirilmesi ve alınan
kayıtlarla oluşturulan yapay zekanın tam anlamıyla eğitilmesi ve çıktıların alınması kalmıştır.
Yapay zekanın  eğitilmesi için kayıt alınma işleminin tamamlanmış olması şarttır, çünkü
kayıtların veri boyutu değişken olmakla birlikte yapay zeka ile yaptığımız işlemleri de
etkilemektedir. Planlamalarımız çerçevesinde bunun için kalan süre yeterlidir.

Figür- 3D yazıcıdan yazdırılan yeni elektrot
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Figür-İntrakraniyal Elektrot Yerleştirilmesi ve Sonrası ( alınan verilerin doğruluğu önce
osiloskopta bakılıp sonra MATLAB’a geçilmiştir)

2. Özgünlük
Bu projenin özgünlüğü daha önce yapılmış çalışmalardan farklı olması sebebiyle oldukça
yüksektir çünkü birçok sektörde doğrudan uygulanabiliyor. En önemlisi Türkiye’de daha önce
yapılmamış bir çalışma olarak karşımıza çıkmaktadır. Ek olarak, donanım geliştirme süreci
derin öğrenme algoritmaları ile başarılı bir şekilde entegre edilirse, birden fazla patent üretme
potansiyeli yüksektir. Bu projede elektronik burun kullanımı gibi diğer koku algılama
yöntemlerinden farklı olarak laboratuvar sıçanları kullanılacaktır. Önce koku sıçana verilir ve
kimyasallar burun boşluğu tarafından yakalanır. Daha sonra, sıçanın burun boşluğundaki
hücreler, sıçanın koku alma ampulüne sinirsel girdi gönderir. Normalde farenin beyni, koku
soğancığından gönderilen sinyalleri kullanarak kokuların sınıflandırmasını yapar. Ancak bu
çalışmada, elektrotlar kullanılarak sıçanın koku alma ampulünden gönderilen sinyaller
kaydedilecek, daha sonra bilgisayar ortamına aktarılacak ve derin öğrenme yöntemlerinden en
az biri kullanılarak kokular sınıflandırılacaktır. Kokuları elektronik burun uygulamalarına
göre daha hızlı bir şekilde daha çeşitli kokuyu daha ucuza sınıflandırmak amaçlanmıştır.
Günümüzde elektronik burunlar koku algılamayı sağlasa da ciddi dezavantajları
bulunmaktadır. Bunlardan en önemlisi, belirli sensörlerin sadece birkaç kokuya duyarlı olması
yani bu durumu sınırlandırmasıdır. Ancak, olfaktör bulbustan(koku soğanı) koku alınması,
sayısız nöronun çeşitli tepkiler vermesiyle bu sınırlamanın ortadan kalkmasını sağlamaktadır.
Koku algılama sistemi elektronik burunda kimyasal sensörler kullanılarak geliştirilmiş olsa da
bazı dezavantajları da vardır. Elektronik burnun sınırlı kullanımı vardır çünkü koku çeşitliliği
arttığında farklı kokular aynı sonuçlara neden olabilir. Bu projede koku verileri kullanılarak
makine derin öğrenme ile birleştirilen e-burun çalışmaları, bu alandaki derin öğrenme
fizibilitesinin kaynağı olarak kullanılabilir. Koku alma ve beyin eylemi, gizemli bir çalışma
sistemine sahiptir. Nöronal sinyallerin özellikleri ve hücre davranışları nedeniyle, farklı
kokuların kendine özgü tepkileri gözlemlenebilir. Koku algılama için derin öğrenme
algoritması ile fareden veri akışının entegrasyonu benzersiz olacak ve geniş bir çerçevede
bilgi sağlayacaktır.Koku algılamanın sonucunda sınıflandırma yapılmaz ise, tepkinin hangi
kokuya ait olduğu bulunmaz ve algılama işlemi tam olarak gerçekleşmez. Bu yüzden olfaktör
bulbus nöronlarından tepki almak ve bunları bir yöntem kullanılarak sınıflandırmak bizi
doğrudan koku algılamaya götürmektedir. Bu sınıflandırmaya bir örnek olarak Liu Jing
Zhuang ve meslektaşlarının yaptığı koku ayrımının yapılması amaçlandığı çalışma verilebilir.
(1) Kısaca bu çalışmada, koku uyandıran elektrofizyolojik davranışlar elde etmek için,
sıçanların koku alma ampulüne mikro telli dizi elektrotları yerleştirmişler; daha sonra, zaman
ve frekans alanlarında çeşitli konsantrasyonlarda mitral / püsküllü hücre topluluklarının
karvon uyarımına reaksiyonu incelemişlerdir. Veri toplama işlemi için çoklu kanallı elektrodu
kronik olarak implante etmişler ve 16 kanallı mikro elektrot dizisini kullanmışlardır. Bir diğer
makalede yine benzer olarak beş deneme yapıldı ve farklı sıçan kullanılmıştır. Beş organik
bileşik, koku çeşitliliği için kullanmışlar: izoamil asetat, metil metakrilat, metil etil keton,
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karışım, mineral yağ. Bu kokulara nöronal yanıtlar elde etmek için, ana olfaktör bulbus un
(MOB) mitral / püsküllü hücre katmanlarına mikro tel elektrotlar yerleştirmişler ve implante
edilmiş 32 kanallı mikro tel elektrotlardan verileri almışlardır. (2) Çeşitli yöntemler
kullanarak analiz etmişlerdir. Bu konuda ek olarak benzer olan ama deney modelinin değiştiği
farklı çalışmalar da incelenmiştir ancak derin öğrenme ile olfaktör bulbus sinyalini bir araya
getiren çalışma bulunmamaktadır. Bu da, projenin orijinalliği ve önemi hakkında bize ışık
tutmaktadır. Aynı zamanda çalışılmış olan kokular güçlü kimyasallar olup bizim
sınıflandırmayı amaçladığımız geniş ve günlük kokuları kapsamamaktadır. Ayrıca koku
genişliği konusunda da oldukça dar bir alanda araştırmalar yürütülmüştür, projemizde ilk
başta 3 koku ile çalışacak olsak da ileri süreçlerde her kokunun analizini ve sınıflandırılmasını
yapabilecek bir sistem amaçlamış bulunuyoruz.

3. Yöntem
Deneysel amaçlarla erişimleri kolay olduğundan ve anatomik olarak farelerin olfaktör soğanı
sistemlerine ilişkin birçok çalışma olduğundan bu çalışma için fareler kullanılacaktır. Fare
sayısı çalışmanın gidişatına göre belirlenecektir. Olfaktör ampul içindeki elektrotlar için
uygun yer belirlenir. Bu işlem tek elektrot ile başlayıp ve sinyal değerleri gibi sonuçlara göre
çok kanallı elektrotlarla devam eder. Deney sırasında farklı zamanlarda ve aynı anda farklı
kokular fareye verilecektir. Bu durumda, sınıflandırmanın daha kolay ve net veriler elde
etmek için deneyin kurulması önemlidir.
Kokuların sınıflandırılması süreci için derin öğrenme algoritması geliştirilecektir. Derin
öğrenme, insan beyninin sinir yapısından ilham alan bir makine öğrenimi dalıdır. Makine
öğrenimi ile derin öğrenme arasındaki temel fark, derin öğrenmenin büyük veriler için
kullanılırken, makine öğreniminin daha küçük veriler için kullanılmasıdır. Ayrıca çok büyük
sinir ağları kullanılarak çok karmaşık veriler analiz edilebilir ve işlenebilir. Bu nedenle veri
miktarı arttıkça derin öğrenmenin performansı da artarken diğer öğrenme algoritmaları için
belirli bir sayıdan sonra veri miktarının performansa etkisi olmadığını söylemek uygun olur.

3.1- 4 Kanallı Elektrot Sistemi Hazırlama
50 mikron çapında kaplamalı ve kaplamasız Tungsten elektrotları sırasıyla kayıt elektrodu ve
referans elektrotu olarak kullanılır. Referans elektrodu nöronal aktivitenin bulunmadığı
bölgede olması kayıt elektrotun ise kayıt sinyali hedeflenen bölgede bulunması gerektiğidir.
Aynı zamanda elektrotların intrakraniyal yerleştirilmesi sırasında bir sorun çıkmaması
amacıyla tasarlanan ve 3D yazıcı kullanılarak çıktı alınan sabitleyici başlık ve  işlem sırasında
başlığın tutunmasının sağlayan bir sistem kullanılacaktır.

3.2. Amplifier/Headstage Devrelerin Tasarımı
Farenin olfaktör bulbus undan sinyallerin alınması ve alınan sinyallerin uygun yöntemler ile
işlenebilmesi için güçlendirilmesi gerekmektedir. Bu amaca uygun olan bir elektronik
güçlendirme devresi tasarımı yapılmıştır. Bu devre düzeneği sırasıyla gerilim düzenleyici
(voltage regulator), gerilim izleyici (voltage follower), gerilim güçlendirici (voltage amplifier)
ve filtreleme alt devrelerinden meydana gelir.
3.2.1. Gerilim Düzenleyici (Voltage Regulator) Devresi
Amacı, çıkış terminalleri arasında sabit bir DC voltaj sağlamak olan devredir. Devrede
değişen akım ve besleme voltajlarına karşın çıkış voltajının sabit tutulmasını sağlar.
3.2.2. Gerilim İzleyici (Voltage Follower) Bölümü
Gerilim izleyici, devreye birim kazanç sağlar, yani giriş olarak verilen voltaj hiçbir değişikliğe
uğramadan çıkış voltajı olarak görünür. Deneyde gerilim izleyici kullanılmasının birinci
amacı, devrenin güç kaynağından yüksek oranda akım çekmesini önlemektir. Bir diğer amacı,
devrede düşük empedans değerine sahip bir yük olduğunda bu yük üzerinden geçmesi
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gereken voltajın geçtiğinden emin olmaktır. Bu devre kısmı, ameliyat sonrasında farenin
kafasındaki elektrotlara direkt olarak bağlanacak bölümdür. Bu sebeple güçlendirici
devresinden ayrı olarak çalışır. Bu işlemler için TLC2274 entegresi tercih edilecektir.
3.2.3. Gerilim Güçlendirici (Amplifier) Bölümü
Enstrümantasyon amplifier, iki sinyalin farkını yükselten, opamp ve direnç kullanılarak
oluşturulan bir devredir. Gerilim güçlendirici olarak enstrümasyon amplifier seçilmesinin
öncelikli nedeni devrenin yüksek giriş empedansına karşın düşük seviye sinyalleri oldukça
düşük bir gürültü oranıyla yükselmesidir. Diğer sebepleri ise yüksek akım çekmemesi ve
bunun sonucunda yüksek kazanca sahip olmasıdır. Bu işlemleri gerçekleştirmek için AD620
entegresi kullanılacaktır. Bu entegrenin kullanılmasının nedeni yüksek doğruluk payına ve
düşük bir offset değerine sahip olmasından kaynaklanır.

3.3. Olfaktör Bulbus Elektrotların Entegre Edilmesi
Olfaktör bulbustaki Mitral-Tufted hücre tabakası hedef bölgesidir. Bu bölgeye ulaşmak için
öncelikle beynin uygun seviyede olup olmadığı kontrol edilir. Bregma ‘da X Y Z
koordinatları sıfırlanır ve uç lambda noktasına hareket ettirilir. Z koordinatı kontrol edilir.
Lambda-Bregma mesafesine bakın. (Y = 3.500 mm) Uç Bregma'dan lambda noktasına Y =
1.500 hareket ettirdikten sonra 1000 mm aşağı ve sola (X ekseni) kaydırılarak Z değerleri
ölçülür.Matkap ile Y = 3.920, X= 0.6mm koordinatları delinir. Kayıt elektrodu ve referans
elektrot, sırasıyla olfaktör bulbus un hedeflenen bölgesine ve kortekste yavaşça hareket
ettirilir. Z Ekseninde kemik dokusundan 1mm olfaktör bulbus un içerisine hareket ettirdikten
sonra koordinatlar Y= 3.920mm, X= 0.6mm, Z = 1mm olarak sağlanır. Son olarak dental
akrilik kullanılarak elektrot sabitlenmesi tamamlanır. 1-2 hafta süren iyileşme sürecinin
ardından farelerden sabitlenen elektrot sayesinde daha kolay bir şekilde, farklı kokular altında
yeni kayıtlar alınacaktır.

3.4. Verilerin Toplanması
Olfaktör bulbus una elektrot yerleştirdiğimiz farelere, çeşitli kokuların koklatılması sırasında
bipolar koku nöronlarında meydana gelen elektriksel aktiviteler elektrot tarafından eş zamanlı
kaydedilir. Beynin içinden ölçülen bu sinyallerin genliği düşüktür; ölçülen sinyalleri daha
görünür hale getirmek ve yükseltmek amacıyla tasarladığımız EEG amplifikatörü kullanılır.
Analog çıkışlı olan bu amplifikatöre bağlanan digital kart yardımıyla elektrotlardan alınan
kayıtlar dijital bilgiye çevirir ve MATLAB’a iletilir. İletilen veriler daha sonra MATLAB ta
oluşturulan arayüz programı ile farklı ekranlarda görüntülenebilir. Bu süreçte verilerin doğru
toplanması ve MATLAB’a transfer edilmesi projenin devamı için oldukça önemlidir. Olfaktör
bulbus dan toplanan veriler daha sonra derin öğrenme algoritması için kullanılacaktır.

     Figür- Elektrottan alınan kayıtların toplanma ve analiz süreci
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3.5. Yapay Zeka Sistemi
Bu proje için derin öğrenme yaklaşımının seçilmesinin nedenleri bunlardır.
B. Grodniyomchai ve meslektaşları, e-burun kullanarak kokuların sınıflandırılması amacıyla
bir derin öğrenme algoritması oluşturdu. 4 farklı koku kullandılar. Bunlar kokusuz ve içinde
alkol bulunan içeceklerin üç farklı kokusuydu. Deneylerinde sonuçlar diğer tekniklerle
karşılaştırıldı. Derin Sinir Ağları (DNN) yapısı 7 giriş nöronu, 4 çıkış nöronu ve 5 gizli
katmandan oluşur. 5 gizli katman sırasıyla 128,64,32,16 ve 8 nörondan oluşur. MLP'nin hata
matrisi, Karar ağacı, NB ve DNN bulundu. Hepsinin doğruluğu% 100'dü. 10 denemeden
sonra ortalama alınmıştır ve MLP, Karar ağacı, NB ve DNN için sonuçlar sırasıyla% 99.01,%
97.90,% 95.43 ve% 99.26'dır. Burada DNN diğerlerinden daha iyi sonuçlar veriyordu.[3] Bu
projede derin öğrenmenin kullanılma sebebi diğer yöntemlerden çok daha iyi bir sonuç
vermesidir.
Chomtip P. ve Piyorot K., gizli katmanların boyutunun değiştirilmesinin farklı performansa
yol açtığını kanıtladı. [4] Pei-Feng Q ve meslektaşları, sensörden gelen verileri gri ölçekli bir
görüntüye dönüştürmek için Evrişimli Sinir Ağı'nı (CNN) ve Destek Vektör Makinesi (SVM)
kullanarak sırasıyla %95,7 ve %92,9 doğruluğa ulaştı. [5] Bira türünü belirlemek için
Chomtip P. ve Natt S. kural tabanlı modeli kullandı ve Sinir Ağları (25x28x10 yapısıyla)%
87.5 doğruluk elde ettiler. [6] Mizanur R. ve arkadaşları RBF, GRNN'ler, SVM ve KNN'nin
meyve ve yiyeceklerin kalitesini belirlemek için kullanılabileceğini iddia etti. [7] Burada ise
derin öğrenme farklı yöntemleri gözlemlenmiş ve sonuçlar doğrultusunda CNN olduğunu
açıkça belirtilmiştir.
Yapay zeka sistemi için 2 farklı model test edilecektir. Bunlardan en uygunu veya bunların en
iyi kombinasyonu son tespit için kullanılacaktır. Bu 2 metodu şu şekilde adlandırdık: a) Sinyal
analiz ile yaklaşım, c) Görüntü modeli yaklaşımı. Bu yaklaşımların açıklaması aşağıda
verilmiştir.
3.5.1. Sinyal analiz ile yaklaşım
Bu yaklaşımda, her bir elektrottan gelen sinyal ayrı ayrı düşünülecektir. Yani kimyasal
kokudan dolayı olfaktör bulbus da oluşan sinyaller aynı kokuya karşılık geleceğinde farklı
olfaktör mukoza bölgesinden gelen sinyaller sanki bağımsız veri getiriyormuş gibi
düşünülecektir. Çünkü olfaktör bulbus un bölgeleri, burundaki koku reseptörleri tarafından
farklı bir şekilde uyarılmaktadır. Bu ise her bir elektrodun farklı bilgi üretmesi anlamı
taşımaktadır. Yapay zeka sisteminde, bu veriler etiketlenirken, aynı kimyasal koku için
oldukları belirtilecektir. Yine bu yaklaşımda, yapay zeka sistemine bir sinyalin tümü eğitim
için verilecektir. Bu ise bellir bir sinyal aralığı verilmesini gerekli kılmaktadır. Koku tespitinin
genelde ilk bir nefes alışta gerçekleştiği bazı çalışmalarda vurgulanmıştır. Bu ise aslında 2
saniyenin altında bir verinin yeterli olabileceğini göstermektedir. Fakat bu çalışmada daha
uzun süreli bir sinyali kayıt altına alınacaktır. En az 10 saniye uzunluğunda sinyaller kayıt
edilecek daha sonra, bu sinyaller ilk nefes alış veriş ve birkaç nefes alış veriş sürelerine göre
yapay zeka sistemi ile test edilecektir. Bu noktada bu çalışmanın önemli bir çıktısı da,
kimyasal koku tespiti için gereken sinyal süresinin tespiti olacaktır.
3.5.2. Görüntü modeli yaklaşımı
Bu yaklaşım literatürde kimyasal kokunun tespiti için önerilen bir yaklaşımdır. Bu
yaklaşımda, gelen koku sinyalleri aşağıdaki şekilde görüldüğü gibi farklı düğümlerde
birleştirilerek, iki boyutlu yeni bir verinin üzerine haritalandırılmaktadır. Her bir kimyasal
koku için farklı bir harita oluşacağından, bu 2 boyutlu harita verisi farklı görüntüler gibi
düşünülebilir. Bu ise bundan sonra klasik görüntü işleme tabanlı yapay zeka modellerini
kullanmamıza olanak sağlar.
Aşağıdaki şekilde verilen 2 boyutlu görüntü ya da harita (en sağdaki kısım), ikili bir veri
sistemine göre kurgulanmıştır. Yani sinyalin olup olmaması. Fakat, bu verinin analog bir
değer olarak ele alınması, öğrenme işlevini daha gerçekçi kılabilir. Bu çalışmada aşağıdaki
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şekilde verilen modeli analog verilere göre geliştirmeyi hedefliyoruz.
Yukarıdaki 2 model ile eğitilen yapay zeka modüllerini daha sonra verilen bazı kimyasal
maddelere göre test edilecek olup bunun sonucunda en iyi performansı sergileyen model
belirlenecektir.
Görüntü modeli için kullanılacak yapay zeka algoritmaları ise Convolutional Neural Network
(CNN), Tek Boyutlu Convolutional Neural Network (One Dimension CNN) ve Support
Vector Machine algoritmaları dır.
3.5.2.1.  Convolutional Neural Network (CNN)
Oluşturulacak olan model görsel olarak Figure.1’de verilmiştir. 2D Convolutional Neural
Network kullanılacaktır. Bu model kullanılarak yapılan çalışmalara örnek olarak DEAP data
seti verilebilir. Bu data setin tercih edilme nedeni EEG sinyallerini içermesidir. Data set 32
katılımcının, her biri 1 er dakikalık 40 adet müzik videosu izlerken kaydedilmiştir. Bu model
2 boyutlu CNN örneğidir. Bu modelin tercih edilme sebebi veri boyutunun fazla olmasıdır.
3.5.2.2. Tek Boyutlu Convolutional Neural Network
1D CNN gösterilmiştir. Tek boyutlu CNN ler her biri 1D CNN katmanından ve 1 adet
regularization katmandan oluşurlar. Bu algoritmanın son zamanlarda çok az bir veri ile
recognition görevlerini sağladığı görülmektedir. DEAP dataseti üzerinde çalışılarak tek
boyutlu CNN kullanımına hazır hale getirilip test edilecektir.Ek olarak, belirli bir sırada 64,
32, 16 nöronlu 3 tam bağlantılı katman vardır. Son katman olarak, sınıflandırılan sınıf sayısı
kadar nörona sahip bir çıktı katmanı vardır. Bu modelin DEAP veri seti ile eğitiminden
sonraki doğruluk oranı %82 idi.
Modelin internette mevcut bir veri seti ile eğitilmesinin ardından, deneyler sırasında
kaydedilen koku ampul sinyallerinden oluşan bir veri seti ile modelin eğitilmesi beklenmiştir.
Ancak oluşturulan veri seti ile derin öğrenme bölümünün sonucunu etkileyen iki sorun vardı;
ilki, yetersiz bir eğitim sürecine yol açan, verilen süre içinde kaydedilen yetersiz miktarda
veri; ikincisi ise gürültünün sinyaller üzerindeki beklenmeyen ve prosedürü olumsuz etkileyen
etkisidir. Bu iki sorun, istenen hedeflerden birine ulaşmamızı engelledi ve beklenen sonuca
ulaşmamıza yardımcı olmadı.
3.5.2.3. Support Vector Machine
EEG sinyallerinin sahip olduğu özellikler genellikle high dimensional denilen yüksek
boyutludur. Makine öğrenmesi yöntemlerinin yüksek boyutlu sinyalleri işlemeye kolaylık
sağlar. Support Vector Machine ise EEG sinyallerini sınıflandırmaya yarayan popüler bir
makine öğrenmesi yöntemlerinden biridir. İlk iki yöntem işe yaramaz ise hayvandan alınan
sinyalin sınıflandırılması için  SVM algoritmasının kullanılması planlanmaktadır. Yapay zeka
için verilen 3 yöntem de test edilecek olup en iyi sonucu veren algoritma sınıflandırma için
kullanılacaktır.

3.6. Sonuç
Yapay zekâ sistemi için öncelik olarak nöral ağlar modelinin alt dalı ve daha kapsamlı hali
olan evrişimli nöral ağlar (convolutional neural networks) konsepti uygulanacaktır. Bu
yöntemin seçilmesinin asıl sebebi evrişimli nöral ağların normal nöral ağlara göre daha
kompleks veriyi çok daha yüksek bir başarı yüzdesiyle analiz edebilmesinden kaynaklıdır.
Farelerden veri toplama süreci çok fazla vakit alacağından, o süre zarfında yapay zekayı
geliştirmek ve asıl kullanacağımız veriler hazır olduğunda direkt olarak yapay zekâ
bloğumuzun kullanılması amacıyla internet ortamında beyinden alınan ve kaydedilmiş büyük
veri setleri araştırılıp, analiz edildi. Çünkü insan beyninden kaydedilen sinyaller ve sıçandan
toplanan sinyaller benzerlik gösterecektir. Veriler arasındaki az miktardaki benzerlik dahi
derin öğrenme algoritması geliştirmek için yeterlidir çünkü derin öğrenme algoritmaları ufak
dokunuşlarla herhangi bir veriyi sınıflandırabilir.
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Verilerin, yani hayvandan toplanan bilgilerin analizi ve sınıflandırılmaya hazırlanması, en az
verinin sınıflandırılması kadar önem arz etmektedir çünkü derin öğrenme yaklaşımında en
önemli nokta, üstünde çalışılacak verinin doğru bir şekilde analiz edilip, yapay zekayı
eğitmek için hazır hale getirilmesidir. Bunu başarmak için ise çeşitli yaklaşımlar uygulanıp,
en iyi sonucu veren yaklaşım veya yaklaşımların kombinasyonu belirlenecektir.Bu
yaklaşımlardan bahsetmek gerekirse, ilk olarak her bir elektrottan gelen sinyal ayrı ayrı
düşünülecektir çünkü her bir kokudan dolayı olfaktör bulbusta oluşan sinyaller aynı kokuya
karşılık geleceği için, sanki bağımsız veriler gibi düşünülecektir.
Diğer bir yaklaşım ise kaydedilen sinyalin süresinin belirlenmesi olacaktır. Çünkü bazı
araştırmalar gösteriyor ki asıl koku almak ve kokuyu tespit etme işlemi ilk nefes alışta
gerçekleşiyor.(8) Böylelikle yaklaşık 2 saniyelik bir sinyal uzunluğu yeterli olacaktır. Fakat,
sınıflandırma işleminin verimini artırmak amacıyla sinyaller daha uzun zaman aralıklarıyla da
denenip, bütün olarak ve ilk veya birkaç nefes alış sürelerine göre ayrı ayrı yapay zekaya veri
olarak test edilmesi için verilecektir.
Ön çalışma olarak, bu projenin ana amacına örnek olarak birkaç derin öğrenme modeli
oluşturuldu. Bu modeller Evrişimli Katmanlar (CNN) içeren ve içermeyen Sinir Ağları
kullanılarak oluşturulmuştur. Bu nedenle, bu proje için yöntemler NN ve CNN'dir. Görsel
olarak oluşturulan modeli göstermek için derin öğrenme modeli Şekil 2'de verildiği gibi
modellenmiştir. Modelleri test etmek için kullanıma hazır veri setleri elde edilmiştir. Bu veri
setleri CIFAR-1017 (9) ve Fashion-MNIST18'dir (10) ve Keras kitaplığından içe aktarılmıştır.
Bu veri kümeleri, özellikle sıçanların koku alma ampullerinin çekilen resimlerini koku
sınıflandırması için veri olarak kullanma olasılığı olduğu için seçilmiştir. Ayrıca veriler analiz
edilip eğitime hazırlandığı sürece derin öğrenme modeli, kullanılan veri türünden (Sinyal
verisi, görüntü verisi vb.) Bağımsız olarak çok kolay bir şekilde değiştirilebilir.
İlk yöntem olarak standart sinir ağı modeli kullanıldı. Girdi olarak Fashion-MNIST veri seti
verildi. Daha sonra, standart sinir ağının performansını evrişimli sinir ağı ile karşılaştırmak
için, aynı veri kümesi için başka bir model oluşturuldu ve kullanıldı. Evrişimli sinir ağının
standart olandan daha iyi performans gösterdiğini gözlemledikten sonra, bu model için başka
bir veri kümesi olan CIFAR-10 kullanıldı. Modelleri test etmek için kullanıma hazır veri
setleri elde edilmiştir. Bu veri setleri CIFAR-1017 ve Fashion-MNIST18'dir ve Keras
kitaplığından içe aktarılmıştır. Bu veri kümeleri, özellikle sıçanların koku alma ampullerinin
çekilen resimlerini koku sınıflandırması için veri olarak kullanma olasılığı olduğu için
seçilmiştir. Dolayısıyla durum böyle olacaksa bu yöntemler çok rahatlıkla kullanılabilir.
Ayrıca veriler analiz edilip eğitime hazırlandığı sürece derin öğrenme modeli, kullanılan veri
türünden (Sinyal verisi, görüntü verisi vb.) Bağımsız olarak çok kolay bir şekilde
değiştirilebilir. İlk yöntem olarak standart sinir ağı modeli kullanıldı. Girdi olarak
Fashion-MNIST veri seti verildi. Daha sonra, standart sinir ağının performansını evrişimli
sinir ağı ile karşılaştırmak için, aynı veri kümesi için başka bir model oluşturuldu ve
kullanıldı. Evrişimli sinir ağının standart olandan daha iyi performans gösterdiğini
gözlemledikten sonra, bu model için başka bir veri kümesi olan CIFAR-10 kullanıldı.Bu
modelin verilen veri kümesiyle eğitim doğruluğu 30. döngünün sonunda 0,91 idi. Test verileri
modele girdi olarak verildikten sonra sonuç 0,90 oldu. CNN'li model daha iyi bir performans
verdiği için, bu modelin performansını farklı veri kümeleri için gözlemlemek ve
karşılaştırmak amacıyla aynı model için başka bir veri kümesi kullanılmıştır. Veri kümesi,
daha önce belirtildiği gibi CIFAR-10'du. Bu veri seti, 10 farklı sınıfa sahip 32x32x3
resimlerden (renkli) oluşmaktadır. Her sınıfın 6000 görüntüsü vardır. Toplamda 50.000 eğitim
ve 10.000 test görüntüsü vardı. Önceden oluşturulan CNN modeli yeni veri kümesi için
değiştirildikten sonra, eğitim süreci 10 döngü ile başlamıştır. Eğitimin sonunda eğitim
doğruluğu 0.84 idi. Daha sonra, test verileri değiştirilen modele girdi olarak verildi ve
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doğruluk 0,83 oldu. Kayıt alınmaya devam edilecek olup verilere göre yeni sistemler ve en iyi
yöntem tekrar belirlenecektir.

4. Uygulanabilirlik ve Ticarileşme Potansiyeli
4.1. Projenin Ticari Potansiyeli
Kimyasal maddelerin koku yolu ile tespiti ulusal açıdan ülkemize kısa ve uzun vadede birçok
kazanım sağlayacaktır. Geliştirilecek olan kimyasal kokuyu tespit eden sistem kısa vadede
mayın tespitinde, havaalanlarının kuytu yerlerinde bomba tespiti gibi uygulama alanlarına
sahiptir. Uzun vadede ise sistemin geliştirilmiş versiyonları ile narkotik madde tespiti ve
hastalık teşhisinde kullanılma potansiyeli vardır. Diğer taraftan, sistem koku tespiti için yapay
zeka sistemlerinde kullanılacak bir veri bankası oluşturulacaktır. Bu ulusal olarak bu alandaki
ilk veri bankası olacaktır ve ileride bu alanda çalışacak olan araştırmacılar için zengin bir veri
kaynağı sunacaktır. Son olarak bu araştırmanın bu alanda birçok yeni araştırmaya ön ayak
olma potansiyeli bulunmaktadır. Önerilen proje konusu alanında, uluslararası arenada henüz
pazarlanabilir bir ürün olmadığından, geliştirilecek olan sistemin benzeri bir ürün yerine,
yukarıda bahsi geçen uygulama alanlarından özel olarak kullanılan ürünler için dışa
bağımlılığı azaltma potansiyeli bulunmaktadır. Bunlar temel olarak mayın tarama sistemleri
ve havaalanlarında bomba tespiti gerçekleştiren sistemlerdir. Proje önerisi ile daha düşük
maliyette bir sistem ile bu ürünlerin yerini alacak bir sistem geliştirilecektir. Projenin hastalık
teşhisi ve narkotik madde tespitini gerçekleştirmesi ülkemizin teknolojik alanda rekabet gücü
artacaktır. Projenin önerdiği süreç ulusal olarak yeni bir kazanımdır. Proje canlı bir farenin
olfaktör mukozasına yerleştireceği hassas elektrotlar vasıtasıyla kaydettiği sinyalleri, bir
kablosuz veri linki vasıtasıyla bir yapay zeka merkezine gönderecektir. Yapay zeka merkezi
ise olfaktör mukozasından kaydedilen sinyalleri işleyerek, yapay zeka algoritmalarından,
etraftaki koku ya da kokuların tespitini gerçekleştirecektir. Bu süreç projeyi iki ana evreye
ayırmaktadır. Kokunun tespiti ve yapay zeka ile kategorize edilmesi ya da tanımlanması. Bu
şekilde farklı araştırmacılar bu süreci iyileştirmek için iki evreden birisine odaklanabilirler.
Projenin başarılı bir prototip ortaya koyması ile öneride sunulan süreç, yöntem, ve modeller
başka birkaç farklı çalışmaya evrilebilir. Mesela, köpeklerin olfaktör mukozasına ya da
patilerine takılacak olan elektronik aksanın, proje kapsamında geliştirilecek olan yapay zeka
sistemi ile birleştirilmesi neticesinde farklı canlıların duyuları kullanılarak da kimyasal madde
tespiti yapılabilir. Bu metot kuşlara ve belli bir alanda yeteneği bulunan diğer canlılara da
uygulanabilir. Projenin ulusal anlamda kimyasal kokunun belli bir canlı için elektrik sinyalleri
ile ifade edilerek bir veri merkezinde toplanması, ülkenin bilgi birikimine ve ileride bu alanda
yapılacak olan çalışmalar için bir kazanımdır. Kimyasal maddelerin kokusunun tespiti için
önerilen yapay zeka modelleri, görüntü işleme ile ilgili yapay zeka modellerinde farklıdır. Bu
nedenle koku alanda yapay zeka modellerinin iyileştirme potansiyeli vardır. Oluşturacağımız
veri bankası bu tip yeni modellerin geliştirilmesine olanak tanıyacaktır. Koku için önerilen
proje önerisindeki bu sistemin daha sonra tat için de benzer bir sisteme evrilerek, yiyecekler
içindeki bazı maddelerin tespitini gerçekleştirebilme potansiyeli bulunmaktadır. Bu proje
önerisinde elde edilecek olan kazanımlar, daha sonra bu iki sistemin birleştirilmesi ile daha
gerçekçi ve doğrulukta entegre bir sistem oluşturma potansiyeli bulunmaktadır. Sonuç olarak
kimyasal koku tespiti ulusal bazda gerçekleştirilmesi gereken önemli bir alandır. Böyle bir
sistemin geliştirilmesi ile askeri alandan sivil alanlara dek birçok alanda uygulama potansiyel
bulunduğundan, bu hususta yeni ürünler ortaya çıkarmak, hem dışa bağımlılığımızı azaltacak
hem de yeni araştırma konularına ön ayak olacaktır.

4.2. Uygulamadaki Bazı Riskler ve B Planı

En Önemli Riskler Risk Yönetimi (B Planı)
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1

Hazırlanan elektrotların yeterli hassasiyette
kayıt alamaması

Alınan kayıtlar dijital olarak işlenmek suretiyle referans elektroddan
alınan kayıtlar ile karşılaştırılarak normalize edilecektir. Buna
rağmen yeterli kalite yakalanmazsa piyasada EEG ölçümü için
satılan hazır elektrod sistemlerinden alınacaktır

2
Verilerin iki kokuyu birbirinden ayırmakta
yetersiz kalması

Deneyler tekrarlanarak gerekli sayıya ulaşana kadar kayıtlar devam
edecektir.
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